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RESUMO

Este trabalho apresenta, desenvolve e testa metodologia de modelagem de sistemas
dinamicos, aplicada em esquema de controle preditivo. Redes neurais feedforward sao
usadas na estrutura de integradores numéricos de equagdes diferenciais ordinarias,
modelando a fun¢do de derivadas de sistemas dinamicos auténomos. O integrador
neural resultante ¢ um modelo discretizado do sistema dindmico que ¢ usado como
modelo interno em esquema de controle preditivo. O trabalho explora a abordagem com
derivadas instantaneas, ja4 existente na literatura, e propde nova abordagem em que
derivadas médias sdo usadas. O método com derivadas médias permite usar um
integrador de Euler com passo fixo e ainda assim garantir a precisdo desejada na
modelagem. A estrutura simples de um método de primeira ordem facilita e simplifica a
obtencdo das derivadas parciais dos estados futuros em relagdo aos controles passados,
necessarios para a constru¢ao do Jacobiano presente na estrutura de controle preditivo.
Estas duas metodologias de integracdo neural s3o aplicadas e testadas numa estrutura de
controle preditivo, para a estimagao dos controles que rastreiam trajetérias de
referéncias pré-estabelecidas em um problema de transferéncia de orbita entre a Terra e
Marte. O método das derivadas médias ¢ também aplicado e testado no controle da
estabilizacdo da atitude de um satélite artificial funcionando como um corpo rigido.






STRUTURES OF FEEDFORWARD NEURAL INTEGRATION TESTED IN
PROBLEMS OF PREDICTIVE CONTROL

ABSTRACT

This work presents, develops and tests a methodology for the modeling of dynamical
systems applied to a scheme of predictive control. Feedforward neural networks are
used in the structure of ordinary differential equations (ODE) numerical integrators
modeling the derivative function of autonomous dynamic systems. The neural integrator
is a discrete model of the dynamic system used as an internal model in the predictive
control scheme. The work explores the approach already existing in the literature,
which uses the instantaneous derivatives, and proposes a new approach where average
derivatives are used. The approach with the average derivatives allows the use an ODE
first order Euler numerical integrator with fixed step size, without affecting the
specified modeling accuracy. The structure of a first order integrator simplifies and
facilitates to get the partial derivatives of futures states with respect to past controls to
construct the Jacobian, which is necessary in the predictive control structure
implementation. These two methodologies of neural integration are applied and tested
in a structure of predictive control for the estimation of the controls that track
previously defined reference trajectories in an Earth to Mars orbit transfer problem.
The method with the average derivatives is also applied and tested in the attitude
stabilization control of a rigid body satellite.
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CAPITULO 1

INTRODUCAO
1.1 Objetivos e Metodologia.

Redes neurais artificiais abrem novas possibilidades de solugdes de controle de
sistemas. Uma rede feedforward do tipo multi-camadas de perceptrons pode aproximar
arbitrariamente bem uma func¢do continua. Hornik et al (1989) e Hunt et al (1992)
mostram que uma fun¢do continua pode ser arbitrariamente bem aproximada, com
qualquer precisdao desejada nao-nula, por uma rede feedforward com somente uma
simples camada interna, onde cada unidade neural na camada interna tem uma nao-
linearidade continua sigmoidal. Este ¢ o teorema fundamental das redes neurais e que
justifica e viabiliza, teoricamente, a aplicagdo direta delas em problemas modernos e
complexos de engenharia, embora na pratica seja muito dificil definir e decidir pelos
parametros basicos da arquitetura neural a ser treinada. Parametros como a inicializa¢ao
dos pesos da rede, nimero de camadas internas e nimero de neuronios de cada camada
interna s6 podem ser especificados empiricamente, dificultando ou ndo, diretamente, na
convergéncia do aprendizado da rede até uma precisao desejada. A utilizagdo pratica de
redes neurais artificiais justifica-se também, modernamente, pelos avangos

extraordinarios alcancados pela engenharia de hardware.

Neste trabalho, esta capacidade de representacdo de redes neurais feedforward ¢é
aproveitada, juntamente com o teorema do valor médio, para se propor, desenvolver e
testar uma nova forma de representacdo de sistemas dindmicos. Adota-se uma dupla
modificacdo, com relacdo a representacdo tradicional de sistemas dindmicos através de
redes neurais. Pela metodologia tradicional (Hunt et al, 1992) ¢ comum ela ser realizada
pelo critério de entradas atrasadas ou metodologia Nonlinear Auto Regressive Moving
Average with Exogeneous Inputs (NARMAX). Por outro lado, aqui, como primeira
modificacdo, utiliza-se a metodologia de se inserir a rede feedforward dentro de uma
estrutura de integrador numérico de equagdes diferenciais ordinarias, onde a rede neural
necessita somente aprender a funcdo de derivadas do sistema dindmico auténomo

(Wang e Lin ,1998b; Rios Neto, 2001). Em seguida o conjunto rede neural e integrador
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numérico ¢ inserido dentro de uma estrutura de controle preditivo como ja era feito
anteriormente pelo método NARMAX. Como segunda modifica¢do, elabora-se um
novo método de representagdo de sistemas dindmicos utilizando a rede neural apenas
para representar a funcao de derivadas médias do sistema dindmico autdénomo original e
ndo mais a fun¢ao de derivadas instantaneas como proposto originalmente por Wang e
Lin (1998b) e Rios Neto (2001). As principais diferencas entre esses dois métodos sdo:
a primeira ¢ que no método das derivadas médias o passo de integragdo ¢ fixo, enquanto
no outro, permite-se variar o passo de integragdo para auxiliar o ajuste do erro da
propagacao das condigdes iniciais do sistema dindmico; e a segunda diferenca basica ¢
que no método das derivadas médias consegue-se ter uma elevada precisdo sendo ele
mesmo um método de integracdo de primeira ordem, enquanto no método das derivadas
instantaneas s6 se conseguird ter uma elevada precisdo se a rede neural for utilizada
dentro de um integrador de ordem mais elevada. Esta ultima diferenca tem uma
importancia fundamental: o método das derivadas médias possuird expressdes analiticas
para a retro-progagacao bem mais simples do que as exigidas pelo método das derivadas
instantaneas, tanto para o caso do treinamento neural, propriamente dito, como também

para a aplicacdo da estrutura de controle preditivo.

Explorar-se-4 também a facilidade de tratar os problemas de treinamento da rede neural
e de controle preditivo através de uma abordagem estocastica unificada, proposta por
Rios Neto (2000). Este tipo de metodologia tem a vantagem de unificar os problemas de
treinamento da rede e de controle do sistema dindmico. Pode-se utilizar a filtragem de
Kalman em duas situacdes distintas, porém complementares entre si: consegue-se
treinar ou estimar uma rede neural feedforward para aprender a dindmica de um sistema
fisico invariante no tempo com qualquer grau de precisdo desejado, que em seguida,
podera ser naturalmente utilizada por uma estrutura de controle preditivo, que nada mais
¢ que outro problema de estimagdo, cuja rede, ja treinada, € o vinculo de um funcional
quadratico que rastreard uma trajetoria de referéncia segundo uma politica de controle
suave com o intuito fundamental de se projetar e elaborar um controlador neural. A
contribuicdo do trabalho se completa com a aplicagdo e teste desta metodologia em

problemas de transferéncia de orbitas e controle de atitude de satélites.
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1.2 Revisao Bibliografica.

Apo6s um longo periodo de experimentagdo e pesquisa, controladores baseados em redes
neurais estdo finalmente emergindo e tomando espago no mercado. Os beneficios de tais
controladores segundo Narendra (1996) estdo sendo agora usufruidos em uma larga
variedade de campos. Muitos sistemas do mundo real (Chen e Billings, 1992) exibem
caracteristicas ndo lineares complexas e ndo podem ser tratados satisfatoriamente bem

utilizando-se a teoria de sistemas lineares.

Redes neurais artificiais possuem a capacidade de aprender por exemplos e fazer
interpolagdes do que aprenderam (Braga et al, 2000). Este aprendizado, em geral, ¢
obtido por algoritmos de otimizagdo numérica ndo-linear. Um conceito fundamental no
treinamento das redes feedforward é o conceito da retro-propagacdo que aparece pela
primeira vez num trabalho de Werbos (1974). Hagan ¢ Menhaj (1994) mostram que os
métodos para acelerar a convergéncia dos algoritmos de treinamento das redes

feedforward podem ser divididos grosseiramente em duas categorias:

a) a primeira categoria envolve técnicas heuristicas. Tais idéias incluem variagao

na taxa de aprendizado e uso do momentum;

b) a segunda categoria enfoca as técnicas padronizadas de otimizagdo numérica. A
mais popular abordagem desta categoria tem utilizado os métodos do gradiente
conjugado ou Quase-Newton. Além destas, citam-se a dos minimos quadrados

nao-linear.

Algoritmos de segunda ordem para o treinamento das redes Multi Layer Perceptron
(MLP) baseado no método de Newton revisado sdo propostos por Wang e Lin (1998a).
Ha varios problemas em se utilizar o método de Newton para minimizar a fung¢do erro
de saida de uma rede MLP. Uma das principais dificuldades estd em computar a inversa
da matriz Hessiana. Wang ¢ Lin (1998a) definem a matriz Hessiana em bloco para
aproximar e simplificar a matriz Hessiana global. Shah et al (1992) propdem um

algoritmo de filtragem para acelerar o aprendizado de uma rede feedforward.
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Algoritmos genéticos segundo Blanco et al (2000) sao utilizados para obter ndo somente
uma topologia 6tima para uma rede neural recorrente, mas também um niimero minimo

de conexdes neurais necessarias para cada neurdnio.

A versao da filtragem de Kalman com processamento paralelo e recursivo tem sido
bastante explorada por Rios Neto (1997) no treinamento de redes neurais. Este tipo de
metodologia, utilizada no treinamento das redes feedforward, tem as vantagens de
fornecer uma taxa de convergéncia mais alta e insensibilidade a variagdes no niimero
total de padrdes de treinamento a ser considerado. Processamento paralelo local da
filtragem de Kalman no nivel neural, com procedimentos adaptativos, também tem sido

explorado por Rios Neto (1997).

A versdo da filtragem de Kalman com processamento paralelo e recursivo foi testada
por Silva e Rios Neto (1999) com relagdo aos problemas XOR e diagndstico do cancer

de mama com resultados bastante satisfatorios.

Algoritmos de aprendizado supervisionado para treinar uma rede Radial Basis
Functions (RBF) utilizando um par de filtros de Kalman em paralelo para atualizar
seqiiencialmente os pesos de saida e os centros deste tipo particular de rede sdo
propostos por Ciocoiu (2002). Rivals e Personnaz (1998) demonstram que o filtro de
Kalman estendido (EKF) converge mais rapido e para um minimo menor do que
aqueles obtidos pelos métodos recursivos e ndo-recursivos de predigdo de erros de
primeira-ordem que utilizam o algoritmo backpropagation para computar o gradiente da
fungdo custo sobre redes com arquitetura feedforward. O filtro estendido de Kalman
para treinar uma rede do tipo RBF para a aplicacdo nas areas de processamento de sinais
e reconhecimento de padrdes ¢ explorado por Simon (2002). Ruck et al (1992)
comparam o filtro estendido de Kalman com a regra backpropagation com relagdo ao
desempenho de treinamento da rede neural, utilizando-se de um exemplo pratico
referente as imagens com efeito doppler obtidas de um radar a laser. O algoritmo
backpropagation ¢ uma forma degenerativa do filtro estendido de Kalman, e, de forma
bastante simplificada, Chandran (1994) consegue demonstrar esta importante

propriedade no treinamento das redes feedforward.
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Na literatura, apenas em nivel ilustrativo da abrangéncia alcangada pelas aplicagdes
possiveis das redes neurais, sdo encontrados intimeros exemplos interessantes: um
sistema conexionista proposto por Basak et al (1995), um modelo hibrido neural de
Chiang (1998) as redes Adaptative Resonance Theory (ART) utilizada por Kim et al
(1996) e o trabalho de Shustorovich et al (1996) estdo todos relacionados diretamente ao
projeto de reconhecimento de caracteres lingiliisticos manuscritos e inclusive os

caracteres orientais, trabalhos estes muito uteis as empresas de correio.

As aplicacdes sdo as mais diversificadas possiveis, por exemplo, Simon et al (1995)
aplicam redes neurais para relacionar um subconjunto de satélites 6timos para serem
utilizados em navegagdo. Ferreira et al (2002) utilizam a rede RBF para modelar a
temperatura do ar interior de uma estufa de plantas e Tan e Saif (2000) aplicam redes
recorrentes para modelar a dindmica ndo-linear de motores automotivos. Bassoe (1995)
através das redes neurais associativas consegue propor maquinas de diagnésticos

clinicos automatizadas.

Por outro lado, estruturas de controle também podem ser utilizadas juntamente com
redes neurais. Sendo assim, existem varios tipos de estruturas de controle neural
encontrados na literatura internacional, e segundo Hunt et al (1992) algumas delas sao:
controle supervisionado, controle inverso direto, estrutura de controle Internal Model
Control (IMC) e controle preditivo. As principais caracteristicas das redes neurais na

implementagdo em controle segundo Hunt e Sbarbaro (1991) e Hunt et al (1992) sdo:
1) a habilidade de representar relagdes arbitrarias nao-lineares;

2) adaptacdo e aprendizagem de sistemas incertos através de atualizacdo dos

parametros ou pesos da rede em tempo off-line ou on-line;

3) a transformacdo da informag¢do do sinal, tanto em nivel qualitativo quanto em

nivel quantitativo, permitindo a fusdo dos dados;

4) a habilidade de processamento paralelo na arquitetura das redes neurais, que

permite um processamento mais rapido para muitos sistemas dinadmicos;
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5) um elevado grau de robustez nas arquiteturas das redes permitindo a tolerancia

de erros e evitando a degradacdo do sinal;

6) a capacidade de se utilizar estruturas de aprendizado para representar a dindmica

direta e inversa de sistemas dindmicos nido-lineares;
7) aaplicacao de forma direta e natural das redes neurais em estruturas de controle.

Balakrishnan e Weil (1996) realizam uma revisao na literatura sobre controle neural.
Listam mais de 75 citagcdes da area em aplicagdes experimentais e tedricas em controle
neural. As redes neurais com arquitetura RBF sdo exploradas teoricamente nas
aplicagdes referentes aos sistemas de controle adaptativo para sistemas nao-lineares por
Hunt e Sbarbaro (1991). A utilizacdo dos modelos direto e inverso da planta ¢ bem

explorada por estes autores na estrutura de controle IMC.

Ender e Maciel Filho (2000) apresentam uma nova estratégia de controle multivariavel.
Nesta estratégia estes autores utilizam o método direto para obter o controlador e o
método indireto para gerar o modelo neural do sistema. Tanto o controlador como o

modelo neural do processo sdo otimizados em tempo real.

Jarmulak et al (1997) apresentam varios esquemas de controle utilizando redes neurais
que podem ser aplicados no controle de sistemas nao-lineares mal definidos como, por
exemplo, ocorre freqlientemente na agricultura. Estes autores combinam as técnicas dos
algoritmos genéticos e da regra backpropagation para conduzir numerosos

experimentos com controles neurais.

Kasparian e Batur (1998) lidam com modelo de referéncia baseado em estrutura neural
que pode ser utilizado em controle adaptativo de processos lineares e ndo-lineares. Estes
autores utilizam um algoritmo rapido, que ¢ baseado na técnica de minimizacdo dos

minimos quadrados de Davidon, para treinar o controlador neural.

A identificagdo de sistemas dinamicos através de uma rede neural RBF ¢ explorada por
Liu et al (1996). A identificagdo de sistemas dinamicos ¢ realizada em dois passos

principais: o primeiro consiste em escolher um modelo de identificagdo apropriado e o
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segundo em ajustar os parametros do modelo de acordo com alguma lei adaptativa. Uma
vez que redes neurais possuem boa capacidade de aproximagdo e caracteristicas
adaptativas inerentes, elas provém uma poderosa ferramenta para identificacdo de

sistemas dindmicos com ndo-linearidades desconhecidas.

Nikravesh et al (1997) discutem a andlise da estabilidade da estrutura das redes
Dynamic Neural Network Control (DNNC). Os resultados da andlise da estabilidade
podem ser utilizados para projetar um controlador confidvel atuando, por exemplo,

numa estrutura de controle IMC.

M¢étodos adaptativos para formar um controlador adaptativo neural sdo explorados por
Mills et al (1994). A performance deste controlador ¢ demonstrada por estes autores e
avaliada através da simulagdo de dois processos realistas: o controle de nivel de um

tanque conico e um controle multivariavel de um evaporador industrial.

Economou, Morari e Palsson (1986) apresentam um operador formalizado que ¢
utilizado para estender a estrutura de controle IMC de sistemas lineares para sistemas
ndo-lineares. Uma extensiva revisdo de varias aplicagdes utilizando redes neurais para
controle de processos quimicos em tempo real ¢ abordada por Hussian (1999). Este
autor divide a revisdo em trés categorias principais: controle preditivo, controle baseado
no modelo inverso e métodos de controle adaptativos. Tais técnicas sdo bastante
utilizadas em analises de dados de sensores, detec¢do de defeitos e identificagdo de

processos ndo-lineares.

Uma comparagdo de técnicas de controle preditivo ndo-linear utilizando modelos de
redes neurais ¢ abordada por Botto e Costa (1998). Liu et al (1998) mostram que
existem quatro métodos principais baseados no controle preditivo: Model Algorithmic
Control (MAC) de 1987, Dynamic Matrix Control (DMC) de 1980, Extended
Prediction Self-Adaptative Control (EPSAC) de 1985 e Extended Horizon Adaptative
Control (EHAC) de 1984. Ha ainda um quinto tipo denominado Model Predictive
Control (MPC).
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Soloway e Haley (1997 e 1998) apresentam uma eficiente implementacao do controle
preditivo generalizado neural (GPC). Estes autores utilizam uma rede neural
feedforward como modelo da planta ndo-linear e usam o algoritmo de otimizagao

Newton-Raphson com processamento em tempo real.

Rios Neto (2000) introduz a filtragem de Kalman para formular e resolver os problemas
de otimizacdo exigidos pelo controle preditivo. Silva e Rios Neto (2000) aplicam o
esquema de controle preditivo neural no controle da atitude de satélites artificiais. Os
algoritmos de filtragem de Kalman sdo utilizados ndo somente para treinar o modelo de
rede neural feedforward associada, mas também para estimar as agdes de controle
preditivo. Desta forma, tanto o treinamento da rede neural como do controle podem ser
abordados de uma forma unificada. H& ainda varios outros trabalhos relacionados a

teoria e aplicacdo das estruturas de controle preditivo neural. Entre eles citam-se:

1) Tan e Van Cauvenberghe (1996) apresentam trés diferentes métodos de
otimizagdo para o projeto de um controlador preditivo suave baseado em redes
neurais recorrentes para processos nao-lineares com grande tempo de atraso. Os
métodos de otimizagdo apresentados sdo do gradiente, Newton-Raphson e

Levenberg-Marquardt;

2) Huang e Van Cauvenberghe (1998) propdem a utilizagdo de rede neural em um
controle preditivo multiplo em feedback para processos industriais nao-lineares

dispostos em cascata;

3) Sorensen et al (1999) descrevem um método de controle para sistemas nao-
lineares baseado em uma estrutura de controle preditivo generalizada, com
énfase no algoritmo de Quasi-Newton, e sua performance ¢ demonstrada sobre

um servo-mecanismo pneumatico;

4) Benne et al (2000) tratam da modelagdo ndo-linear da evaporacdo de multiplos
efeitos numa industria de cana de agucar com o objetivo de elaborar um controle
robusto e para superar os limites dos sistemas de controle tradicionais usam

esquema de controle preditivo.
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Com relacao aos trabalhos desenvolvidos no Instituto Nacional de Pesquisas Espaciais
(INPE) e mais relacionados diretamente a este trabalho, Carrara (1997), Carrara e Rios
Neto (1997) e Varotto (1997) exploram a identificagdo de sistemas dinadmicos através
das redes feedforward aplicadas no aprendizado da dindmica de atitude de um satélite
com geometria variavel. Carrara ¢ Rios Neto (1998 e 1999), Carrara, Varoto ¢ Rios
Neto (1998) dao prosseguimento a esses estudos e apontam as principais dificuldades de
se aplicar redes neurais ao controle da atitude de satélites artificiais. Entre elas citam-se:
o numero total de neurdnios da camada interna da rede e a especificagdo da densidade
do espacgo das condigdes iniciais referentes aos padroes de treinamento da dindmica do
sistema. Silva e Rios Neto (2000 e 2001) desenvolvem, respectivamente, trabalhos
referentes as aplicagcdes de uma estrutura de controle preditivo no controle da atitude de

satélites artificiais e na trajetoria de voos.

Apolloni et al (1997) aplicam uma rede neural recorrente como componente chave de
um sistema de controle habil para regular um satélite artificial cuja atitude deve ser
mantida ao redor do angulo zero com respeito a um sistema referencial inercial centrado

na Terra.

Para finalizar, uma abordagem bastante importante surgiu recentemente e ¢ a de utilizar
uma rede feedforward dentro de uma estrutura de integragdo numérica, na tentativa de
representar sistemas dinamicos descritos por equagdes diferenciais ordindrias onde nao
se conhece a funcdo de derivadas do modelo tedrico do sistema original. Wang e Lin
(1998b), aplicam este conceito ao integrador Runge-Kutta de quarta ordem na tentativa
bem sucedida de representar sistemas dindmicos ordinérios e introduzem na literatura o
termo rede neural de Runge-Kutta. Rios Neto (2001) utiliza este conceito dentro da

teoria de controle neural.

He et al (2000) verificaram que as redes feedforward podem ser utilizadas para
encontrar facilmente solucdes completas e aproximadas para equagdes diferenciais
parciais de primeira ordem mais complicadas. Esta metodologia podera ser utilizada no
projeto de uma classe de sistemas de controle ndo-linear, onde as solugdes ndo-triviais

das equacdes diferenciais parciais sdo dificeis de achar. Mai-Duy e Tran-Cong (2001)
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utilizam redes com fungdes de base radial multi-quadradas para resolver equagdes

diferenciais lineares.
1.3 Organizacao.

Para cumprir os objetivos propostos, esta tese estd organizada como segue. No Capitulo
2, faz-se uma introdugdo tedrica de processos estocasticos, dando-se énfase ao filtro de
Kalman aplicado ao problema de estimagdo de pardmetros em sistemas nao-lineares. No
Capitulo 3, ¢ dada uma introdugdo sobre a teoria de redes neurais que utiliza o algoritmo
de treinamento neural do filtro de Kalman com processamento paralelo e recursivo. No
Capitulo 4 da-se uma introdugdo geral sobre as principais estruturas de controle neural,
dando-se énfase a estrutura de controle preditivo. No Capitulo 5 sdo apresentadas as
metodologias originais deste trabalho, quais sejam, a das derivadas instantaneas e a das
derivadas médias para a elaboragdo de integradores neurais aplicados na representagao
da dindmica de sistemas fisicos e as suas respectivas utilizagdes em estruturas de
controle preditivo. No Capitulo 6 os principais testes e resultados numéricos obtidos da
aplicacao destas duas metodologias nos problemas de transferéncia de orbitas e controle
de atitude de satélites artificiais s3o apresentados. No Capitulo 7, conclusdes e sugestoes
para trabalhos futuros sdo propostos. No Apéndice A ¢ apresentada a equivaléncia
matematica entre os métodos de treinamento neural do gradiente e da filtragem de
Kalman. No Apéndice B ¢ apresentado detalhadamente o fluxograma da filtragem de
Kalman com processamento paralelo e recursivo para o treinamento neural. No
Apéndice C ¢ demonstrado matematicamente a retro-propagacao em relagao as saidas
dos neur6nios numa rede feedforward. No Apéndice D uma breve introdugdo a teoria
dos integradores numéricos ¢ dada e no Apéndice E ¢ desenvolvido o célculo das
derivadas parciais para uma estrutura de controle preditivo trabalhando com as

derivadas médias, sendo essa, outra parte original deste trabalho.
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CAPITULO 2
ESTIMACAO DE PARAMETROS E FILTRO DE KALMAN
2.1 Introducio.

Pretende-se neste capitulo abordar, sucintamente, topicos necessarios para a formulagao
e desenvolvimento do filtro de Kalman. Esta ferramenta matematica (Kalman, 1960)
possui a peculiaridade de apresentar ampla aplicacdo no desenvolvimento tecnoldgico
de satélites, robos e de toda tecnologia moderna em controle estocédstico que vem se

desenvolvendo nas ultimas décadas.

Tendo isso em vista, neste capitulo pretende-se enunciar as equagdes de estimacao de
parametros referentes ao filtro de Kalman para o caso ndo-linear a partir do conceito
fundamental de variaveis aleatérias. Ver-se-4 que estas equacdes sdo oriundas da
linearizagdo das equagdes de estimacdo de pardmetros de um estimador Gauss-Markov,
de variaveis aleatdrias linearmente correlacionadas e com os erros das observagdes
independentes dos pardmetros a serem estimados. Pretende-se também, no decorrer

deste capitulo, introduzir o conceito de processamento recursivo.

O filtro de Kalman tem duas grandes finalidades no desenvolvimento deste trabalho:
treinar uma rede neural feedforward do tipo nao-linear (ver Capitulo 3) e resolver um
problema de controle 6timo em malha fechada (ver Capitulos 4 e 5) em que a dindmica

¢ aproximada pela propria rede neural.
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2.2 A Estimacao Linear de Parametros.

Em um problema de estimacdo de pardmetros deseja-se encontrar a funcdo de
distribui¢do do vetor de variaveis aleatérias W que representa os parametros a serem
estimados. Desta maneira, deve existir uma relagdo matematica entre as variaveis

aleatorias Z; que representam as ocorréncias observadas z; e o vetor aleatorio W dos

parametros, ou seja,
Z; = h;(W,V)) (1)

A variavel aleatoria V; € devida ao erro que todo sistema fisico a ser observado acarreta

devido ao erro inerente aos instrumentos de medida (analogico ou digital) que sao
utilizados para observa-lo e medi-lo. Admitindo-se que os erros de observagdo sdo

aditivos, as ocorréncias da varidvel aleatoria Z; podem, entdo, ser representadas por:
Z; = hl(W) + Vi i=1, 2, eeey M (2)

Para cada ocorréncia z; existe um erro de medida v; associado. E importante

diferenciar as letras maitsculas das mintsculas que representam, respectivamente, as
varidveis aleatorias e as ocorréncias das variaveis aleatorias. E costume na literatura
basica representar as variaveis aleatorias por letras mintsculas contrariando a defini¢ao
acima. Deste modo, essa conveng¢do também serd adotada neste capitulo, a menos que se

mencione o contrario.

Partindo-se portanto, de um nimero consideravel de observagdes das ocorréncias z;

pode-se encontrar indiretamente uma estimativa de w, isto ¢, a fungdo de distribuigdo de

w. Os critérios utilizados para a estimagdo dos parametros w sao dois:

1) critério da ndo tendenciosidade, ou seja, se w for a estimativa de w, entdo a

seguinte relagdo deve ser satisfeita

g[(w-w)]=0 (3.a)
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2) critério da minima variancia ou de minimiza¢ao do erro quadratico médio de

(W-w)
?qi? e[(w-w)T-S-(w-W)] (3.b)

onde, S ¢ uma matriz simétrica definida positiva.

Teorema 01 (Teorema Fundamental da Estimacao de Parametros): os critérios de
nao tendenciosidade e das minimas variancias sao satisfeitos simultaneamente quando a

estimativa de w for dada por (e.g., Jazwinski, 1970):
W =g {w/z} 4

O resultado do teorema 01 ¢ bastante geral, pois além de independer do tipo de
distribuicao das variaveis aleatorias w e z, também independe de como estas varidveis
estdo relacionadas. Para estimar os parametros w do vetor aleatorio w é preciso entdo,

determinar a esperanca condicionada € {w/z}. Para varidveis aleatorias Gaussianas basta
determinar a func¢do densidade condicionada p,y,(W/z) para se obter os dois momentos
e{w/z}e cov(w/z) que surgirdo naturalmente. Aplicando a regra de Bayes (e.g.,

Papoulis, 1965) tem-se:

P ziw (Z/W) - Py (W)
p.(2)

Pw/z (W/2) = )

As distribuigdes p, (2/W), pw(W)e p,(z) devem ser determinadas para se conseguir

estimar w. Para tanto € necessario que estas trés distribuigdes sejam determinadas a
partir de uma estimagao inicial wou informacgao a priori da variavel aleatéria w como

segue:
W=w+e (6)

onde,
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... ruido de média nula ou a incerteza do sistema;

ol

W ... estimativa inicial do valor médio de w;
w ... valor verdadeiro da varidvel que nao se conhece e deseja-se estimar.

A principal observacdo, a ser lembrada em uma estimac¢do de pardmetros, ¢ que se deve
sempre estimar a priori os parametros que deverdo ser encontrados, ou seja, ¢ sempre
necessario conhecer alguma coisa daquilo que se deseja determinar. A distribuicdo de e

também deve ser conhecida, e, por se tratar de um erro, sua média ¢ nula. Em outras

palavras:
efe}=0 (7.a)
gleel}=P (7.b)

A equacdo (7.b) serve também como estimativa a priori para a cov(w). Um caso

particular e de bastante interesse ¢ quando as observacdes sao lineares em relagdo aos
parametros, as variaveis aleatorias sao (Gaussianas e os erros das observagdes sao
independentes de w. Quando isto ocorre a estimacdo ¢ dita linear, e como serd visto
mais adiante, isso conduzira a um estimador de Gauss-Markov que pode ser colocado na
forma recursiva do algoritmo de filtragem de Kalman. A seguir enunciar-se-4 a
estimacgao linear de parametros e, na secdo subsequente, esta teoria sera estendida para
tratar iterativamente o caso ndo-linear, que € o objetivo principal deste capitulo. Neste
trabalho, a estima¢@o ndo-linear de pardmetros serd utilizada no treinamento das redes
neurais (ver Capitulo 3) e numa estrutura de controle preditivo para estimagdo das

variaveis de controle (ver Capitulo 4).

A estimagdo dos parametros W exige a determinag@o das fungdes de densidade py, (W),
p,(z) e p,w(z/w). Estas trés distribui¢des estardo completamente determinadas se for

possivel calcular os seus dois primeiros momentos, uma vez que se assume que elas sao

distribui¢des Gaussianas.
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Para tanto, estima-se a priori os momentos de w, ou seja:

e{wl=w (8.a)

cov(w) =& {(w-W)-(w-W)" } =P (8.b)
onde,

wW=w+e (8.¢)

glee }=P (8.d)

Assumindo que a variavel aleatéria w ¢ independente do erro v, ou seja,
cov(w,v) =0 )

E também que as varidveis aleatorias w e z sdo relacionadas linearmente como na

equagao abaixo
z=H-w+v (10)

Pode-se, entdo, demonstrar (Maybeck 1979) que os outros momentos desejados sdo

dados por:
e{z}=H-w (11.a)
cov(z)=H-P-H' +R (11.b)
efwll=R (11.c)
ef{z/wy=H-w (11.d)
cov(z/w) = cov(v/iw) = R (11.e)

Partindo-se das equagodes (11.a) a (11.e) e assumindo que todas as variaveis aleatorias

estudadas aqui sejam Gaussianas (Jazwinski, 1970), chega-se, apds alguns

37



desenvolvimentos analiticos, as seguintes expressoes para as func¢des de densidade

vetorial no espaco n-dimensional:

1 1 T - _
Py (W) = W-exl{-;(w -W)" P (- w)} (12.2)
1 1 _ _ _
pz(z)=W~eXp{-5o(z-H-w)T-(Pz)1-(z-H-w)] (12.b)
onde,
P,=H-P-H'+R (12.)
1 el a-H- W RYZ-H-
pZ/w(Z/W)_(Zﬂ:)“-|R| 7 exp|: 5 (z-H-w) ‘R «(z-H w):| (12.d)

O simbolo | A| empregado nas expressdes acima denota o determinante da matriz A.

Substituindo as expressoes (12.a), (12.b), (12.c) e (12.d) na relagdao de Bayes dada pela
equacgao (5), obtem-se apos alguns desenvolvimentos algébricos (e.g., Maybeck, 1979,

Stengel, 1986), que:

‘H-F~HT+R‘”2 1 e
Py, (Wz)= 2" -F‘m -|R|1/2 . exp|:- 5 (w-w) -R7(w- w):| (13.a)
onde,
Ww=eg{wiz}=w+P-H"-R'(z-H-W) (13.b)
P =cov(w/z) = (P'+H"-R-H)! (13.)

As equagoes (13.b) e (13.c) representam portanto as estimativas dos parametros do vetor

w, em funcdo das estimativas a priori w e P . Como, neste caso, todas as observagdes
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sdo processadas simultaneamente, entdo a solucdo dada por elas ¢ dita estar na forma de

lotes.

Em anélise numérica algumas identidades matriciais sdo bastante importantes. A seguir
¢ usada uma delas. Admita P, R e H serem de dimensées n X n, m X m, € m X n,

respectivamente. Suponha P >0 ¢ R >0 . Entio a seguinte igualdade ¢ verdadeira

(Jazwinski, 1970):
P'4+HT"R'H)'=P-PH"H-PH"+R)'H-P para P>0 (14)
Comparando a equagao (14) acima com a equagao (13.c) pode-se concluir que:
P=P'+H'"RTH)'=P-PH'H-PH'+R)1H - P (15)

Quando ndo se conhece nenhuma informagdo a priori dos pardmetros ¢ interessante

observar, que nesta situagdo em particular, tudo se passa como se w=0 ¢ P —> .

Passando estes limites nas equagdes (13.b) e (13.c), tem-se:

w=PH'R'z (16.a)

P=H"R'H)! (16.b)
Substituindo a equagdo (16.b) em (16.a), vem:

w=H"RTH)THT Rz (17)
Se a matriz dos ruidos for igual a matriz identidade, resulta:

w=H"H)"'1H"z=H"z (18)
onde,

H” ... ¢a matriz pseudo-inversa de H.
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Portanto, quando ndo se conhece nada a priori a respeito das informagdes do estimador
e a matriz dos ruidos for igual a matriz identidade, o método estocastico de estimacdo
reduz-se ao da pseudo-inversa (Gelb et al, 1996). Outro teorema bastante importante de

equivaléncia ¢ enunciado abaixo.

Teorema 02: A estimagdo estocastica de parametros ¢ formalmente equivalente a
solu¢do dos minimos quadrados linear (Jazwinski, 1970), ou seja, da minimizagdo do

funcional dado por,
J= % [(w -W' Pl (w-w)+@z-H-w)" R (z-H- w)] (19)

A demonstragdo do teorema 02 ¢ obtida através da diferenciagdo direta. Para tanto,

deve-se fazer v =0e¢ isolar a variavel w. A diferenca fundamental entre as

estimagdes estocasticas e a dos minimos quadrados ¢ que, a primeira, define

formalmente as matrizes P e R como matrizes de covariancias e a segunda utiliza-se de

técnicas heuristicas para a determinagdo destas matrizes como matrizes de ponderagao.

Outra grande vantagem da estimacdo estocastica linear ¢ que ela determina também a

matriz de covariancias P dos parametros estimados w. Nao ¢é possivel determinar esta
matriz a partir dos minimos quadrados. Em outras palavras, os métodos deterministicos

de otimizagao sdo sempre casos particulares € menos rigorosos dos estocasticos.

2.2.1 Estimacao de Parametros Pelo Método Recursivo.

A determinacdo da matriz de covariancias P dos parametros do vetor aleatdrio w exige
a inversao do termo matricial (H- P ‘HT+R)'1 presente na equacdo (15), cuja dimensao
¢ m X m, ou seja, igual ao nimero total de observagdes. Em estimacdo de parametros

utilizando redes neurais artificiais ¢ comum utilizar mil ou mais padrdes de treinamento,

0 que inviabiliza totalmente a solucdo em lotes. Para evitar a inversdo matricial e
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conseqiientes instabilidades numéricas (Jazwinski, 1970) propde como solucdo o

processamento recursivo de pardmetros.

No caso em que R ¢ diagonal, isto &, os erros de observagdo sdo ndo correlacionados, o
processamento recursivo permite que os termos matriciais da equacdo (15) sejam
processados linha a linha, isto €, a inversdao de matrizes transforma-se em inversoes
sucessivas de escalares. Para o problema de estimag¢do estocdstica linear de n
parametros sobre m observagdes (m >n) seja entdo H(t), z(t), w e v(t) definidos,

respectivamente, por:

H(t)=[hy hy ... hg,] ... vetor da t-ésima linha da matriz H = [h;j]p <
Z(t) ... t-ésimo elemento do vetor de observagoes z = [z; ], 51

W ... vetor de pardmetros wi= [Wy Wy wew, ]

v(t) ... t-ésimo elemento do vetor de ruidos v = [v;] mx1-

O processamento recursivo dos pardmetros ¢ garantido pelo teorema 03 enunciado, sem

demonstragdo, a seguir:

Teorema 03: Se os erros das observacdes forem independentes entre si, isto &,
e{v;}=0, eiv; -vit} =R, e e{v; ~VjT} =0, entdo a solu¢do pelo processamento
recursivo conduz a mesma solu¢do obtida pelo processamento em lotes. A solucao

recursiva podera entdo, ser encontrada pelas seguintes expressoes,

P(t) = P(t)- P(t)-H (t)- [H(t)- P(t) - H' (t) + RO -H(t)- P(t) (20.a)
W(t) = W) + Pt) - HT () R (t) - [z(t) - H(t)- W(t)]  t=1,2,..,m (20.b)
wt+1)=Ww(t), Pt+1)=P(t) (20.¢)

para,
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PQ)=P (20.d)

wl)=w (20.¢)
W = W(m) (20.9)
P = P(m) (20.g)

onde,

P(t) ... matriz de covariancias (n X n) que contém o processamento das primeiras t

observagoes;

w(t) ... vetor (n x 1) dos parametros que contém o processamento das primeiras t

observacgoes.

A andlise dimensional da equagdo (20.a) torna evidente que as operacdes de inversao
em cada recursdo t sdo escalares e ndo mais matriciais. E interessante observar que na

estimagdo linear recursiva as medidas que ja foram processadas até a observagao t-1
estdo armazenadas nas informagdes a priori w(t) e P(t). Este ¢ um teorema bastante

importante na estimagao linear.

2.2.2 Introduzindo o Ganho de Kalman.

As equacgdes (13.b), (13.c) ou (15), isto ¢, aquelas que resultam como solu¢do das
estimativas dos parametros do vetor aleatorio w podem ser colocadas ou representadas
através do ganho de Kalman k (Jazwinski, 1970). Introduzindo o ganho de Kalman na

estimacado linear estocéstica resulta:
k=P-H"[H-P-H'+R]" (21.a)

W=w+k-[z-H-W] (21.b)
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P=[I-k-H]-P (21.¢)
onde,

K,xm --- ganho de Kalman;

I, 4, --- denota a matriz identidade de dimensao n;

nx
m ... nimero total de observagdes;
n ... numero total de parametros a serem estimados.

A forma como as equagdes de Kalman aparecem possui a vantagem de representar o
incremento na estimativa como proporcional a (z-H-w) onde o ganho k ¢ o fator de
proporcionalidade. Isto facilita a andlise dos resultados quando da saturacdo da
estimativa, fenomeno este muito comum de ocorrer no caso de sistemas de estimagao
ndo-lineares. As expressdes na forma do ganho de Kalman também podem ser

processadas recursivamente (Maybeck, 1979) como segue,

k(t)=P(t)-H" (t)-[H(t)- P(t)-H" () + R(t)]" (22.a)
W(t) = W(t) + k(t)- [2(t) - H(t) - W(t)] (22.b)
W(t+1)=W(t) (22.c)
P(t+1)=[I-k(t)- H(t)]- P(t) (22.d)
W = W(m) (22.¢)
P =[I-Kk(m)- H(m)]- P(m) (22.9)
w(l)=w e P(1)=P onde, t=1,2,.., m (22.2)
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FIGURA 2.1.a — Processamento em lotes FIGURA 2.1.b — Processamento recursi-

do filtro de Kalman. vo do filtro de Kalman.
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Em geral, as equagdes mais utilizadas em estimagao estocastica de parametros sao as do
ganho de Kalman na forma recursiva. Os fluxogramas para a computagdo das
estimativas dos pardmetros, através das equagdes do ganho de Kalman, sdo
apresentados nas Figuras 2.1.a e 2.1.b. Estas figuras tem o objetivo de distinguir a

diferenga basica existente entre o processamento em lotes e o recursivo.

2.3 A Estimac¢ao de Parametros no Caso Nao-Linear.

Quando ndo ¢ possivel separar linearmente as observacdes dos pardmetros, na fungao de
estimagao, entdo tem-se o caso nao-linear de estimacgao de parametros. A equacao (23.a)

exemplifica sucintamente esta situagao.

§(t) = f(x(t),w) = H(x(t))- W (23.2)
{x(®,y®}:t=1,2,..,L (23.b)

onde,

{x(t),y(t)}:t=1,2,...,L ... sdo, respectivamente, os dados de entrada e saida, isto &,

y(t) sdo valores observados de f(x(t),w). No caso de treinamento de redes neurais sao

os padroes de treinamento, tendo-se entao:
W ... 0 vetor de parametros a ser estimado;

y(t) ... o vetor de estimativas dos padrdes de saida;

f(x(t),w) ... a funcao ndo-linear, representando, no caso, a rede neural, que relaciona os

parametros com as observagdes.

A solugdo para esta classe de estimadores pode ter as mesmas caracteristicas daquelas
com o filtro de Kalman no caso linear. Entretanto, isto serd valido somente se a equagao

(23.a) puder ser expandida em série de Taylor at¢ os termos de primeira
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ordem. A diferenca fundamental entre o caso ndo-linear para o linear fica, entdo, em
reconhecer que no primeiro a solucdo passa a ser iterativa, ou seja, realizam-se varias
linearizagdes sucessivas sobre os parametros gerados pelo ganho de Kalman, até que
seja atingida a convergéncia do problema. No caso ndo-linear, assim como no linear, ¢é
possivel também processar a solu¢ao do problema tanto em lotes como recursivamente

empregando-se as mesmas equagdes do filtro de Kalman dadas por (20.a) a (20.g).

A expansdo em série de Taylor da equagdo (23.a) até os termos de primeira ordem,

resulta em

a(i)- [y(t) - y(t,D)] = £, (x(6), WD) - [w(i) - W(i)] (24)
onde,
0<a(i)<1 .. parametro empirico a ser ajustado para garantir a hipdtese de
linearizagao;

fw (x(t),w(i)) ... matriz das primeiras derivadas com respeito a w ou o Jacobiano da

func¢do de estimacao com relagao aos parametros ;

w(i) ... ¢ a estimativa a priori tomada da iteragdo anterior ¢ iniciada em w(l)=w. E o

ponto em torno do qual se realiza a linearizagdo da fungao f(x(t),w) ;

y(@i) = f(x,W(i)) ... valor da fungdo f(.) sobre o ponto no qual se realizou a
linearizacao;

y(i) ... vetor dos padrdes de treinamento.

Para reduzir o problema atual para uma forma equivalente a linear ¢ conveniente adotar

as seguintes notacdes compactas:

2(t0) = a(i)- [y(t) - (6, D] + £, (x(0), W (D) - W(0) (25.2)
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H(t, i) = f,, (x(t), W(i))
onde,

W: [WI’WZ’ eoey Wn

[ ay(1,i)
A oWy
H(t,i) = f,, x(),w(@) =| ..
Jy(m, i)
ow,

(25.b)
(25.0)
ay(1,i) |
oW,
(25.d)
Oy (m, i)
oW,

O indice i acrescido as equagdes (24), (25.a) a (25.d) evidencia a caracteristica iterativa

da estimagdo ndo-linear, onde, i=1, 2, ..., I. A partir das equagdes (25.a) e (25.b) ¢

possivel formular o seguinte problema de estimagado estocéstica:

w(i) = w(i) + €

z(t,i) = H(t,i)- w(i) + v(t)

para t=1,2,..,m

ou
z(i) = H@i) - w(i) + v

onde,
gefe}=0, gf{ee'}=P
e{v)}=0, e{v(t)-v' ()} =R(®)

(26.2)

(26.b)

(26.c)

(26.d)

(26.¢)

com e e v(t) sendo ndo correlacionados, tendo distribui¢des Gaussianas. Com relagao

as equacoes (26.b) e (26.c) ¢ interessante observar que a primeira estd na forma

recursiva e a segunda na forma de processamento em lotes.
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Observe que a solugdo recursiva deve teoricamente gerar o mesmo resultado numérico
que a solucdo em lotes. Entretanto, na pratica a solu¢do recursiva para estimadores nao-
lineares pode diferir ligeiramente da em lotes, uma vez que os erros computacionais

podem gerar pequenas discrepancias numéricas entre estes dois métodos.
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CAPITULO 3
REDES NEURAIS ARTIFICIAIS
3.1 Introducio.

O desenvolvimento de sistemas neurais artificiais iniciou-se em 1943 com a formulagao
do primeiro modelo mateméatico de um neurdnio artificial elementar idealizado por
Warren McCulloch (psiquiatra) e Walter Pitts (matematico) num trabalho pioneiro (e.g.,
Kovéacs e Solt, 1996). Entretanto, foi somente em 1949 que Donald Hebb conseguiu
propor o primeiro esquema de aprendizado para atualizar os pesos das conexdes dos
neurdnios e que hoje é conhecido como regra de aprendizado Hebbiana. E  importante
observar que a regra de Hebb ¢ ainda utilizada em varios algoritmos de treinamento. O
primeiro neurdnio artificial foi implementado computacionalmente em 1957 por

Minsky onde os pesos das conexdes eram adaptados automaticamente (Zurada, 1992) .

O modelo de neurdnio artificial mais conhecido na literatura € o perceptron e foi
proposto por Frank Rosenblat em 1958. O inconveniente deste neurdénio ¢ que ele ¢
somente capaz de classificar padrdes que sejam linearmente separaveis, ou seja, quando

os padrdes podem ser separados no espago n-dimensional por um hiperplano.

A regra delta de aprendizado que ¢ baseada no método do gradiente para minimizar o
erro na saida de um neurénio com resposta linear foi proposta por Widrow e Holff em
1960 (Zurada, 1992). No inicio dos anos 60 novas contribuigdes foram feitas como o
surgimento dos aparelhos chamados Adaptive Linear Combiner (ADALINE) e muitas
Adalines (MADALINE). Uma regra de aprendizado poderosa foi proposta por Bernard
Widrow e Marcian Hoff para treinamento destas redes. Esta regra conseguia minimizar
a soma dos erros quadraticos durante o treinamento envolvendo modelos de
classificagdo. As aplicacdes iniciais destas redes eram em controles adaptativos e

reconhecimento de padroes.

O desenvolvimento teorico em redes neurais artificiais realizado até a primeira metade

da década de 60 foi sumarizado num trabalho de Nilsson (1965). Até essa época, no
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entanto, nenhum esquema eficiente de aprendizado existia para superar os problemas de

classificacdo nao-linear.

O fato citado acima foi o principal responsdvel para que o estudo de redes neurais
artificiais entrasse numa fase de estagnacdo. E evidente também que a falta de
computadores mais poderosos, nesta ¢época, contribuiu para a interrupgao parcial destas
pesquisas. Para piorar ainda mais a situacdo (Minsky e Papert, 1969) publicaram um
livro que consolidou mais duavidas quanto ao potencial de aprendizado das redes
neurais. Estes dois pesquisadores argumentaram que o perceptron nao era capaz de
detectar paridade, conectividade e simetria. Estes tipos de problemas sdo classificados,

em geral, como ndo separaveis linearmente.

Devido a isso, as limitagdes das redes de classificagdo de neurdnios perceptron foram
entdo superadas somente em meados da década de 80. Entretanto, antes do
ressurgimento definitivo das redes neurais, alguns trabalhos pioneiros foram realizados
durante a década de 70 e inicio da década de 80. Neste periodo surgiram as redes
neocognitron, cognitron ¢ de Kohonen. Sistemas auto-adaptativos e redes sem pesos

também tém suas origens nesta época.

Entre o periodo de 1982 e 1986 as publicacdes dos trabalhos exploravam mais o
potencial de alcance das redes do que propriamente técnicas de treinamento. O
renascimento das redes neurais ocorreu, propriamente dito, com a publicacdo de dois
trabalhos. O primeiro esta associado ao surgimento das redes neurais recorrentes de
Hopfield em 1982 e o segundo referente a descoberta da retro-propagacao em 1986

(Kovacs e Solt, 1996).

Nestes dois trabalhos ficou confirmado que a visdo dada em 1969 por Minsky e Papert
era bastante pessimista. Os problemas dificeis de aprender comegavam a ser resolvidos.
Declaragcdes mais recentes afirmam que os primeiros autores que abordaram a
otimizacdo de sistemas de rede feedforward multicamadas foram Bryson and Ho em
1969 e Kelley também em 1969 (Zurada, 1992). Estudos subsequentes revelaram
também que a regra de retro-propagagdo foi proposta numa tese de doutorado de

Werbos (1974). Nao era utilizada, contudo, em treinamento de redes neurais.
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A partir de 1986 as pesquisas na area tomaram um novo rumo com o trabalho de
Rumelhart et al (1986) referente a retro-propagagdo. O nimero de trabalhos publicados,
conferéncias e revistas aumentaram consideravelmente. As aplicagdes das redes neurais
comecaram a tomar grande praticidade. Em 1987 ocorreu em Sao Francisco a primeira
conferéncia de redes neurais em tempos modernos, a I[EEE International Conference on
Neural Networks, e também foi formada a International Neural Networks Society
(INNS). A partir destes acontecimentos decorreram a fundacdo do INNS journal em
1989, seguido do Neural Computation ¢ do IEEE Transactions on Neural Networks em
1990.

Dois fatores tém contribuido para a difusdo de trabalhos nesta area: desde 1987 muitas
universidades anunciaram a formac¢do de institutos de pesquisa e programas de
educacdo em neuro computacdo; ¢ o surgimento de software especializados com
algoritmos de treinamento para a rede feedforward utilizando o conceito de retro-
propagagdo. Outros fatores que contribuiram para o crescimento das pesquisas nesta
area da ciéncia foram os insucessos obtidos pela escola simbolista da inteligéncia

artificial (IA) e o crescimento bastante acentuado da microeletronica.

3.2 Redes Neurais: Fundamentos.

Segundo Zurada (1992) as redes neurais artificiais podem ser definidas de vérias

formas. A seguir sdo dadas algumas destas defini¢des basicas:

- redes neurais podem ser vistas essencialmente como uma notagao grafica para alguns

algoritmos matematicos desenvolvidos nas Ultimas décadas;

- as redes neurais podem ser interpretadas como sendo uma réplica simplificada que

emula as redes neurais biologicas encontradas em organismos vivos;

- podem ser definidas também, como uma interconexao de neurdnios, tal que as saidas

de um neurdnio sao conectadas, através de pesos, para outros neuronios.
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Para fins praticos, a ultima definicdo ¢ a que melhor se enquadra nas aplicagdes
computacionais e tecnologicas possiveis de serem alcancadas. E também a partir desta
definicdo que se pode chegar ao conceito de neurénio como exemplificados nas Figuras
3.1 e 3.2. Todo neur6nio ¢ composto por uma entrada ponderada s aplicada a uma
dinamica linear na variavel x. O resultado da dinamica ¢ entdo, aplicado a uma fun¢ao

ndo-linear a(x) como exemplificado na Figura 3.1.

Z s Dingmica X a() Ly a@)

Linear

X+ x=5 Termo
u, % . 1 MEo-Linear
£y e £ sao constantes

FIGURA 3.1 — Conceito de neurdnio generalizado.

#® Neurinio Perceptron (Redes Feedforward)
(c4=0 e e1=1)

{Fungéo logsig}

>, a0 ) T

n T+exp(-L-5)
Tertno
u,, Mao-Linear

-1 {Funcio tansig }

FIGURA 3.2 — O neuronio perceptron.

A dindmica do neur6nio ¢ dada pela equacdo diferencial @y X+a'X=§ . Para o caso

particular do perceptron, neuronio mais utilizado nas redes feedforward, tem-se ay=0 ¢

o;=1 (ver Figura 3.2).
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Desta forma, um neurénio ¢ uma unidade de processamento de informacdo que ¢
fundamental para a operagdo de uma rede neural artificial. No caso do perceptron pode-

se identificar trés elementos basicos do modelo neural:

1) um conjunto de sinapses ou elos de conexdo, cada uma caracterizada por um

peso ou forga propria;

2) um somador para adicionar os sinais ponderados de entrada que constitui a parte

linear da rede;

3) uma fun¢do de ativagdo para restringir a amplitude de saida de um neurénio que

constitui a parte nao-linear do neuronio.

O modelo neural da Figura 3.2 inclui também um bias aplicado externamente,
representado por w,. O bias w, tem o efeito de aumentar ou diminuir a entrada liquida
da fun¢do de ativagdo. Em termos matematicos, pode-se descrever um neurdnio a partir

do seguinte par de equagoes:

n
s:ij-uj+w0 (1.a)

=1
a=a(s) (1.b)
onde uy , Uy, ..., U, S30 os sinais de entrada; wy, Wy, ..., Wy s30 0s pesos sinapticos do

neuronio; s € a saida do combinador linear devido aos sinais de entrada; w, ¢ o bias; a(.)

¢ a funcdo de ativagao ¢ a(s) ¢ o sinal de saida do neuronio.

A utilizagdo do bias wy tem o efeito de aplicar uma transformacao afim na saida do
combinador linear, e como resultado desta transformagao o grafico de a(s) em funcao de
s ndo passa mais pela origem. Outra questdo muito importante ¢ com relagdo a
disposi¢do ou interconexao destes neurdnios (arquitetura da rede neural). Duas classes
de redes neurais (Narendra e Parthasarathy, 1990) tém recebido consideravel atencao na
area de redes neurais artificiais em anos recentes: as redes feedforward multi-camadas e

as redes recorrentes.

53



As redes feedforward tém tido extremo sucesso em problemas de reconhecimento de
padrdes, enquanto as redes recorrentes tém sido utilizadas em memdorias associativas
bem como para solucdo de problemas de otimizacdo. As Figuras 3.3.a e 3.3.b ilustram,
respectivamente, a arquitetura de cada uma dessas redes. Do ponto de vista teodrico, as
redes feedforward multi-camadas representam o mapeamento ndo-linear estatico,
enquanto que as redes recorrentes sdo representadas por sistemas dindmicos ndo-

lineares em feedback.

Segundo Narendra e Parthasarathy (1990), ha muitos argumentos para afirmar que num
futuro proximo sistemas neurais complexos conterdo ambos os tipos de redes
interagindo num sistema hibrido. E interessante observar que, assim como as fungdes de
transferéncia estdo para representar modelos lineares genéricos, as redes neurais estdo

para representar modelos ndo-lineares genéricos.

3.2.1 Treinamento das Redes Neurais com Arquitetura Feedforward.

O teorema de Kolmogorov estabelece que qualquer fun¢do continua de N variaveis pode
ser computada utilizando-se somente somatoérios lineares de fung¢des nao-lineares
continuamente crescentes e de somente uma varidvel. Este teorema ¢ a base dos

fundamentos teodricos das redes feedforward quanto ao aspecto de treinamento.

Entretanto, os resultados tedricos de Kolmogorov ndo podem explicar completamente
os sucessos alcancados nas aplicagdes de redes neurais. Hornik et al (1989) demonstram
que as redes feedforward multi-camadas sdo realmente capazes de aproximagoes
universais de fun¢des com qualquer grau de precisdo que se deseja. Estes autores fazem
uso do teorema de Stone-Weierstrass para estabelecer que a rede feedforward multi-
camadas utilizando fungdes assintoticas com limites superior e inferior podem
aproximar qualquer funcdo de interesse, desde que provida de um nimero suficiente de

unidades internas ou neuronios.
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FIGURA 3.3.a — Rede feedforward. FIGURA 3.3.b — Rede recorrente.

No contexto de redes este teorema pode ser interpretado da seguinte forma: “Uma rede
feedforward com uma Unica camada interna com termos nao-lineares € uma camada de
saida com termos lineares j& ¢ suficiente para interpolar qualquer fungdo no espaco de
R" — R™.” Este teorema estabelece as condigdes suficientes, mas ndo diz nada a
respeito da estrutura da rede e de como chegar aos parametros da rede que interpolam a
solugdo desejada em cada problema. Desta forma, treinar uma rede exige o emprego de

algoritmos de otimiza¢do numérica ndo-lineares.

Ha suporte teorico para as observagdes empiricas (Hunt et al,1992) que apontam que as
redes com duas camadas internas aparentam possuir melhor precisdo e generalizagdao do
que uma rede com uma simples camada interna, e com um custo mais baixo (menos
unidade de processamento interno). Uma vez garantida a propriedade de aproximador
universal de funcdes para as redes feedforward, como visto no inicio do Capitulo 1,

entdo, pode-se cogitar sobre o processo de aprendizagem.

Pode-se definir aprendizagem no contexto de redes neurais como um processo pelo qual

os parametros livres de uma rede sdo ajustados através da estimulacdo exercida pelo
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ambiente externo, ¢ o tipo de aprendizagem esta intimamente relacionado na maneira

pela qual a modificacdo dos pardmetros ocorre.

¥i= fi(K,H) i=1,2,...m
(eniradas)

Pezos
da
Camada
Interna
7l
;n\ Neurinios
Ocultos
Camada Camada Oculta ¥ ¥ X,
de (Nio-Linear) ! z 1
Entrada

A Estimagdo de PARAMETROS Li
Estimagio de PARAMETROS Néo-Linear stimagdo ge inear

FIGURA 3.4.a — Rede feedforward. FIGURA 3.4.b — Rede RBF.

No treinamento de uma rede feedforward a aprendizagem por corregdo de erro ¢é a

técnica mais utilizada para ensinar a rede a aprender uma tarefa especifica. Nesta

aprendizagem os vetores de valor desejado yd(t) e de saida y(t) de uma determinada

rede no instante t sdo considerados e o erro de saida da rede pode entdo ser representado

por

e(t)=y"(t) - y(t) (2)

No aprendizado por corre¢do de erro o sinal e(t) aciona um mecanismo de controle que
produz uma seqiiéncia de ajustes nos parametros da rede. Os ajustes tem a propriedade

de corrigir passo a passo o sinal de saida y(t) em relacdo a resposta desejada y*(t).
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Este objetivo pode ser alcancado, em geral, minimizando uma fung¢do de custo ou indice

de desempenho J(t) dado por:
I T
J(t) = 3¢ (t)-e(t) 3)

Os ajustes sdo realizados passo a passo até o sistema atingir um erro aceitavel. Neste
instante, o processo ¢ encerrado. Por razdes obvias o tipo de treinamento apresentado
aqui recebe o nome de aprendizagem por correcdo sequencial de erro. Em geral, este € o

tipo de aprendizagem utilizada para treinar as redes feedforward multicamadas.

Existem varios algoritmos para realizar o treinamento de uma rede feedforward
empregando esta técnica de aprendizagem. De maneira geral, estes algoritmos podem
ser divididos em duas categorias distintas: métodos de treinamento deterministicos e
métodos de treinamento estocasticos. Entre os métodos deterministicos citam-se: do
gradiente, do gradiente com momentum, de Quasi-Newton ¢ o método de Levenberg-
Marquardt. Entre os métodos estocasticos estdo: a filtragem de Kalman na versdo fu/l ou
com processamento paralelo e recursivo. Todos estes métodos possuem em comum o
emprego da retro-propagacdo para o calculo das derivadas parciais das variaveis de

saida da rede em relagdo aos pardmetros de ajuste ou pesos sinapticos.

As secdes seguintes tratardo da metodologia matematica empregada nos algoritmos de
treinamento. Assim sendo, a proxima se¢do tratara exclusivamente da retro-propagacao
e em seguida sera realizada a descri¢ao detalhada do método da filtragem de Kalman
com processamento paralelo e recursivo. O método do gradiente, algoritmo de
treinamento neural mais utilizado, pode ser visto no Apéndice A, onde ele ¢ bastante
detalhado do ponto de vista matematico, sendo inclusive, comparado com o do filtro de

Kalman.
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3.2.2 Representacio Matematica da Retro-propagacio Numa Rede Feedforward.

A Figura 3.5 apresenta um esquema grafico simplificado de uma camada genérica k em
uma rede feedforward (Carrara, 1997). A representagdo matemadtica formal para o vetor

’ k I ~ . ~
de saida x" da camada k sera entdo dada pela seguinte expressao:

nk-1
Kk k k _k-1 k .
Xi:f Z Wl]XJ —b i p/ l:1,2,..-,nk (4)
i=1
LKl wk zk
n, 4x1 n,xl
My My K K
f L
nkxl
_l—h}
llkxl
Ilkxl

FIGURA 3.5 — Entradas e saidas de uma camada genérica k em uma rede com

estrutura feedforward num diagrama simplificado.

O processamento analitico dado pela equagdo (4) pode ser colocado na forma matricial,
demonstrando a caracteristica de paralelismo apresentada pelas redes feedforward.
Desta forma, sendo W¥ a matriz de pesos da camada k, o vetor de saida desta camada

sera:
xK= fk (Wk xk1 ) (5.a)
onde,

x= [ - 1y )-101 (5:b)
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k k k
Wi oo Wlnk_l b5
k k k
w w b
wk=| "2 gy 2 (5.)
wk k k
| nkl nknk-1 nk

Jng,nk_1+1

Deve ser observado que na equacdo (5.c) foi acrescentado o vetor linha b* & matriz de
pesos W* | mas desde que nio se esqueca de acrescentar o valor unitario negativo na

Gltima linha do vetor x* representado pela equacio (5.b).

- 2 o
1 f 1
k-2
Kk k
2 -2 m i : *m
j X, k-1
f ]
k-2 1]
k2 © k2 _k k
*ige.2 c Ky g ny *
k-2 /
k-1
h
-1 (Bias) [}/ 1 (Bias) L
CAMADA k-2 CAMADA k

FIGURA 3.6 — Arquitetura detalhada de uma rede feedforward.

As derivadas das saidas xk em relagdo aos pesos wk podem ser calculados da seguinte

forma (ver Figura 3.6):

1) Se n# m entdo,

oxk
m_ _ 0 6.a
Tk (6.2)

ni
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. ’ k . - k k -~
pois neste caso a saida x,, ¢ independente do peso w,;, uma vez que o0 peso w,;sO se

comunica com a saida x\ .

2) Se n=m entdo, tem-se que

oxk  of, (x 0 ok 'k 0 ek
r = k(km): .. f ZXS W || =T (Xm)- k. zxs "Wns
awmi awmi aWmi k\ s=1 mi s=1
x!"l

Logo,

oxk . -

On _ £y (&K ). xkt (6.b)

mi

k-1

. : ’ o k ~
O calculo das derivadas das saidas genéricas da rede x, em relagdo aos pesos Wwj;

exige um pouco mais de trabalho. Desta maneira, pode-se proceder da seguinte forma:

K

oxy _ Of (Xm) 0 Rl k4
k-l - el = A |f Z Wms * Xs

0 Wij oW 0 Wij s=1

ij k

ng._q
- 0 kK k-1

= fk (Xm ) k-1 Wms * Xg

owii \ 21

ny .1 0 k-1
_ o' [=k k X
=fy (Xm ) Wins k-1 (7)

s=1 0 Wi

k-1
O valor das derivadas % podem ser obtidas das expressdes (6.a) e (6.b) que ja

ij
foram deduzidas anteriormente. Desta forma, tem-se:
nk-l a k-1 k-1
X 0 X; ke -
kK OXs k i k ( k 1)_ xk-2 ®)

Wmns = Wi~ 7 = Wmi ka1

s=1 owjj’
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Substituindo a equacao (8) em (7), resulta finalmente que:

’ X.Iiiil = (8 ) wh £ (1) 12 ©)
i

oW

O fato das derivadas dos pesos da camada k terem sidos utilizados para o calculo das
derivadas dos pesos da camada k-1, demonstra o carater recursivo da retro-propagacao.
Observa-se que primeiro se determinam as derivadas da ultima camada e s6 depois
disso ¢ que se determinam as derivadas da camada anterior. Por essa razdo o fluxo do
calculo destas derivadas caminha no sentido contrario ao fluxo dos sinais de saida da
rede. Desta forma, supondo que I seja a ultima camada da rede, entdo pode-se obter a

seguinte formula recorrente:

1
0Xpy _
k
8Wij

i X5 (10.2)

onde os escalares 5,1:,,1 podem ser obtidos a partir de:

e |
J Y skl wht (10.b)
s=1

k ' (=k
5m,i =1y (Xi

Com a condi¢do inicial sendo dada por:

fl'(i'), se i=m

5 .= (10.c)

m,i

0 ,se i#m

Ainda existe a versao matricial para as equacdes (10.a), (10.b) e (10.c). Entretanto por
envolverem matrizes de dimensdes muito altas e com elementos nulos fora da diagonal
principal elas ndo possuem muita praticidade computacional. Para maiores detalhes da
aplicacdo destas equacdes diretamente no método do gradiente de treinamento neural

ver o Apéndice A.
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3.2.3 A Filtragem de Kalman com Processamento Paralelo Aplicada ao

Treinamento das Redes Feedforward.

O treinamento de uma rede feedforward ¢ usualmente feito por treinamento

supervisionado do mapeamento dos conjuntos de dados:

{(x(®,y(0): y(t) = £(x(t)), t = 1,2, ..., L | (11)

Os parametros de pesos devem ser ajustados para, aproximadamente, adaptar o sistema
neural artificial, correspondente ao modelo computacional, para estes dados de
entrada/saida. O processamento por treinamento do sistema neural artificial dos dados

de entrada x(t), para produzir saidas y(t), pode ser visto como um mapeamento

parametrizado:

§(t) = f(x(t),w) (12)

Na expressao acima w ¢ o vetor dos parametros de pesos. A abordagem usual para
resolver o problema de treinamento supervisionado de sistemas neurais feedforward ¢

minimizar, com respeito ao vetor de pesos w, o funcional:

[(w-W) P (w-W)+
L (13)
S (y(0 - fxty,w) TR 0y (0) - fexty, w )

t=1

1
2

Para a estimativa de w gerar bons resultados devem ser dados os valores de

entrada/saida {x(t), y(t): t=1,2,...,L.}, uma estimativa a priori de W e as matrizes de peso

P'e R_l(t). Para resolver a equacdo (13) uma perturbacdo linear ¢ adotada para

aproximar o funcional J num tipico processo iterativo. Desta forma, tem-se:

a(i)- [y(t) - ¥(t, )] =f ,, (x(©), W(i))- [w(i) - w(i)] (14)

onde,
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i=1,2,...,1 sdo as iteragdes tipicas do método;

w(i) ¢ a estimacdo a priori de w vinda de uma iteragdo anterior iniciada com

w(l)=w;
y(t,i) = f(x(t),W(i)) sdo os valores de saida da rede feedforward;
f w(x(),w(i)) € a matriz de primeiras derivadas parciais com respeito a w;

0 <a(i)<1¢é o parametro de linearizagdo a ser ajustado para garantir a hipdtese de

perturbagdo linear.

A matriz P pode ser escolhida como diagonal, porque os termos da diagonal sdo as
variancias dos erros da informagdo a priori avaliadas em geral empiricamente; R ¢ a

matriz de covariancias dos erros dos dados usados para treinamento (ver equagao 11).

O resultado da aproximacao dada pela equagdo (14) e aplicada sobre o funcional J da

equagdo (13) ¢:

Jov) =1 () - W) P (wi - )+
L (15.a)
> (a(t,i) - H(t, i) - w(i) )R (0)(z(t,1) - H(t, ) - w(i)) |
t=1
onde a seguinte notacdo compacta foi adotada:
2(t,0) = a(i) - [y(t) - Y(t, D]+ ,, (x (1), W(D)) - W(i) (15.b)
H(t, i) =F , (x(6), W (D)) (15.0)

A solu¢do de minimizar o funcional da equacdo (15.a) ¢ formalmente equivalente

(Rios Neto, 1997) ao seguinte problema de estimagao linear estocastico:

W =w()+e (16.2)
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z(t, i) = H(t,i)- w(i) + v(t) (16.b)
E[e]=0, El[ee']=P (16.c)

E[v(]=0, E[v()v'(®]=R() (16.d)

Uma observagdo importante ¢ que se assume que os valores de € e v(t) sdo nao
correlacionados e com distribuicdes Gaussianas. Observa-se que existe uma
equivaléncia entre os métodos dos minimos quadrados e o estocastico também para o
caso de estimacdo  nao-linear. No Capitulo 2 foi verificada essa equivaléncia apenas
para o caso de estimagdo linear. Para maiores detalhes sobre os estimadores lineares e

ndo-lineares recomenda-se ver o Capitulo 2.

As equagdes (16.a) a (16.d) s@o a formulagdo do problema de estimacdo estocastica
aplicada ao treinamento das redes neurais. A solu¢do deste problema, como vista nas
segoes 2.2 e 2.3, ¢ dada pela filtragem de Kalman. Entretanto, deve ser observado que
existem duas possiveis solugdes (Rios Neto, 1997): a versdo full e a com processamento
paralelo. Ainda com relagdo a estas duas solugdes pode-se afirmar que em ambas pode-
se aplicar o processamento em lotes ou recursivo. Desta forma, a seguir sera dada
rapidamente a solug¢do ful/l do problema em questdio e logo em seguida o
desenvolvimento da solu¢do em paralelo. A solugdo em paralelo da filtragem de
Kalman aplicada ao treinamento das redes feedforward é a parte principal deste

capitulo, pois foi a ferramenta computacional de treinamento neural utilizada nesta tese.
a) Solucao Full em lotes.

Um algoritmo de filtragem de Kalman em lotes como solu¢do do problema de

estimacdo de parametros, como visto no Capitulo 2, ¢ dado por:

w(i) = w + k(i)[z(i) - H(i) - W] (17.a)

k(i) =P -H")[HG)-P-H" )+ R [ (17.b)
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w(i+1) = w(), a ()« a+1) (17.0)

Todos os valores de t=1, 2, ..., L. foram considerados para definir o vetor estendido z(i),
a matriz H(i) e o vetor erro V com matriz de covariancia R. A solucdo off line depois

das iteragoes i=1,2, ..., I ¢ dada por:
W =w(D), P(D) = [I-K(D)-HDIP (18)

Se «a (i) for suficientemente pequeno e se existir redundancia suficiente nos dados de

treinamento, entdo a teoria garante que P(I) ¢ uma aproximagdo para a matriz de

covariancias de estimacdo do erro, que ¢€:
P() = E[(W-W)(w-W)T] (19)
As seguintes observacoes para a solucao off-line se aplicam:

1) Se a matriz R for diagonal, entdo o processamento recursivo pode ser aplicado

para evitar a inversdo da matriz presente na equagdo (17.b);

2) Para o calculo da matriz H(i) pode-se utilizar a retro-propagacdo, mas este
algoritmo nao alcanga o processamento paralelo embora seja um método ainda

mais sofisticado do que aquele do gradiente, como descrito no Apéndice A;

3) Para evitar divergéncia numérica ou perda da capacidade de ter aprendizagem
distribuida para todos os dados pode-se considerar (Jazwinski, 1970) técnicas

adaptativas ou de fatorizagao.
b) Solugdo com Processamento Paralelo.

Os algoritmos com a estrutura de filtragem de Kalman, que coincide com aquelas dos
minimos quadrados recursivos, podem ser simplificados para produzir versdes que
preservem a capacidade de processamento paralelo local de redes neurais artificiais

(e. g., Rios Neto, 1997). Pode-se provar que o algoritmo de filtragem de Kalman conduz
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para um processamento paralelo local ainda mais geral e sofisticado do que o usual

backpropagation.

Seja entdo, a seguinte equacao:

i) - [y(t) - F(t, )] =F o (x (1), W(D)) - [W(i) - Wi |+ v(D) (20)

Analisando a expressdo acima, pode ser visto que na i-ésima iteragdo do conjunto de

dados de entrada/saida pode ser localmente processado para obter-se uma estimativa do

vetor de pesos wi(i) do 1-ésimo neurdnio na k-ésima camada se for considerado que:

1))

2)

3)

para as conexdes dos parametros de peso w,(i) das camadas do sistema neural,
depois de onde o processamento ja esta sendo feito, existem avaliados os valores

estimados W, (i) e o erro associado e, (i) da distribui¢do conhecida;

para os parametros wg(i), dos pesos das conexdes dos outros neurdnios da
mesma camada, ha uma estimativa a priori w (i), com erro e(i) de distribui¢do

conhecida, que pode ser tomada como uma aproximagao para ws;

para os parametros Ww.(i) correspondentes as conexdes dos neur6nios das
camadas anteriores ha também uma estimativa a priori W, (i) com erro €, (i) da

distribuicao conhecida que pode ser tomada como uma aproximagao para we(i).

Com estas suposicoes, o problema de obter uma estimativa para o vetor de pesos wi(i)

do 1-ésimo neurdnio da k-ésima camada ¢ reduzido ao problema de estimagao local na

i-ésima iteragdo e para t=1,2,...,L:

Wia () =wyy (i) +ey (21.2)

(i) - [y(O) - Yt i) | -f ya (X(0), W(D)) - [Wa () -W, (D] =
f vy (KO D) - [Wig () -Wia D]+, (x(0,W(D)) ¢, (D) (21.b)
H 3y (3(0,W(D)) -5 (1) + 3y (X(6),W(D)) € (i) + V(1)
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Numa notacdo mais compacta pode-se ter para todos os dados correspondentes a

t=1,2,....L:
Wi () =wq (i) +eg (22.2)
23 (i) =Hg () Wy () + Vi (i) (22.b)

Nas expressoes acima €, ¢ a parti¢do correspondente de € na equagdo (16.a) e numa
i-ésima itera¢do este problema pode ser localmente e recursivamente resolvido com o
algoritmo de filtragem de Kalman, iniciado com a matriz P diagonal . Os componentes

dos erros e, (i), e (i) ¢ e, (i) associados aos parametros de diferentes neuroénios nao sao

correlacionados (Rios Neto, 1997). Entretanto, um algoritmo com processamento
paralelo local mais simples pode ser realizado através de mais duas condicdes de

simplificagdo:

4) Ignorar os termos fora da diagonal da matriz de covariancias Ry (i) do erro

V,4(@), que permite processar as componentes do vetor Z,(i) uma a uma,

evitando dessa forma a necessidade de inversdao da matriz. Assumir tomar esta
aproximagao corresponde considerar e, (i), eg(i) e e.(i) na equacdo (21.b) ndo

correlacionados um com o outro;

5) Ignorar a informagdo sobre o nivel de precisdo no conhecimento anterior de

w, (i), w, (i) e w, (i), e definir estes valores como se eles fossem:

W, () =w, (1), w(@)=w(), w.()=w() (23)

A combinagdo das condi¢des acima com a equacao (22.a) resulta num problema de

estimacao simplificado dos dados correspondentes para t=1, 2, ..., L:
Wi (D) =wi () +egq (24.a)

2 () =Hyq (i) wig () +v (24.b)
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Esta ultima versdo simplificada do filtro de Kalman ¢ ainda mais sofisticada do que o
usual algoritmo de retro-propagacdo e ainda pode ser demonstrada a equivaléncia
deste algoritmo com o método de Newton (Rios Neto, 1997). A questdo bdasica aqui ¢
que a filtragem de Kalman pode agora ser aplicada em nivel neural ¢ ndo mais em nivel
de camada. Desta forma, o paralelismo computacional dos neuronios pode ser
alcangado, embora nesta trabalho ele ¢ implementado apenas no nivel de software. No
Apéndice B pode ser encontrado o fluxograma detalhado da filtragem de Kalman com

processamento paralelo e recursivo no caso do treinamento de uma rede feedforward.

Héa ainda questdes abertas que nao foram mencionadas aqui. Uma delas, muito
importante, ¢ com o fato de que pode ocorrer um mau comportamento numérico na
filtragem de Kalman e divergéncias podem acontecer quando muitos dados sdo
processados sequencialmente. A causa disto ¢ que o algoritmo aprende muito bem
informacdes erradas (Jazwinski, 1970), perdendo a capacidade de manter a
aprendizagem quando os novos dados sdao processados. O que acontece ¢ uma excessiva
diminuicdo na estimativa da dispersdo dos erros nas estimativas calculadas. Isto

corresponde a situacao de se ter a matriz de covariancias proxima de zero.

Para evitar este mau comportamento e tentar manter a capacidade de aprendizagem
uniforme ¢ comum utilizar técnicas com fator de esquecimento ou mais efetivamente
técnicas de estimagdo de estados adaptativas como proposto por Jazwinski (1970) e

modificada por Rios Neto e Kuga (1985).

3.2.4 Técnicas Heuristicas Para Acelerar o Treinamento da Rede.

Existem muitas técnicas heuristicas para acelerar a convergéncia dos algoritmos de
treinamento neural. O proprio algoritmo do gradiente com momentum ¢ um exemplo
classico (e. g., Zurada, 1992). Aqui serdo considerados métodos heuristicos para

acelerar a convergéncia do algoritmo de treinamento que utiliza a filtragem de Kalman.
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Inicialmente sera discutido a normalizagdo dos padrdes de treinamento. Em geral,
deve-se normalizar os padrdes de treinamento de uma rede neural por dois motivos
basicos: acelerar a convergéncia da rede durante seu treinamento e principalmente evitar
os round-off errors, ou seja, erros numéricos devido a limitacdo de hardware que os
computadores possuem ao realizarem operacdes matematicas entre numeros muito
grandes e outros muito pequenos. Seja a Matriz de Treinamento dos Padroes de Saida

da rede (MTPS) dada por:

Yu Y2 o Y
wres [V Y vl p ] o)
Yoir Y2 ynp

A normalizag¢do dos padrdes de treinamento ¢ obtida a partir da determinagdo do fator

de normalizagio p~ dado por:
p*= max| MTPS | (26)

O valor de p~ é portanto o maximo dos elementos da matriz MTPS em modulo. A

normalizac¢do dos padrdes de treinamento sera entdo, dada por:

Yu Y2z o Y
p
Yor Yn2 0 Ymp

onde,
MTPS, ... Matriz de treinamento dos padrdes de saida normalizada.

De maneira andloga pode-se normalizar a Matriz de Treinamento dos Padrdes de
Entrada (MTPE). A equacdo (27) sé apresenta um incoveniente: quando a ordem de
grandeza dos numeros de uma determinada linha da matriz considerada for muito maior

em relacdo a qualquer outra linha desta mesma matriz, entdo a normalizacao obtida pelo
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* , , . , . . .
valor 1/ p gerard nimeros muito proximos de zero, para a linha que possuir os

menores valores numéricos. Quando isso ocorrer, entdo dever-se-a normalizar

separadamente cada linha da matriz MTPS, ou seja, a primeira linha possuira o fator de

normalizagdo l/ pi , a segunda linha o fator de normalizagao 1/ p ; e assim por diante.

Onde,

P: =max[|Yi1| |Yi2 Yip(lixp (28)

Voltando agora a questao do algoritmo da filtragem de Kalman, as principais heuristicas

que podem ser aplicadas a esse método de treinamento sdo trés: correcdo da informacao

a priori das matrizes de covariancia P, correcio do valor de a. e a alteragio dos valores
da matriz de ruido R. Para explicar a primeira desta heuristicas considere, por exemplo
a Figura 3.7. O neurdnio perceptron possui n pesos em sua entrada. No método de
treinamento neural empregando o filtro de Kalman com processamento paralelo, ou
seja, em nivel neural, existe também uma matriz a priori das covariancias destes pesos.
Como se sabe, a informacdo a priori desta matriz ¢, em geral, dada pela matriz
identidade de dimensdo nxn quando se inicia o treinamento. Entretanto, com o decorrer
das iteragdes do método de treinamento pode acontecer que os valores dos pesos
cresgam muito e desenvolvam uma dispersdo em seus valores muito maior que a

unidade.

FIGURA 3.7 — Neurénio perceptron.

Neste caso, seria conveniente aumentar os valores da diagonal principal da matriz de

covariancias a priori. Uma heuristica bastante utilizada ¢ a seguinte:
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1_71.1. =1+p-w; parai=l,2,..,n (28)
onde,

0 < B << 1 ... porcentagem associada ao valor do peso wj;

Di; - valor genérico da diagonal principal da matriz de covaridncias a priori associada

aos pesos de entrada do neurdnio perceptron.

Outras heuristicas bastante utilizadas sdo a altera¢do do valor de o ¢ a diminuigdo do
valor dos termos da diagonal da matriz R, rj;, com o decorrer das iteragdes. Neste ultimo
caso, comecga-se com um valor alto para o valor de rj; € com o processamento sucessivo
das iteracdes diminui-se esporadicamente e empiricamente os valores de rj. Deve ser
observado que esta técnica depende muito de cada tipo de problema, e em geral, a

porcentagem de diminui¢do deste valor ¢ pelo método da tentativa e erro.
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CAPITULO 4
ESTRUTURAS DE CONTROLE NEURAL
4.1 Introducao.

Neste capitulo, com o objetivo de contextualizar a metodologia adotada na execucao
deste trabalho, serdo abordadas as principais estruturas de controle neural. Serao
analisadas a possibilidades de se utilizar as redes neurais diretamente em estratégias de
controle ndo-linear. Neste contexto o conhecimento da dinamica de uma planta podera
ser armazenado implicitamente dentro de uma rede neural do tipo feedforward. A
habilidade das redes para aproximar mapeamentos ndo-lineares ¢ a propriedade
fundamental para sua utilizacdo em controle. Da mesma maneira que fungdes de
transferéncias provém um esquema genérico para representar modelos lineares, as redes

neurais artificias provém a representacao e generalizagdo de modelos nio-lineares.

Neste capitulo inicialmente serdo vistas as representacoes dos modelos diretos e
inversos da planta dindmica e em seguida as principais estruturas de controle neural.
Apesar de serem detalhadas as principais estruturas de controle a énfase sera dada a
estrutura de controle preditivo, pois esta foi a estrutura utilizada na abordagem

desenvolvida neste trabalho.

4.2 Identificacao de Sistemas Dinimicos Diretos e Inversos.

E importante identificar os modelos direto e inverso da planta do sistema fisico a ser
estudado. Estes modelos, como sera visto mais tarde, sdo o ponto chave de partida para

se utilizar qualquer uma das possiveis estruturas de controle.
a) Modelo direto

O procedimento de treinar uma rede neural para representar a dindmica de um sistema
sera referido aqui como modelagdo direta. Uma estrutura para alcangar isso ¢ mostrada

na Figura 4.1. Como pode ser visto, 0 modelo da rede neural ¢ colocado em paralelo
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com o sistema € o erro entre o sistema e as saidas da rede € utilizado como o sinal de
treinamento da rede. Esta estrutura de aprendizagem ¢ um cléssico problema de

aprendizado onde a necessidade de um professor (padrdes de treinamento) € necessaria.

Uma questdo no contexto de controle bastante importante ¢ a natureza dindmica dos
sistemas a serem estudados. E assumido que o sistema ¢ governado (Norgaard et al,

2000) pela seguinte equacao ndo-linear de diferengas discretas no tempo.
yP(t+1) = flyP(0), ..., yP(t-n + 1);u(t), ..., u(t - m + 1)] (1)

Desta forma, a saida do sistema y” no tempo t+1 depende dos n valores passados e dos
m valores de entrada u. Uma abordagem o6bvia para o modelamento do sistema ¢
escolher as estruturas de entrada/saida da rede neural como sendo as mesmas daquela do

sistema. Denotando a saida da rede como y™ tem-se entdo
YUt +1) =y (6), e, yP (t- 0 + D)3 u(t), ooop u(t -0 + 1), W] (2)

Aqui, frepresenta o mapeamento ndo-linear de entrada/saida da rede. Note que a
entrada para a rede inclui os “valores passados” do sistema de saida real. Esta
dependéncia sobre o sistema de saida ndo esta incluida no esquema da Figura 4.1 por

questodes de simplicidade.

Se for assumido que apds um aceitavel periodo de treinamento a rede fornece uma boa
representagdo da planta (isto é y™=y? ) entdo, a rede poderd ser utilizada

independentemente da planta. Tal modelo neural podera ser descrito por:
YUt +1) = ly™ (€)y ooy Y™ (£ - 10+ 1) 0(E)5 ooy u(t - m + 1), W] 3)

O modelo direto representa a dinamica do sistema fisico por meio de uma rede neural,
no caso de redes feedfoorward, projetada como um modelo com entradas atrasadas

discretizadas..
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FIGURA 4.1 — Identificacido de sistemas diniAmicos através de redes neurais.

Desta forma, a partir de um conjunto particular de estados do sistema dinamico original
que servirdo para montar os padrdoes de treinamento, a rede neural sera capaz de

aprender todas as caracteristicas do sistema fisico dentro de um dominio de interesse.
b) Modelo Inverso

O modelo inverso da planta ¢ exatamente o contrario do modelo direto como ilustra a
Figura 4.2. Neste caso, dados os valores atrasados e atuais dos estados e para onde se
deseja ir, a saida da rede fornecerd o controle u(t) que tornard viavel esta trajetoria de
controle. E importante observar que existem dois métodos basicos para se treinar o
modelo inverso da planta: a aprendizagem especializada e a aprendizagem generalizada

(Hunt et al, 1992).
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A desvantagem da aprendizagem especializada em relagdo a aprendizagem
generalizada ¢ que a primeira exige a presenga do modelo direto (ja4 treinado
anteriormente) para realizar o treinamento do modelo inverso (ver Figura 4.2) enquanto
que a segunda ndo. Na aprendizagem especializada a retro-propagacao dos pesos deve
ser passada do modelo direto para o indireto e somente os pesos deste tltimo devem ser

atualizados durante o treinamento do modelo inverso.

YO ——\[ODELO
Y(t- % )= INVERSO | (1)
Y(t+1) — ;

w(i-1y— | DA
: | PLANTA
w(t-m) ——
FAZ O PAPEL ,
5o “”'“:; - '| MODELO
YO-m)—— DA by (4D
CONTROLADOR w(t) —| pr ANTA
u (i-m)—

FIGURA 4.2 - Modelos direto e inverso da planta representados através de duas

rede neurais do tipo feedforward.

As caracteristicas basicas do aprendizado generalizado do modelo inverso sio:

1) O aprendizado ndo pode ser conduzido apenas numa regido de interesse do
dominio dos controles u's, mas tem de ser conduzido extensa e sistematicamente

em todo esse dominio;

2) Em geral ela exige mais padrdes de treinamento que a aprendizagem

especializada,

3) Se o mapeamento nao linear do sistema ndo for um para um entdo uma relagao

inversa incorreta pode ser obtida.
As caracteristicas basicas do aprendizado especializado do modelo inverso sdo:

1) O controlador ¢ ensinado ja com os sinais especializados correspondentes as

saidas desejadas y*, diminuindo consideravelmente o esfor¢o de treinamento;
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2) O modelo neural do sistema ¢ utilizado para facilitar o calculo de 0YP / ou que é

aproximado por aYm/éu; se o modelo estiver bem identificado, pode-se

realimentar y" diretamente ao invés de y".
3) Se o mapeamento nao for um para um, uma inversa particular sera determinada.

Matematicamente o que se pretende com esta rede € que:
() = 'y (6 + 1), y° (1), e yP (£ D30t - 1), ooy u(t -1, ), W) “4)

Em geral o modelo inverso da planta, apos ser cuidadosamente treinado e testado,

funcionara como o controlador em uma estrutura de controle neural.

4.3 Controle Neural: Fundamentos.

As propriedades de aprendizado de func¢des ndo-lineares sdo a condi¢do central para a
utilizagdo de redes neurais em controle. Treinar uma rede neural utilizando dados de
entrada/saida de uma planta ndo-linear pode ser considerado como um problema de

aproximacao de uma fun¢do nao-linear.

As redes feedforward multicamadas do tipo perceptron podem aproximar
arbitrariamente bem uma fun¢ao continua (e.g., Cybenko, 1988). Uma rede feedforward
com somente uma simples camada interna, onde cada unidade da camada interna ¢
representada por uma funcao sigmoidal continua, ¢ suficiente para representar qualquer

sistema dinamico.

Modelos de sistemas dindmicos e suas inversas tém utilidade imediata em controle. Na
literatura de controle um niimero grande de trabalhos bem estabelecidos ja existe. Na
literatura sobre as arquiteturas das redes neurais para controle, um grande nimero de

estruturas de controle tém sido propostas e utilizadas.
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As principais caracteristicas das redes neurais na implementagao em controle segundo

Hunt e Sbarbaro (1991) e Hunt et al (1992) sdo:
1) ahabilidade de representar relagdes arbitrarias com caracteristicas ndo-lineares;

2) adaptacdo e aprendizagem de sistemas incertos através de atualizagdo dos

parametros ou pesos da rede em tempo off-line ou on-line;

3) a transformagdo da informacdo do sinal, tanto no nivel qualitativo quanto no

nivel quantitativo, ¢ transformada permitindo a fusdo dos dados;

4) a habilidade de processamento paralelo na arquitetura das redes neurais, que
permite um processamento mais rapido para uma grande escala de sistemas

dindmicos;

5) um elevado grau de robustez nas arquiteturas das redes permitindo a tolerancia

de erros e evitando a degradacao do sinal;

6) a capacidade de se utilizar estruturas de aprendizado para representar a dindmica

direta e inversa de sistemas dinAmicos ndo-lineares.

Entre as estruturas de controle mais relacionadas na literatura internacional (Hunt et al,
1992; Varoto, 1997) estdo: controle supervisionado, controle inverso direto, controle
por modelo de referéncia, estrutura de controle Internal Model Control (IMC), controle
adaptativo e controle preditivo. A seguir serdo examinadas apenas algumas destas

estruturas, dando-se énfase, a estrutura de controle preditivo.

4.3.1 Estrutura de Controle IMC.

J& treinados os modelos direto e inverso da planta entdo, respectivamente, servirdo
como modelo M e controlador C de uma estrutura de controle IMC como ilustra a
Figura 4.3. E demonstrado que a estrutura IMC pode ser utilizada em sistemas ndo-

lineares (Economou et al, 1986). O controlador IMC ¢ uma estrutura de controle
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conveniente que incorpora diretamente o modelo da planta do sistema fisico e sua

inversa correspondente.

Planta l
¥+ 8 r u y? +
— —| F » C » P N
FY _ —+
Filtro Controlador
Neural
"o "

il —

Sistema Dindmico
Neural

FIGURA 4.3 — Estrutura de Controle IMC.

As caracteristicas relevantes ao projeto de um sistema de controle com estrutura IMC

sdo:
1) Analise da estabilidade do sistema IMC;
2) Analise das condi¢des de inversabilidade de sistemas dindmicos nao-lineares;
3) Algoritmos para construir os modelos direto e inverso da planta.

Partindo-se dos diagramas de bloco de uma estrutura IMC, pode-se demonstrar trés

propriedades interessantes (Economou et al, 1986):

1) Se aplanta P e o controlador C sdo estaveis nas entradas/saidas e o modelo M ¢
uma perfeita representagdo da planta, entdo o sistema em feedback da estrutura

IMC ¢ estavel na entrada y; e saida (yp-d’);

2) Se a inversa de M (M) existe e o sistema em feedback com estrutura IMC é
estavel na entrada e na saida e com o controlador dado por C=M", entdo o

controle serd perfeito, isto €, y=ys.
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3) Assumindo que a inversa das variaveis de estado do modelo exista, que as
variaveis de estado do controlador seja igual a essa inversa e que o sistema em
feedback seja estavel na entrada e na saida com este controlador, entdo o offset

do controle ¢ alcangado assintoticamente pelas constantes de entrada.

A presenca do filtro na estrutura IMC possui duas finalidades: aliviar os problemas de
sensibilidade sobre as incertezas do modelo e projetar o sinal e em um espago de
entrada apropriado para o controlador. Pode acontecer também da rede do modelo
inverso funcionar como um filtro, e desta forma, este elemento poderd eventualmente

ser omitido da malha de controle.

4.3.2 Controle Preditivo.

Os algoritmos de filtragem de Kalman com ou sem processamento paralelo podem ser
utilizados ndo sé para treinar as redes feedforward que possuem a capacidade inerente
de representar a dindmica de sistemas fisicos, mas também para determinar a politica de
controle suave numa estrutura de controle preditivo em malha fechada. Nesta secdo,
adotando-se uma abordagem heuristica e tedrica, apresentar-se-a o projeto e analise de

convergéncia de um método de controle preditivo neural.

Este método consiste em resolver um problema de otimiza¢ao de um indice quadratico
de desempenho, cujo vinculo ¢ a rede ja treinada com a dindmica do sistema desejado
(Mills et al, 1994). Por se tratar de um problema de otimizagdo ndo-linear a solucdo ¢
obtida iterativamente para as acdes discretas de controle através de sucessivas
linearizacdes. Para o método se tornar viavel a estimag¢ao dos controles devera ser
obtida necessariamente em tempo real. Com a evolucdo dos processadores atuais isto

ndo constitui nenhum problema que impeca sua utilizagao.

Ao contrario de uma estrutura de controle do tipo IMC, num esquema de controle
preditivo ndo ¢ necessario empregar a dinamica do modelo inverso da planta, e desta

forma, evita-se um treinamento neural. Por outro lado, no controle preditivo neural
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deve-se a todo instante resolver um problema de otimizacdo envolvendo o modelo

neural da dindmica da planta.

A Figura 4.4 apresenta um esquema simplificado da estrutura de controle preditivo.
Como pode ser visto, uma rede neural ¢ colocada em paralelo com a planta na tentativa
de aprendé-la. Quando o aprendizado alcangado estiver dentro de um erro ou tolerancia
aceitaveis, entdo a determinacdo dos controles suaves podera ser obtida pelo algoritmo
da filtragem de Kalman como a solu¢do de um problema de otimizagao vinculado a rede
e que rastreara também a trajetoria de referéncia r(t). Pode ser demonstrado (Rios Neto,
2000) que os algoritmos de filtragem de Kalman fornecem solucdes que convergem
para solugdes suaves para as varidveis de controle e que rastreiam a trajetdria de

referéncia.

No esquema da Figura 4.4 os problemas associados ao treinamento da rede neural
feedforward e da determinacao da politica de controle suave sdo ambos vistos e tratados
de uma maneira integrada como problemas de estimagdo linear estocastica de
parametros. O tipo de abordagem elaborada aqui permite ver o problema de controle
O0timo em uma estrutura estocastica mais geral e derivar versdes de algoritmos de
controle com processamento paralelo ou ndo (Rios Neto, 2000) que sao formalmente
equivalentes as versdes do filtro de Kalman derivadas e utilizadas para o problema de

treinamento da rede neural feedforward (Rios Neto, 1997).
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FIGURA 4.4 — Esquema de otimizacio neural para a determinacio da politica de

controle suave u(t) que rastreara a trajetoria de referéncia r(t).

O problema que se deseja resolver € o de controlar o sistema dinamico dado por,
X = f(x,u) ()

onde um modelo de entrada/saida ndo-linear discretizado no tempo ¢ utilizado para

predizer respostas aproximadas do sistema dado em (5):

F(E) = FY(E1)s o ¥y )3 UCEG 1Dy ey UEjny, )y W) (6.2)

onde,

tj=t+j-At (6.b)

O esquema de controle preditivo neural utiliza-se de uma rede feedforward que possui a
habilidade de aprender com precisio desejada um mapeamento como aquele
representado por (6.a) para modelar o sistema dinamico da equagdo (5). O modelo
interno representado pela rede sera entdo o modelo de resposta que podera ser utilizado
para determinar as agdes de controle suaves que rastreardo a trajetoria de referéncia por

minimizar um indice de performance preditivo quadritico (Hunt et al, 1992) ou
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(Norgaard et al, 2000) em uma estrutura de controle preditivo. O indice de performance

ou funcional desta estrutura de controle ¢ dado por:

I =12 Iy () - 51T 15" O [y (t)) - 5] +
j=1
n-1 T -1
D lut)-u(t)l" 1y (©)-[ult)) - ultjl/2
j=0

(7)

onde,

Yr(tj) ... trajetoria de referéncia no instante t;;

n ... horizonte em que as ac¢des de controle e trajetdrias de referéncia sdo consideradas;

ry(tj) e ry(t;) ... matrizes de pesos definidas positivas;

§'(tj) ... saida da rede feedforward treinada para aproximar o modelo do sistema

dinamico.

A saida da rede feedforward y(t j) ¢ representada pela expressdo (6.a). Os pardmetros

ou pesos w desta rede ja devem ter passado por um treinamento que produza uma saida
na rede com um erro dentro de uma tolerancia aceitavel. O primeiro termo do funcional
da equacao (7) esta associado ao rastreio da trajetéria de referéncia e o segundo termo
na determinacdo de uma politica de controle suave. Quando este funcional ¢
minimizado espera-se que estas duas condigdes sejam satisfeitas simultaneamente. Para
maiores detalhes sobre a constru¢do matematica do funcional dado pela equagao (7) ver

(Clarke et al, 1987a e 1987b).

Em uma estrutura de controle preditivo basicamente visa-se rastrear continuamente uma
trajetoria de referéncia e, portanto trabalha-se em malha fechada. Por outro lado, a
trajetoria de referéncia pode ser determinada, por exemplo, por técnicas numéricas de

controle 6timo numérico visando-se encontrar trajetérias de minimo tempo ou minimo
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combustivel. Deste modo, a determinacao da trajetéria de referéncia, em geral, se da em

malha aberta.

O problema de determinagdo das agdes de controle preditivo pode ser tratado também
como uma estimagdo linear 6tima de parametros permitindo, assim, a derivagdo e
utilizacao de um algoritmo do tipo Filtro de Kalman. Este método estocastico assume
inicialmente que o problema de determinacdo do controle sobre o funcional da equacdo
(7) pode ser visto como o seguinte problema de estimagdo de pardmetros estocésticos

(Rios Neto, 2000):

Ye(t)) = @50 s Ftjny D5u(tj1)s e Ut )W)+ Vy (1) (8.2)

0 =u(tjy)-u(tjy)+vy(tjq) (8.b)

E[vy(tj)] = 0; E[vy(tj)- vy (t;))] = 1y (t;) (8.0)

E[vy(tj)] = 05 E[vy(t;) Vo (t))] = 1 (t}) (8.d)
para,

j=1,2,..,n (8.¢)
onde,

y(t i) = f(y(tjq), .0 y(t jny )su(tjq),...,u(t jng ),w) ¢ a saida da rede neural;

y(t), oees y(tl_ny) e u(t_q), .., “(tl-nu) sdo, respectivamente, as respostas do sistema e

as agdes de controle ja ocorridas e conhecidas;

vy(tj) e vy(tj) sdo as componentes nao-correlacionadas de ruido para diferentes

valores de t i
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A equagdo (8.a) estabelece que a trajetoria de referéncia do estado do sistema y,.(t;) no

instante futuro € igual a estimacao realizada pela rede em relagdo aos instantes atrasados

mais uma incerteza vy (tj). A equagdo (8.b) traduz a caracteristica suave das acoes de

controle, ou seja, duas atuacdes sucessivas devem ser estimadas de tal forma que a

diferenga entre elas esteja o mais préximo possivel da média nula.

A equagdo (8.b) ¢ uma relagdo recursiva que pode ser expressa na forma de uma

informagao a priori como segue:

j-1
(1) = u(t )+ Y Vylty) ©)

k=0
onde o valor a priori u(t_;) ¢ o valor estimado de um controle no instante t_; = t-At.

Desta forma, a minimiza¢do do funcional dado pela equagdo (7) ¢ modelada como
satisfazendo as observagdes da equagdo (8.a) sujeita a informagdo a priori da equagdo
(9). A primeira conseqiiéncia do tratamento deste problema numa estrutura estocastica

mais geral ¢ que as matrizes de pesos presentes na funcdo objetivo da equagdo (7), ou
seja, r)',l(t j) e rﬁl (tj) tém agora o significado de matrizes de covariancia associadas as

variaveis aleatorias cujos os desvios padrdes modelam, respectivamente, a precisdo no
rastreio da trajetoria de referéncia e a dispersdo do incremento do controle suave. Isto

facilita bastante o entendimento de suas defini¢des.

Para tratar reiterativamente o problema representado pelas equacdes (8.a) e (8.b) como
um de estimac¢do linear de pardmetros € necessdrio tomar uma aproximacao linearizada

da equagdo (8.a) como segue:

o) [y, () - ¥(t;,D)] =

i _ (10)
% [65(t)) /outi) ey iy - [ultic> D) - Wty , DI+ vy ()
k=0

onde,
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0<a(i)<1 ¢é uma constante que deve ser ajustada para garantir a hipdtese de

aproximacao da perturbagdo linear.

As derivadas parciais que aparecem na equacdo (10) sdo calculadas utilizando-se a regra

da retro-propagacdo em relacdo as saidas dos neuronios da rede feedforward. Tem-se

também que:
1
a(i) - [a(tg) - u(ty, D) = [ulty,i) - w(t,Hl+ D vy (ty) (11.a)
k=0
para,
1=0,1,..,n-1ei=1,2,..,1 (11.b)
onde,

u(t_) ... ¢ asolucdo estimada do ultimo passo de controle;
a(i) «—a(i+1);

u(t,i+1) =a(ty,i) ... € o valor estimado aproximado de u(t}) na i-ésima iteragdo e para

i=1 sdo utilizados os valores estimados ou extrapolados do ultimo passo de controle.

Para j=1,2,...,n ¢ 1=0,1,..,n-1 o problema das equacdes (10) e (11.a) ¢ o de
estimacdo linear estocastica de parametros. Este problema pode ser representado numa

notag¢do mais compacta e de mais facil entendimento. Seja entdo as seguintes defini¢des:
U (t,i) = u(ty,i) (12.a)

Uy(ty) = it_y) (12.b)
Assim, o problema pode ser equivalentemente expresso como:

a(i)-[U(t.g) - U(t,i)] = U(t,i) - U(t,i) + Vy (1) (13.a)
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a(i)- Z" (t,i) = H" (t,i) - [U(t,)) - U(tD)] + Vy (1) (13.b)

O significado das varidveis compactas nas equacdes acima ¢ obtido por comparagdo
direta das equagdes (13.a) e (13.b) com as equagdes (10) e (11.a), respectivamente. A
seguir ¢ apresentada uma solucdo heuristica e sem demonstragdo das expressdes do

filtro de Kalman como solugdo tipica de uma i-ésima iteragdo deste problema:

U(t,i) = U(t,i) + ad) - [U(t) - Ut )] +

_ . _ (14.a)
k(i) - a () [Z" (t,1) -H" (&) - [U(t_y) - U(t,D)]]
. uT . U g o uT . -1
k(t,i) = R, (0)-H" (t,i)-[H"(6,0)- Ry (- H" (t,i)+ Ry (1) = (14b)
RO+ (&) Ry O H G H (6)-R; (0
Uti+1) = Ut,i); a) <« a(i+1) (14.0)
U = U,D ; Ry (6D = [I, - K@D -H' (6,D]- Ry (1) (14.d)
para,
i=1,2,..1 (14.¢)
onde,

Ry(®), Ry(t) e ﬁ(t,l) ... sdo, respectivamente, as matrizes de covariancia de V(t),

Vy(®) e (U, - Uv);
I, ... matriz identidade.

O controle calculado com este algoritmo ¢ o minimo do funcional:
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J(ay) = [la(i) Z" (t,0) -H" (6,0) - [U(L, ) - U, DI -RY (1)
[a(i)-Z" (t,i) -H" (t,i) - [U(t, i) - U(t,i)]] +
[Ut,D) - U, ) - (i) [U(t) - U DT R (0)-
[U(t0) - U(t,) - () - [U(t_y) - Ut D)]]

(15)

Desta forma, a convergéncia para um controle suave ﬁ(t) que rastreard a trajetoria de
referéncia y,.(t) ¢ garantida uma vez que a rede neural feedforward y(t) tem a

capacidade de representar a dindmica do sistema da equacdo (5) e de permitir uma
aproximagao linearizada (Chen and Billings, 1992) em uma i-ésima tipica iteracdo,

quando se emprega um valor suficientemente pequeno para a(i).

Por fim, para a determinacdo da retro-propagacdo, utilizada para determinar a matriz
Jacobiana H(t,i) para o caso particular de um horizonte de previsdo n=1, pode-se
formular o seguinte conjunto de equagdes iterativas (ver Apéndice C) para determinar

as derivadas das saidas da rede em relacdo as entradas dos neuronios das camadas

anteriores:
o ke para k=I-1, 1-2 (16.2)
o _ . T =1-1,1- _
onde,
oy
Y1, (16.b)
ayl f@)
f'oh 0o 0 0 |
0 f@g) 0 0
I (] == .
f'§') 0 0 0 (16.c)
vl
0 0 0 £, )
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4.4 O Algoritmo Computacional do Controle Preditivo Utilizando Redes Neurais

do Tipo Feedforward.

Numa estrutura de controle preditivo, os pardmetros a serem estimados sdo 0s proprios
controles que manterdo o sistema dindmico em torno de uma trajetoria de referéncia
dentro de um horizonte de controle desejado. Nesta secdo apresentar-se-4 um algoritmo
em linguagem humana do filtro de Kalman com o objetivo de facilitar a implementagdo
computacional deste problema, que ¢ um de programacao dindmica ndo-linear. Como ¢
dificil construir um algoritmo genérico serdo assumidos valores particulares para n , ny
e n,. Neste caso, se adotara n=5 (horizonte de estimagao das varidveis de controle) e
ny,=n, =3 (nimero de entradas atrasadas das varidveis de estado e de controle na entrada

da rede neural).

Como o problema de estimagdo proposto ¢ ndo linear, entdo o algoritmo possuird uma
caracteristica iterativa, ou seja, partira de uma informacdo a priori das varidveis de
controle, e em seguida, estimard novos valores destas varidveis até que a saida dos
estados do sistema obtida pela rede neural convirja para a trajetéria de referéncia
conhecida, dentro de um erro aceitavel para o horizonte adotado, como ilustra a Figura

4.5.

Ainda com relacdo a Figura 4.5 observe que os valores das variaveis de estado y(t-3),
y(t-2) e y(t-1) e das varidveis de controle u(t-3), u(t-2) e u(t-1) devem ser conhecidos
assim como a trajetoria de referéncia e a informacdo a priori dos controles a serem
atuados dentro do horizonte de previsao desejado. Deste modo, o algoritmo para a

solugdo do problema proposto pode ser sumarizado nos seguintes passos essenciais:

1) Gerar uma informacao a priori dos controles u(t) dentro do horizonte desejado.
Como a politica de controle desejada devera ser suave como imposta pelo

funcional J da equagao (7), nada mais natural do que inicia-la com o vetor nulo,
U(t,i) = [U(t,,i) : W(ty,i) : U(ty,i) : uts,i) : u(ty,i) =0 para i=1 (17)

onde,
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u(t j,i) ... vetor das variaveis de controle no instante t; na i-ésima iteracao.

¥t} e uli}
Horizonte de
L P J— Conirole
¥ig)— —=
}'ﬁ 1) ™ iiama }r(tl) - ¢ Trajetiria de Referéncia yr(t}
¥it.3) ® g
ult,) — i Integragio ' Y
Meural
utty)—m He | | | ¥ Trajetéria $(i) Devido a Informagio a
““g z; ™ R Proori das Varidveis de Conirole {i=1)
3
L
Yy g gt e
| . Conirele a Priori do Sistema (i)
| I |
| — -
ho oty t3eipg iy t

FIGURA 4.5 — Esquema grafico das condi¢des iniciais das variaveis de controle
u(t) que deverao fazer a resposta do sistema dinidmico convergir
para a trajetéria de referéncia conhecida através da resolucio de

um problema de estimacio estocastica nao-linear.

oy(t;)

u(ty)

2) Calcular as derivadas parciais presentes na equacdo (10) através das

expressoes de (16.a) a (16.c) da retro-propagacao. A tabela 4.1 ilustra o caso

particular para n=5 e ny=n, =3.

As derivadas presentes na Tabela 4.1 apresentam duas dificuldades para serem
calculadas. A primeira ocorre quando o instante de tempo associado as varidveis de
controle u for muito atrasado, em relacao ao instante de tempo associado as variaveis de
estado y, a ponto do nimero de entradas atrasadas presentes na entrada da rede neural
ndo ser suficiente para permitir sua determinagdo a partir das equagdes (16.a) a (16.c).
Para evitar este inconveniente deve-se dispor em série um nimero suficiente de redes
neurais de tal forma que torne possivel o calculo da derivada parcial desejada, como

ilustra a Figura 4.6. Nesta figura esta esquematizado o calculo da derivada
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0y(ty)

u(t,,ij) © @ seta interna indica como se deve processar o calculo da retro-

du(ty)
propagacgao.
. .. Oy(t)) L .
TABELA 4.1 — Derivadas parciais Ju(ty) necessarias para estimar os controles
u(ty

u(t) dentro de um horizonte de controle com n=5 e entradas

atrasadas da rede neural iguais a n,=n, =3.

J j-1 Derivadas Parciais (Retro-propagacio)
1 0 oy(ty)|
au(to) u(ty,i)
2 1 oy(ty)| 5902)‘ .
all(to) u(tg,i) au(tl) u(ty,i)
3 2 oy(t3)|  oy(t3)|
8u(t0) u(t,,i) all(tz) u(ty,i)
4 3 Mty Oty
8u(t0) u(t,,i) all(t3) u(t3,i)
S 4 oy(ts)|  Ooy(ts)|
all(to) u(t,,i) au(t4) u(ty,i)

A segunda dificuldade esta no fato de se ter que utilizar a regra da cadeia combinada
com a retro-propagacao para calcular as derivadas parciais que se encontram no caso

discutido na Figura 4.6 e/ou quando a rede ¢ projetada com mais de uma entrada

y(ty)|
au(to) u(ty,i)

atrasada. Por exemplo, para se computar o valor da derivada parcial

deve-se inicialmente aplicar a regra da cadeia sobre o conjunto de equagdes de (18.a) a

(18.d) e s6 depois aplicar a retro-propagacido como deduzida na se¢do anterior.

§(t4) = f13(t3), §(t2), §(t1), 6(t3), (), ity ), W] (18.2)

onde,

§(t3) = f[5(t), §(t1 ), ¥(to), ity), ity ), u(ty), W] (18.b)
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5’(t2 ) = i\‘[5\’“1 )9 y(t() )9 Y(t-l ), ﬁ(tl )9 u(t() )9 u(t-l )9 VAV] (1 8-C)

§(ty) = fly(ty), ¥(t1), ¥(t_3), u(to), u(t_y), u(t_3), W] (18.d)

Como pode-se perceber, quando se opta por um horizonte n muito grande o célculo das
derivadas parciais presentes na Tabela 4.1 torna-se extremamente complicado, pois, por
exemplo, u(t,) aparece em todas as equagdes anteriores dificultando em muito a

oy(ty)

determinagdo analitica de ———=|g(¢t i) -
du(ty) "o

Para evitar este tipo de dificuldade ¢

conveniente adotar um horizonte n bem pequeno.

j’(t_z} — > Y(tl] - tiy)

y(t.1) —» T ) —» am:tn:.\\h

¥ity) —m Segunda ¥ity) ) Primeira — » yity)
NN NN

ult2) —* uit;) —

u(t -1} — lll:tz] |

u(tu) — u(tﬂ) >

FIGURA 4.6 - Disposicao em série das redes neurais que permite computar os

oy(ty4)

valores da derivada parcial =
|y u(t,) u(t,,i)

3) Montar a matriz H"(t,i)) e o vetor Z"(t,i) presentes na expressio
a(i)-Z" (t,i) =H"(t,i) - [U(t,i) - U(t,i)] + Vy(t). Deve-se construir a matriz

H"(t,i) a partir da Tabela 4.1. Para simplificar a notagio que estd sendo

utilizada ¢ conveniente adotar a seguinte defini¢ao:

_oy(ty)

i ™ Bu(e;) 1"

(19)
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Com base nas equagdes (19) e (10) e na tabela 4.1 a matriz se reduz a:

(A9 0 0 0 0
Az Azl 0 0 0
H"(t,i)=| A3 A3y Ajzn 0 0
Ao Aq1 Agp A4z 0
|As9 Asy Asy As3 Asy

(20)

Deste modo expandindo-se a expressio af(i)-Z"(t,i) =H"(t,i) - [U(t,i) - U(t,i)] + Vy (1),

tem-se:
[y (ty) - ¥(ty,i) | Agg 0 0 0 0 | [uc(ty,D)-u(te,i)] [Vo(®]
yr(t2)-y(ty,0) Ayg Agg O 0 0 up(ty,i)-u(ty,i) | | Vi(d)
yr(t3)-y(t3,i) |-a(i)=| Az A3z1 Azx 0 0 |-lu.(ty,i)-u(ty,i) |+| Va(t)
yr(tg)-y(ty,i) Ago Aq1 Agp A4z 0 | lup(tz,i)-u(ts,i)| | V3(t)
| ¥r(ts) - ¥(ts,i) | (Asp Asy Asp Asz Asg | |up(ty,i)-u(ty,i) | | V4t
— —
ZY(t,i) HY (t,i) U(t,0)-U(t,i) Vy(®
(21)
onde,

U(t,i) ... vetor de informagdes a priori das variaveis de controle adotado no passo 1;

H"(t,i) ... matriz de derivadas parciais obtida no passo 2 através da retro-propagacio e

montada no passo 3;

U(t,i) ... vetor que devera ser estimado;

0 <a() <1 .. valor que deve ser adotado empiricamente para garantir a hipdtese de

linearizacao;

Vy (t) ... vetor de ruidos de média nula e matriz de covariancia ry (t).
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4) Estimar ﬁ(t,i) através das seguintes expressoes iterativas do filtro de Kalman

(Rios Neto, 2000):

k(t,)) = Ry (H) ' (61 [H"(t,D)- Ry () ' (i) + Ry (D)=

R (t) HY (i) R} (6)-H" ()] H (t,0)- R} (1) (22.2)

U(t,i) = Ut,i) + o) - [U(t_1) - Ut )] +

K(t,i) - (i) - [Z" (t,i) -H" (t,i) - [U(t 1) - U(t,D)]] (22.b)
onde,

R, (t) e Ry(t) ... matrizes de covariancias, respectivamente, de V,,(t) e Ry(t);

U(t_q) ... estimativa anterior das variaveis de controle dentro de uma precisdo aceitavel.

Observe que o processamento das equagdes (22.a) e (22.b) pode ser efetuado tanto em

lotes como recursivamente.

5) Implementar a variavel i de i=i+1, fazer U(t,i+1) = fJ(t,i) e repetir 0s passos
(1), (2),(3) e (4) até que y(t) esteja suficientemente proximo de y,.(t) dentro
de um erro desejado. Pode-se utilizar o critério do erro quadratico médio para
determinar a ultima iteracdo I para a estimag¢ao atual. Quando isso ocorrer fazer:

Ry (t1) = [T, - k(6D -H ¢, D]-R, (0 (23)

onde,

Ru (t,I) ... estimagdo da matriz de covariancias de [fJ(t, I)-U()].
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6) Quando a estimacdo atual convergir para o valor desejado y,(t) avangar apenas

um instante de tempo para frente, mesmo que o horizonte de previsao adotado n

seja maior que um, e repetir todos 0s passos anteriores para a nova estimacao.

Nao esquecer que agora ter-se-a ﬁ(t_l) = fJ(t,I).

4.5 Comentarios Finais e Conclusoes Sobre a Estrutura de Controle Preditivo.

A utilizagdo do filtro de Kalman como uma ferramenta para a estimagdo Otima de
parametros conduz ao projeto de um método para resolver problemas de controle
preditivo neural. Vendo a solu¢ao do problema de otimizacao da determinagao da agao
de controle como um problema de estimagdo estocédstica de pardmetros reduz este
problema para um formalmente equivalente aquele de estimacdo de pesos de uma rede
neural feedforward em um treinamento supervisionado. Isto permite um tratamento
integrado de ambos os problemas, utilizando essencialmente os algoritmos do filtro de
Kalman. Em resumo, para a solucdo de um problema de controle preditivo neural ¢

necessario:

a) escolher uma rede neural feedforward com apropriada arquitetura e tamanho, de
forma que em um processo envolvendo treinamento supervisionado em tempo
real ou ndo, a rede podera aprender a dindmica discretizada no tempo a partir dos
conjuntos de dados de entrada/saida obtidos do sistema dindmico original;

b) resolver com respeito as a¢des de controle, em tempo real e em pequenas fragdes
de tempo At, o problema de programagdo nio-linear de minimizar uma fungao
objetivo vinculada a rede neural feedforward ja treinada para determinar as agoes

de controle suave que rastreiam a trajetoria de referéncia.

Desta forma, pode-se avaliar a ampla aplicabilidade dos algoritmos envolvendo o filtro
de Kalman na solu¢do de problemas que envolvem estruturas de controle preditivo e

representacao de sistemas dindmicos ndo-lineares.
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CAPITULO 5

REDES NEURAIS EM ESTRUTURA DE INTEGRADORES NUMERICOS
COMO MODELO INTERNO EM CONTROLE PREDITIVO

5.1 Introducio.

Neste capitulo sera apresentada uma metodologia alternativa para representar sistemas
dindmicos ndo-lineares através de uma rede neural feedforward trabalhando em
conjunto com integradores numéricos de passo simples ou multiplos passos. A dindmica
do sistema assim construida podera ser utilizada também numa estrutura de controle
preditivo. Este tipo de abordagem tem a vantagem de reduzir a dimensao da rede neural,
e portanto, facilitar seu treinamento. E importante observar que a implementago, teste e
ajuste desta metodologia constitue parte da originalidade deste trabalho. Outra parte
original deste trabalho, apresentada também no final deste capitulo, trata da questao de
representar sistemas dindmicos através de redes neurais projetadas com as derivadas
médias do sistema dindmico original e inseridas internamente a uma estrutura de
integragdo do tipo Euler. Esta tltima metodologia pode ser vista como uma contribui¢do

adicional inspirada no trabalho de Rios Neto (2001).

5.2 Modelagem Dindmica com Redes Neurais em Estruturas de Integradores

Numéricos.

Nesta secdo uma abordagem tedrica e heuristica é tomada com o propdsito de mostrar
explicitamente como utilizar integradores numéricos de sistemas de equagdes
diferenciais ordindrias em esquemas de controle onde um modelo de rede neural interno
discreto para frente ¢ necessario (Rios Neto, 2001). A estrutura interna dos algoritmos
de integracdo numérica ¢ aproveitada para obter um modelo de rede neural com
arquitetura feedforward que necessite somente aprender a fungdo de derivadas do
modelo original representado por sistemas de equagdes diferenciais ordinarias. Nesta

metodologia os integradores numéricos e a rede neural feedforward trabalhardo em
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conjunto para representar a dindmica discretizada do sistema original. A Figura 5.1
ilustra brevemente as diferencas entre a metodologia tradicional e a nova metodologia
que utiliza integradores numéricos para representacao de sistemas dinamicos através de

redes neurais e sua posterior aplicagdo numa estrutura de controle preditivo.

Com
Arquitetura feedforward
Para Treinar a
Dinamica do Sistema

- TREINAMENTO

GERAR PADROES DE TREINAMENTO Teoria de estimaciio que

utiliza a filtragem de
METODOLOGIA TRADICIONAL (MT): utilizam-se Kalman com processamento
os integradores numéricos sobre as equacdes. paralelo e recursivo para
NOVA METODOLOGIA (NM) : no necessariamente ensinar a rede neural
necessita-se dos integradores numéricos. através de um treinamento

supervisionado.
\ REDE NEURAL /

MT
MT NM A politica de
Trabalha com Trabalha controle
Entradas Com Funcio sai
Atrasadas Estatica Aaturalmente
ESTRUTURA DE CONTROLE PREDITIVO NEURAL > NM

Deve-se utilizar um
integrador numérico
em conjunto com a
rede neural.

(Problema de Otimizacdo Também Resolvido Pelo Filtro de Kalman)

FIGURA 5.1 - Distin¢do entre as Metodologias Tradicional (MT) e a Nova
Metodologia (NM) empregadas para representar sistemas

Dinamicos através de uma rede com arquitetura feedforward.

O modelo de simulagdo computacional provido por um integrador numérico de sistemas
de equagdes diferenciais ordinarias ¢ naturalmente um modelo discreto para frente de
sistemas dindmicos que por si s6 pode ser utilizado como um modelo interno em
esquemas de controle. Estes integradores numéricos possuem caracteristicas que sao
bastante relevantes para um modelo de sistemas dindmicos a ser utilizado em controle,
uma vez que eles permitem: processamento paralelo de todas as componentes dos
estados do sistema dindmico, o erro local e a precisdo do integrador podem ser

avaliados aplicando-se métodos que automaticamente variam a ordem e o tamanho do
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passo de integracdo do integrador e a estimacao dos erros globais acumulados podem

também ser feita (e.g., Rios Neto e Rama Rao,1990).

Quando uma estrutura de um modelo de integrador numérico ¢ utilizada, ¢ possivel ter
uma rede neural com arquitetura feedforward para aproximar a fun¢ao de derivadas do
modelo matematico de equagdes diferenciais da dindmica do sistema. Neste tipo de
abordagem, a dificuldade em lidar com muitas entradas no treinamento da rede neural ¢
aliviada, uma vez que € necessario somente aprender uma funcdo algébrica e estatica
onde as entradas da rede sdo somente as ocorréncias das varidveis de estado e de
controle em seus respectivos dominios de atuacdo. Lembrando-se de que na abordagem
convencional as vezes ¢ necessario lidar com muitas entradas atrasadas das varidveis de

estado e controle, mas nesta nova metodologia isso ndo sera mais necessario.

Considere um sistema dindmico e suponha que o modelo matematico ou o modelo de
uma rede neural artificial representando a funcdo de derivadas deste sistema sdo

conhecidos. Assim, tem-se:
x = f(x,u) = f(x,u, W) (1)
onde,

x eR" ... é o vetor das variaveis de estados;

n , ., .
u R ... é o vetor das variaveis de controle;
W ... s30 os pesos aprendidos pela rede neural;

f(x,u) ... ¢ a fun¢do de derivadas;

f(x,u,w) ... representa o treinamento da rede neural para aproximar a func¢do de

derivadas.

Considere agora um integrador numérico para obter uma aproximagdo discreta do

sistema da equagdo (1):
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x(t+ At) = £, (x(£),x(t - At), ..., X(t - nyAt); u(t), ..., u(t - n At); At) (2)

onde,
n, .. ¢ o nimero de entradas atrasadas do integrador numérico ou a ordem de
aproximacao.

No Apéndice D ha uma classificacdo dos tipos principais de integradores numéricos

(Rao,1984) em fun¢do do valor numérico de n,. Se n,¢€ igual a zero tem-se os

integradores de passo simples, por exemplo, os integradores de Euler ou de Runge-

Kutta. Se n, for maior que zero tem-se os integradores de multiplos passos ou de

diferencgas finitas, como por exemplo, os integradores de Adams-Bashforth.

O integrador numérico na equacdo (2) pode ser utilizado como o modelo preditivo
discreto do sistema dindmico dado pela equacdo (1) em um esquema de controle de
modelo interno. O erro em cada passo pode ser controlado variando-se o tamanho do
passo ou a ordem do integrador numérico. O resultado numérico do algoritmo pode ser

processado em paralelo para cada componente do estado do sistema dindmico.

Sendo possivel aproximar um sistema dindmico, através de uma estrutura de integrador
numérico de equagdes diferenciais ordinarias trabalhando em conjunto com uma rede
neural artificial que necessita somente aprender a funcdo de derivadas do sistema
dindmico, entdo resta saber agora qual a vantagem de se representar a fungdo de
derivadas através de uma rede neural artificial, sendo que a propria funcao de derivadas,
em geral, ja possui uma forma analitica conhecida que podera ser utilizada diretamente
nas estruturas do integrador numérico. Nao se estaria fazendo um trabalho

desnecessario?

Para responder a esta pergunta veja o esquema proposto na Figura 5.2. Como se sabe,
todo modelo tedrico representado, em geral, através de sistemas de equagdes
diferenciais possui uma margem de erro em relagdo ao sistema real que ele pretende
representar matematicamente, pois quase sempre existird pelo menos uma variavel de

estado de dificil modelagem matematica em sistemas muito complexos, acarretando
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erro de modelagem. Tendo o modelo tedrico em maos, ainda assim, ¢ necessario

resolve-lo através de algum método numérico quando este ¢ ndo-linear. A solugdo assim

'

obtida sera representada pelo vetor de estados x™ como ilustra a Figura 5.2.

| d,

P +
u x
I Planta P - >
Integrador
+ ™ +
Rede Neural X Erro do
’ Treinaniente
F 3
Algoritmo de
Aprendizagem
Somente o "
Int d X
ntegrador If{x,u)-dx »

FIGURA 5.2 — Esquema ilustrativo para avaliar as vantagens de se representar a
funcao de derivadas de um sistema dinadmico através de uma rede

neural artificial com arquitetura do tipo feedforward.

Entretanto, como ilustra a Figura 5.2 ndo ¢ possivel corrigir o modelo teérico em
relacdo ao sistema real quando se utiliza uma estrutura constituida puramente por um
integrador numérico para resolver numericamente o modelo tedrico original. Por outro
lado, quando se utiliza uma rede neural para representar a fungdo de derivadas do
modelo tedrico do sistema dinamico ainda sera possivel continuar o treinamento da rede
neural que modela a funcdo de derivadas em tempo real, para que o modelo teorico se

aproxime cada vez mais do real. A solucdo obtida por esse ultimo método ¢
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representada pelo vetor de estados x™ da Figura 5.2. Nesta ultima metodologia a

diferenca do erro de (xP-x™) tende a diminuir com o passar do tempo de

funcionamento da planta. No primeiro modelo a diferenga do erro (xP-x™ ) tende a

Crescer.

Por outro lado, se for adicionado e ajustado um processo de Gauss-Markov ao modelo
dinamico original para se compensar constantemente em tempo real os erros de
modelagem, isso também poderia ser suficiente para corrigir o modelo tedrico em
relacdo ao real da planta. Entretanto, neste caso, certamente nao se teria a capacidade de

aprendizagem da solugdo proposta com redes neurais e integradores.

Uma vantagem mostrada no esquema da Figura 5.2 ¢ que ndo € necessario conhecer
previamente a funcdo de derivadas do sistema dinamico para utilizar a estrutura de
treinamento composta por um integrador numérico e uma rede neural. Caso se conheca
somente um numero suficientemente grande de entradas/saidas da planta, por exemplo,
obtidas através de sensores, entdo através de um treinamento supervisionado a estrutura
composta pelo conjunto integrador numérico e rede neural podera ser treinada para
aprender a dinAmica do sistema. E interessante perceber que, mesmo neste caso, a rede
continuard fazendo um papel semelhante ao da fun¢do de derivadas e, portanto ela
podera ser projetada com uma arquitetura que, em geral, exigird menos camadas e

menos neuronios.

Mesmo quando se conhece a priori a funcdo de derivadas, hd duas formas de
treinamento supervisionado que esta metodologia permite realizar. Como ilustra a

Figura 5.3, as duas maneiras distintas de realizar este treinamento sdo:

a) a primeira metodologia ¢ simplesmente gerar aleatoriamente valores suficientes
da fung¢ao de derivadas dentro de um dominio de interesse e treinar diretamente a
rede neural para aprender a fungdo de derivadas do modelo tedrico. Terminado o
treinamento, a simulacdo dos resultados devera ser feita aplicando-se a fungdo
de derivadas treinada pela rede no lugar da teorica sobre a estrutura do integrador.

Para a analise da compatibilidade dos erros obtidos pela rede e pelo integrador, a
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solucao numérica do integrador devera ser obtida pela aplicacao das duas fungdes
de derivadas, a treinada e a original, para que os resultados da propagacdo da
solucdo sejam comparados. Nesta metodologia, o integrador numérico sé sera

utilizado na simula¢do dos resultados;

Primeira Metodologia: Treina-se a Funcdo de A lNa Slmlgag:a()j d
Tem-se o modelo - Derivadas através da D .p 1dca-selz)1 unctio te
teorico do sistema Rede Neural —» ervaaas s‘! rea estrutura

dinAmico n R de um integrador
) f(x,u,w) A R
x = f(x.u) f(x,u,w) - dx
%egunda Meto(;io}og:ia: Treina-se a rede inserida - -
erat-se.os pa l;oes ¢ simultaneamente sobre a ‘Na Simulagéo:
reinamento ) estrutura do integrador Aplica-se a estrutura do
x(t), x(t + At), ... através N que poder ser integrador utilizado
da aplica¢do de um de menor ordem P durante o treinamento
integrador numérico de . ~ I f(x.u. W) - dx
alta ordem sobre a j f(x,u,w)-dx (x,u, W)
dinamica do sistema

FIGURA 5.3 — Duas maneiras distintas de se treinar uma rede neural inserida na

estrutura de um integrador numérico.

b) na segunda metodologia geram-se as solugdes temporais do sistema dindmico

x(t), x(t+ At), ..., x(t+n - At) para um namero suficiente de condi¢des iniciais e

valores de controle através da estrutura de um integrador, de preferéncia, de alta
ordem para garantir a alta precisdo dos padrdes de treinamento. O aprendizado
de fungdo com o papel de funcdo de derivadas pela rede neural sé sera possivel
se arede for treinada amarrada & estrutura do integrador. E interessante observar
que durante o treinamento poder-se-4 diminuir a ordem do integrador em relacao
aquele utilizado para gerar os padrdes de treinamento. A analise do erro obtido
pelo conjunto integrador e rede neural ¢ realizada também pela comparacao das
solucdes numeéricas propagadas pelas funcdes de derivadas original e treinada.
Nesta metodologia, o integrador numérico ¢ utilizado na geracao dos padrdes de

treinamento e € requerido durante o treinamento e a simulagao da rede.
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O Erro do Integrador (EI) numérico ¢ dividido em quatro partes (ver Apéndice D): erro
de truncamento local (1), erro global (v), erro local (A) e round-off error (re). Na
primeira metodologia de treinamento, apresentada na Figura 5.3, o erro quadratico
medito (MEQ) cometido pela rede serd propagado pelo integrador. Na segunda
metodologia tem que se explorar melhor se este erro serd totalmente propagado pelo

integrador. A primeira vista, parece ser mais vantajoso utilizar o segundo método.

O detalhe mais interessante mostrado na Figura 5.3 ¢ que a segunda metodologia de
treinamento pode permitir reduzir a ordem do integrador, sem diminuir a precisdo da
solucdo obtida para o sistema dindmico, quando se utilizam redes neurais para interpolar
as funcdes de derivadas do sistema dinamico. O raciocinio ¢ relativamente simples, por
exemplo, geram-se os padrdes de treinamento através de um integrador Runge-Kutta de
quarta ordem e treina-se a rede com um integrador de baixa ordem como, por exemplo,
Euler até os pesos da rede gerarem solugdes na mesma magnitude de erro daquele
gerado pelo integrador de alta-ordem. Entretanto, no caso particular mencionado neste
paragrafo, o integrador com estrutura Euler, que ¢ utilizado durante o treinamento da
rede, fard com que a rede neural associada a ele aprenda a fun¢do de derivadas médias e

ndo propriamente a fun¢do de derivadas exatas. Isto ficard claro em uma proxima secao.

5.3 Integrador Neural em Controle Preditivo.

Sendo possivel representar sistemas dindmicos através do conjunto integrador numérico
e redes neurais resta saber como projetar este esquema sobre uma estrutura de controle
preditivo. Neste caso, o algoritmo esquematizado na se¢ao 4.4 do Capitulo 4 continuara
valendo, com a excecdo que mudara a forma de calcular as derivadas parciais presentes
na equacdo (10) do Capitulo 4. No caso presente, devera ser empregada a regra da
cadeia sobre a estrutura do integrador combinada com a retro-propagagdo da rede
neural. Desta forma, quanto maior a ordem do integrador mais complexo se tornara o
calculo destas derivadas. Por ora, ¢ importante salientar que o problema continua sendo
determinar um controle suave que rastreie a trajetoria de referéncia, minimizando-se o

indice de performance quadratico do tipo:
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T = Iy -ya I 15 O Iye(t) - ya (6] +
j=1

(3.a)
n-1
Y lu(t)) - uttj- I ' © - [uct)) - uctj I
j=0
para,
tj=t+j-At (3.b)
onde,

y.(t j) ... € a trajetoria de referéncia;

n ... horizonte de atuagao do controle suave;

ry(tj) e ry(tj) ... matrizes de pesos positiva definida;

¥(t;) ... ¢ a saida aproximada do sistema dindmico da equagdo (1).

A saida aproximada para o sistema dinamico da equagdo (1) pode ser formalmente

representada por:

Y (tj) = glx(tj] = glfy (X(tj1)s eoes X(Ej1n g )3 U(Ej1 )5 wes Ut )3 ALW)] =

8 (X(tj1)s eoos X(Ej1ng )5 U(Ej1)s ooy U(Ej 1 )5 W) 4)
onde,

W ... pesos de treinamento estimados da rede neural que representa a fungdo de

derivadas do sistema dinamico;

¥n(tj) ... resposta do sistema dindmico discretizado pelo conjunto integrador e rede.
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A possibilidade de ajustar o nivel de aproximacao do integrador numérico e da rede

neural garante a precisdo necessaria para y,(tj) ao longo do horizonte preditivo. A

solu¢do do problema de programacdo ndo-linear do indice de desempenho dado pela
equacdo (3.a), por qualquer que seja o método, envolverd a necessidade de calcular uma
aproximacao do gradiente de saida do sistema dindmico, para obter uma aproximagao

linearizada em cada passo de busca:
i1
Ya(t)) =¥t + X [0yn(t))/0ulti)lm(e, )y - [ulti) - w(ty)] (%)
k=0

onde yu(tj) ¢ também uma fungdo de u(tjy),..,u(tj,, 1) através de
Xp(tj-1)s s X (tjp, ). As derivadas parciais sdo calculadas, como mencionado ja

anteriormente, utilizando-se a regra da cadeia.

Note que em vez de se utilizar uma rede neural para prover um modelo discreto para
frente para a dindmica do sistema, pode-se utilizar diretamente o algoritmo do
integrador numérico como o modelo discreto para frente para aproximar o modelo
matematico da dindmica do sistema da equacdo (1). No caso do esquema de controle
preditivo, o modelo do integrador numérico da equacdo (2) pode ser diretamente

utilizado para calcular as derivadas parciais da equacao (5).

5.4 Método de Reducdo da Ordem do Integrador ou das Derivadas Médias:

Fundamentos Teoricos.

Nesta se¢do sera inicialmente desenvolvida a teoria matematica que permite representar
sistemas dindmicos ndo-lineares através de integradores numéricos de baixa ordem, em
particular o integrador com estrutura de Euler, com uma rede feedforward em sua
estrutura interna que aprenderd a fung¢do de derivadas médias. Demonstrar-se-4 que a
precisdo alcancada por este integrador de baixa ordem sera tdo préxima quanto se queira

de qualquer outro integrador de mais alta ordem. Isto € possivel gragas a capacidade de
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treinamento supervisionado das redes feedforward e das propriedades qualitativas dos
sistemas de equacdes diferenciais ordindrias de primeira ordem nao-lineares autonomas.
A seguir sdo enunciados e demonstrados alguns teoremas bastante importantes, do
ponto de vista teérico, que serdo utilizados na se¢do 5.5 para desenvolver o algoritmo
associado ao método de representagdao de sistemas dindmicos nao-lineares apresentado

aqui.

Seja o sistema autonomo de equagdes diferenciais ordindrias ndo-lineares,

y =1(y) (6.2)
onde,

y=I[y1 yz2 - Yn]T (6.b)

() = ;) £0) o LW (6.c)

Seja também, por defini¢ao, y} = y}(t) para j=1, 2, ..., n uma trajetoria da familia de
solugoes do sistema de equacdes diferenciais ndo-lineares y =f(y) que passa por

y}(to) no instante inicial t,, partindo de um dominio de interesse

[yfinin(to),y}na"(to)]n onde y}nin(to) e yj " (ty) sdo finitos. Se for possivel afirmar
que hé condigdes iniciais em todos os pontos interiores deste dominio, entdo implicara
que para qualquer discretizagao i, y} (t,) ¢ um conjunto de condigdes iniciais possiveis

em t,do sistema de equacOes diferenciais ndo-linear dado por (6.a) dentro de um

dominio de interesse em [yj" " ,y| 1" para j=1,2, ..., n.

E conveniente introduzir a seguinte notagao vetorial a respeito dos possiveis conjuntos

de condi¢des iniciais e das solucdes de (6.a):

Vb =y (to) = [¥i(to) Yh(to) - yh(to)I" (7.a)
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Y=y ® = yi® y5@ ..yLo" (7.b)

onde i= 1, 2, ..., ; e o indica que na malha de discretizagao o numero de pontos pode
ser tdo grande quanto se queira. A Figura 5.4 ¢ um esbogo ilustrativo para o caso

unidimensional na varidvel j de uma familia de solugdes de y; =f(yy) que parte das
condigdes iniciais yj(t,) contidas dentro de uma regiio de interesse

[y (t0), Y ¥ (61

Y¥P i =ym
4 v

¥ =%

N )=y,
| B |
ym =y

2
¥ (i)

min o Lo o]
Y (t,) A (ts)

t,

il j

FIGURA 5.4 — Familia de curvas y} = y}(t) solugdes de y; = f(y;) do dominio de
interesse [y{"" (to)s yim"(to)]1 em t,.

E possivel demonstrar dois importantes resultados (e.g., Braun, 1983) a respeito das
solugdes do sistema de equagdes diferenciais (6.a). O primeiro diz respeito a existéncia

e unicidade das solugcdes e o segundo lida com a existéncia de solugdes estacionarias de
(6.a).

Teorema 1 (T1)- Admita-se que cada uma das  fungoes
f1(Y15Y25 s Yn)s eoes Tn (Y15 Y25 oo Y ) tenha derivadas parciais continuas com respeito
@ Yis-Yn- Entdo, o problema de valor inicial y =1(y), y(t,) no dominio de

. min _ maxn . ;o ~
interesse [yj »Yj I" para j=1, 2, ..., n, em t,, tem uma e uma unica solug¢do
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yi:yi(t), em R"™, a partir de cada yi(to). Se duas solucoes y = ¢(t) e y = p(t) tém
um ponto em comum, entdo elas devem ser idénticas.

Propriedade 1 (P1)- Se y = ¢(t) é uma solugdo de (6.a), entdo y = §(t+c¢) é também

uma solugdo de (6.a) sendo ¢ uma constante real qualquer.

A P1 ndo ¢ verdadeira se a func¢do (45.a) depender explicitamente do tempo  (Braun,

1983) pois, neste caso, supor que y = @(t+c¢) seja também uma solu¢do do sistema
ndo-autdbnomo y =f(t,y) implicard& numa outra equagdo diferencial do tipo

y =f(t+¢,y) levando a uma contradicao.

Como, em geral, yi: f(yi) ndo possui solugdo analitica, entdo é comum apenas
conhecer para yi:yi(t) um conjunto discreto de pontos
[yi(t+k-At) yi[t+&K+1)-At] .. yi[t+&k+n)-At]] =[Fy' Kyl Ky bara

kyi=yi(t +K - At) no horizonte [ty ,t},n] € At = (tg,n -t )/n uma constante.

Propriedade 2 (P2)- Como yi: f(yi) ¢ dada por (6.a) segue-se de imediato que, se

kyi =yi(t + K - At) é conhecido, entdo kyi :yi(t + Kk - At) também sera.

Esta propriedade, apesar de bastante dbvia, serd bastante til quando da aplicagdo dos

kylek

teoremas do valor médio diferencial e integral sobre os conjuntos de pontos y'

no espaco R™ para determinar propriedades importantes a respeito da tangente da

secante entre dois pontos consecutivos ky1 e kJrlyl sobre a curva y'(t) que é uma

solugdo particular dey = f(y) que parte de yi(to). Na verdade, dizer que a partir da

soluga?lokyi da equacgdo diferencial (6.a) pode-se obter os valores de kyi, nao tem

sentido do ponto de vista da teoria das equagdes diferenciais, mas quando se pretende
modelar uma rede neural, com a dinamica dada por (6.a), através de um aprendizado

supervisionado, passa a ter.
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Por defini¢do (e.g., Munem e Foulis, 1978) a secante entre dois pontos l“yi e kJrlyi

pertencentes a curva y'(t) é o segmento de reta que une estes dois pontos. Logo, as

k+1_i

k+1_i k_i k+1_i k_i
Y2 © Y2, s ¥n © Yn

tangentes das secantes entre os pontos kyi e Yi>

sdo definidas como:

tanAtai(t+k-At) = tanAtkai= [tanAtka{ tanAtka; tanAtkoz,i1 ]T (8.2)

Com,
. k+1yi _ki
tanAtka} =— 1 7 para  j=1,2,..n (8.b)
At
onde,
0(i angulo da secante que une os dois pontos X i € k+loi ertencentes a curva
j - ang q p Yj Yj P

yj(®.

Propriedade 3 (P3)- Se kyi é uma discretizacdo da solucdo de yi :f(yi) e

At # 0 entdo, tan Atkal existe e é unica.

Demonstragdo: O T1 garante a existéncia e unicidade de y}(t) e, portanto, dos ky} e

k+1y}, dada uma discretizagdo At # 0, acarrctando a existéncia e unicidade de
tanaeX ot 0

Propriedade 4 (P4)- Dado o vetor de estados yi(to) no instante t, do sistema de

equagoes diferenciais nao-linear y =1(y) e se o vetor | kyl kJrlyl kJrnyl] é a

discretizagcdo de uma trajetoria solugdo tal que para kyi =yi(t + Kk - At) é uma solugdo

k+1 i

dele entdo, as tanat - o' paral=0, 1, ..., (n-1) existem e sdo unicas.

110



Demonstragdo: por inducdo e aplicacdo sucessiva de P3 as tan Atk+la' para =0, 1, ...,

(n-1) existem e sdo unicas.[]

Outros dois teoremas bastante importantes que relacionam os valores de tan Atka' e

tan Atkdl, respectivamente, com as derivadas médias calculadas a partir de

[kyl k+1yl . k+nyl] e de [kyl k+1yl . k+n

diferencial e integral (e.g., Wilson (1958), Munem e Foulis (1978), Sokolnikoff e

y'] sdo os teoremas do valor médio

Redheffer (1966)) que sdo enunciados a seguir sem demonstragao:

Teorema 2 (T2)- (Teorema do valor médio diferencial). Se uma fungao y}(t) para j=1,
2, .., n é definida e continua no intervalo fechado |ty,tx,1] e diferenciavel no
intervalo aberto (ty,tx,.1), entdo existe pelo menos um niumero t;; com

t, < t;; <ty + At tal que

k1 i ki
Yi— ¥

A¢ )

Vi) =

O teorema T2 afirma (e.g., Munem e Foulis (1978), Kaplan (1998)) que dada uma

secante ao grafico yi(t) de uma curva diferenciavel, ¢ sempre possivel encontrar um
ponto do grafico situado entre os dois pontos kJrly' e kyl de intersecdo da secante com
acurva y'(t) em t, e ty,, tal que a reta tangente ao ponto yl(t;;) seja paralela a

secante. A essa propriedade geométrica interessante de yi(t;;) da-se o nome de

derivada média da fungao yi(t) sobre o intervalo fechado [ty, ty q1].

Teorema 3 (T3)- (Teorema do valor médio integral). Se uma fungdo y} (t) para j=1, 2,
ey B é uma fungdo continua no intervalo fechado [ty ,ty 1], entdo existe pelo menos

um numero ty interno a [ty , ty 1] tal que
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tkt1
vt -At= [yi®-dt (10)
tk
Em geral t;; ¢ diferente de t e é importante observar também que os teoremas do

. . . *
valor médio nada dizem como determinar os valores de t; e tx. Os teoremas

simplesmente afirmam que tii etk estdo contidos no intervalo [ty , ty 1]

Propriedade 5 (P5)- Aplicar o teorema T3 sobre a curva yi(t) é equivalente a aplicar

o teorema T2 sobre a curva y'(t) ambos sobre o mesmo intervalo fechado [ty ,ty 1],

ou seja, y'(ty) =y (t)-

Demonstrag¢do: do teorema T3 aplicado a curva yi(t) resulta que existe um yi(tl’i)

tk+1
para ty <ty <ty tal que y'(t§)-At= jy'(t)-dt kHlyi Kyl belo  teorema
tk
_ Kl yi kg )
fundamental do calculo. Assim, y'(ty)= = tanat¥a'. Por outro lado, a

aplicacdo do teorema T2 sobre a curva yi(t) implica que existe um yi(ti) para
K+l yi ki

= tanatka'. Logo, v (tX)=y'(ty ) .L0

tk <t;; <tki1 tal que yl(t;) =

. *
Este teorema nao permite afirmar, entretanto, que tl’fK =tx.

Propriedade 6 (P6)- 4 derivada média yi(tﬁ) sobre o grafico de yi(t) no intervalo

fechado |ty,t, 1] é igual a tanacKa!, como conseqiiéncia imediata da propria

defini¢do de derivadas médias.
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Propriedade 7 (P7)- Observe que se yi(tﬁ) = yi(t;;) (P5) e yi(t;;) ¢ a derivada média
de yi(t) (teorema T2) no intervalo fechado [ty ,tx,.q] entdo, yi(tl’é) também serd

numericamente igual a derivada média de y'(t) para o mesmo intervalo fechado.

. . ege , . X ~ .
Isto justifica porque se utilizou o indice x em t; na formulagdo do teorema anterior e

nao o indice *. Deste modo, obedecendo a notacdo adotada neste trabalho, tem-se que
'yi(t;;) ¢ aplicacdo do teorema T2 sobre a curva yi(t), 'y"i(t;;) ¢ a aplicagdo do
teorema T2 sobre a curva yi(t) e assim por diante. Por outro lado, 'yi(tﬁ) ¢ a aplicacao

do teorema T3 sobre a curva ¥y (t) e assim por diante, ou seja, o indice * estd sempre

associado a aplicacdo do teorema T2 e o indice x estd sempre associado a aplicacao do

teorema T3. A aplicagdo do teorema T2 sobre a curva yi(t) implica que existe pelo

menos um t;; em [ty,tyx,1] tal que y(t;;) = tanac¥ o' .

As equivaléncias numérica e geométrica entre yi(tﬁ) e yi(t;;) podem ser interpretadas

como ilustra a Figura 5.5. Observe que ha trés interpretacdes geométricas possiveis para
a grandeza yi(tl’é)zyi(t;)= tanacial: a primeira interpretacdo ¢ que ela é realmente a
derivada média de yi(t) no intervalo fechado  [ty,tx,q], a segunda ¢é que
At-tanad® o para At =ty q-t, ¢ a area sobre a curva yi(t) sobre 0 mesmo intervalo
[tk,>tik41] € a terceira interpretagdo ¢ que tanac¥ o' & realmente a derivada exata de
pelo menos um ponto interior ao intervalo [ty ,ty ] da fungdo yi(t) como ilustram as
duas retas tangentes sobre yi(t) na Figura 5.5 inferior. A P6 sugere que se existir mais

de um valor para y'(tg ), entdo eles deverdo ser iguais a tanad< o).
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Tearema do “alor Média Integral sobre )

Teorema

FIGURA 5.5 — Interpretacdes geométricas de yi(tl’i) e yi(ti) .

A Figura 5.5 acima ilustra esta situagdo, e como pode ser Vvisto,
5 P2 < NUES PO o2 k i xl . 4. x2

y (tg ) =y (t") =tanae @ mesmo para o caso onde ti ¢ diferente de ti". Os
teoremas T2 e T3 também podem ser utilizados para garantir a existéncia de

tanAtka', mas ndo garantem que elas sdo Unicas, para isso € necessario realmente

utilizar o teorema T1. A Figura 5.5 também sugere que tX!=t,! e tf*=t;%, mas isso

nao pode ser demonstrado com base nos teoremas apresentados aqui.

Teorema 4 (T4)- A solugdo k+1y} para j=1, 2, .., n do sistema de equagoes

diferenciais ndo-linear y'=1f(y') pode  ser determinada através da relagio

k+1y} = tanad oAt + ky} para um dado kyi e At.
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. k+1 i t
i dy! . oo kil
Demonstracdo: Se y'= o f(y'), entdo de' = jf(yl) -dt. Assim,
okl )
tk

A aplicagdo do teorema do valor médio integral T3 sobre a curva yi(t) no intervalo

fechado [ty,t,.] implica que existe um pelo menos um nimero tg em [ty ,t,,q] tal

que
tk+1 tk+1
a0 at= [yio-at= [fy')-at (12)
tk tk

Pela P6 yi(tl’i) =tanatK o' Logo, substituindo-se a grandeza yi(tﬁ) na equacao (12)

e esta na equagdo (11), resulta que:

kJrlyi = tanAtkai-At + kyi 0 (13)

Corolario 1 (C1)- A4 solugdo k+my} para j=I, 2, ..., n do sistema de equagoes

diferenciais ndo-linear y'=1(y") pode ser determinada para um dado kyl através da

relacdo:
. m-l . .
Kmyl = > tana o' at+ Ky (14)
1=0

Demonstragdo: pela aplicagdo sucessiva do teorema T4 tem-se que

k+1y1 _ tanAtka'At I kyl ’ k+2y1 _ tanAtkHal-At n k+1y1 ’
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k+my1 —tan k+m-1 lAt—i— k+m-1_i

m-1
imediatamente que: k+myl= ZtanAtkHOfl At + ky' U
1=0

y . Somando-se todas essas expressdes resulta

Corolario 2 (C2)- Para o sistema de equagodes diferenciais yi= f(yi) ¢ valida a

i 1
relacdo tan p. At a =—
m

Demonstragdo: do teorema T4 resulta de imediato que,
k+m _i

Yj= (tanm.Atkoni ) m - At + ky}

Do corolario C1 tem-se,
k+m i ki
ZtanAt aj-At+7yj
Somando-se as equagdes resulta que,

; 1 m-1
tanmAt a =—- tanAt a-
m 15

m-1
Z anAtk+l aj paraj=I, 2, ..., n.

(15)

(16)

(17)

Note-se que se para o caso em que o sistema (6.a) ¢ autdbnomo, yi1 (ty) :yi2 (t) para

ip2iy e t; #t, implica que, yil(tl) :yil(tz). De fato, de (6.a) tem-se que

vt =f(y"). Logo,
v'1(ty) = fly" (t))]

¥'2(ty) = fly'2 ()]
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Como, por hipétese, y'1(t;) =y'2(t,) resulta de (18.a) e (18.b) que y'1(t;) =y'2(t,).
Esta propriedade estabelece que duas curvas, que partem de duas condigdes iniciais

distintas y'l (t,) € yi2 (t,) para ij #i,, da familia de solugdes do sistema y = f(y)

possuirdo derivadas iguais se yi1 (t1) :yiz (t) mesmo quando t; #ty, ou seja, o

sistema € autonomo.

A P1 estabelece que se y'l (ty) —yi2 (ty) entdo, yil() e yi2(t) estio na mesma orbita
do plano de fase, e portanto, sdo solugdes apenas defasadas no tempo de (ty —ty).
Observe que se yil (ty) :in (ty) entdo, f[yi1 (tp)] =f[y12(t2)]. Neste ultimo caso,
yi1 (ty) =yi2 (ty) somente se existir a inversa f '1(.) de f(.) e ela for tnica. A questdo

que resta agora é saber se a derivada média tanac®a! de ¥yl e ¥*lyl também ¢

auténoma, ou seja, invariante no tempo? Para responder a esta questdo a propriedade

apresentada a seguir serd de bastante utilidade.

Propriedade 8 (P8) - Se yi1 t) e yi2 (t) sdo solugoes de y =1(y) que partem,
respectivamente, de yi1 (t, =0) e yi2 (to =0) e se yi1 (to =0)= yi2 (T) para T>0

entdo, y'1(At) = y'2(T + At) para qualquer At.

Demonstragdo: Se y'2(t) & uma solugdo de y =f(y) entdo, y'2(t+T) também serd
solugdo pela P1. Observe que se y'1(0) =y'2(T) entio, y'l(t) =y'2(t+T) para t=0.
Como y'1(0) e y'2(T) sio solugdes, respectivamente, para y'1(f) e y'2(t+T) em
t=0, entdo o teorema T1 garante que elas serdo Unicas para todo t. Logo,
yi1(t) =y'2(t + T), e, em particular, se t = At , tem-se que y'1(At) =y'2(At+T). A P1
garante que se y'1(0)=y'2(T) entdo, y'l(t)=y'2(t+T) estio na mesma 6rbita do
plano de fase para qualquer t. Na verdade a equagao yi1 (t) :yiz (t+T) determina que

as solucoes yi1 (t) e yi2 (t+T) estdo apenas defasadas no tempo de T>0 .[]
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Propriedade 9 (P9) - Se y'l(t;) = y'2(ty) para iy =iy e t;#t, entio,

tan yar'1(ty) = tan g @'2(ty) para At >0, ou seja, tann<a'l é invariante no tempo.

. i 1ty + AQ-y'1(t
Demonstragdo: ~ Por  definicdo, tan \ca'1(tg) = y (4 At) y_(t) e

y'2(ty + At)-y'2(t,)
At

tan ya'2(t,) = . Como, por hipotese yil1 (ty) = yiz2 (ty), entdo

yil1 (t; +At) = yiz2 (t, + At) e portanto, tan a'1(ty) = tany o 2(ty).]

A P9 estabelece que tan Atka' também ¢ autonoma. Este resultado ¢ bastante util pois
ele determina que basta conhecer os valores das tan Atkal para i=1,2,...,0 no
instante inicial t, para uma regido particular de interesse [yj", ¥} |" paraj=1,2, ...,
n, pois nos demais instantes t > t, elas se repetirdo se a solugdo do sistema dindmico

ndo ultrapassar as fronteiras do intervalo n-dimensional das variaveis de estado

[y}ni“, y}nax]n para j=1, 2, ..., n especificadas em t,. A Figura 5.6 ilustra o raciocinio

apresentado neste paragrafo.
Ainda deve ser observado que o sistema dindmico quando propagado sempre para frente
, A k /. . . T kK .. T
terd o angulo " a(i) variando somente no intervalo ey < “a(i) < 3 e portanto,
também serd unico. Com base na mesma observacdo, quando o sistema dindmico for
, ~ T kK . 3.z n kK .
propagado somente para tras, entdo E < Ta() < T, e portanto, o angulo "~ (i)

também sera tnico.
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tﬂ]’lﬂ I:Ii]'(t]_:' = tﬂ]'lﬂ |:,'r:i':I (tz :I

a'2(ty)

O e ———

Yt | 7

¥2,) |

i

At At

FIGURA 5.6 — A funcido discreta tanAtk ol é autonoma, ou seja, invariante no
tempo.

Teorema 5 (TS) O resultado do T4 continua valido quando valores discretizados de
controle ¥u em cada [tk>tki1] sdo utilizados para se para resolver o sistema

dinamico:

y'=f(y!, u) (19)

Demonstracdo: De fato, basta notar que neste caso a fungdo continua f(y',u), com

Ku aproximado como constante em cada [ty, ti 1], pode ser vista como parametrizada

em relacdo a variavel de controle e, portanto, pode-se garantir em qualquer que seja o

intervalo de discretizagao, a existéncia da derivada média

k+1_i k_i
Y-y

At = tana¢®a' de modo que o resultado em (13) continua valido.[|

vt =
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5.5 Algoritmo do Método das Derivadas Médias Para Representar Sistemas

Dinamicos Através de uma Rede Neural Feedforward.

Os resultados tedricos da se¢do anterior serdo utilizados aqui para fundamentar a
representacdo de uma estrutura de integracdo do tipo Euler, com uma rede neural
feedforward no papel das funcdes de derivadas médias em sua estrutura interna, para
representar um sistema dindmico ndo-linear de primeira ordem com uma precisdo de
resposta tdo boa quanto qualquer integrador de mais alta ordem consegue obter. A
representacdo de sistemas dindmicos, como serd descrita aqui, apresenta duas
vantagens: a primeira ¢ que ela consegue representar a estrutura interna do integrador de
uma maneira mais simples facilitando e acelerando a fase de simulagdo, posterior ao
treinamento, do sistema dinadmico ndo-linear representado pela rede; e a segunda
vantagem ¢ que este esquema simplifica, consideravelmente, o calculo analitico
necessario para deduzir as expressoes algébricas das derivadas parciais necessarias para
implementagdo computacional de uma estrutura de controle sobre a dindmica nao-linear

treinada por este método.

Para facilitar a compreensdo da metodologia, a ser apresentada aqui, a Figura 5.7 ilustra
esquematicamente a estrutura de integragao neural proposta. Como pode ser observado,

a rede neural ¢ treinada para aprender a fun¢do de derivadas médias, ou seja,

tan Atkaiz tan Atai(k y,k u) a partir dos valores de estado kyi , de controle ¥u e de

k+1_i

um intervalo de discretizagdo pré fixado, At . Neste diagrama y' é o valor padrio de

treinamento obtido off /ine pelo integrador numérico de elevada precisado, utilizado para

resolver o sistema y'=f(y',u) e 19! ¢ o valor que a rede tenta estimar para ¥ty

através de um treinamento supervisionado. Ainda com relacdo ao diagrama da Figura

577, a relagdo de recorréncia entre kyl e k"Llyl ¢ expressa por

k+1_i k

y'=tana¢ At Jrkyl , onde tanAtka'; f(kyl,k u,w) ¢ a derivada média a ser

k+1

aproximada pela rede. E importante perceber que se yi ¢ obtido por uma integracao

do tipo Euler, entdo tan Atkal realmente convergird para a func¢do de derivadas
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k+1_i

yi= f(yi,u), mas se for obtido por um integrador de mais alta ordem ou

. ~ k i .y ~ . ; qe
experimentalmente, entdo tan, a' convergira para a fungdo de derivadas médias.

#=[fiyt wyae s »

NN tang® ol .\
i'(}'i! u’-ﬁr) +

k+lj'i - E)
bl . NN = Menral Notwork :

w

h

~
+

£7
¢

FIGURA 5.7 — Treinamento supervisionado de uma estrutura de integracio do
tipo Euler com uma rede feedforward em sua estrutura interna que

aprende a funcdo de derivadas médias do sistema dinamico
nio-linear y'= f(y',u).

A Figura 5.8 ilustra o que foi explicado no paragrafo anterior. Neste grafico kJrlyi,

ktly o Ky 1 epresentam, respectivamente, o valor exato da solugdo de y'=f(y',u)

em ty .y, o valor aproximado de k+1yi obtido por um integrador de alta ordem e o

valor de k”Llyi obtido pelo integrador Euler. Como estd esquematizado na Figura 5.8
. : k+1_i_k+1_i . ~
tem-se que: se for feito Y= Y., no esquema da Figura 5.7, entdo,

tanAtkal= f'(kyl,k u,\?\');f(ky',k u), mas se se fizer k+1y'=k+1y; , o esquema da

k+1_i k+1_i

Figura 5.7, e Ye estiver muito distante de y entdo, tanack ol tenderd para a
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funcdo de derivadas médias e ndo para a funcdo de derivadas f(yi,u) durante a fase de

treinamento da rede.

Da secdo anterior demonstrou-se matematicamente que a grandezatanAtk a', que sera
interpolada pela rede neural esquematizada na Figura 5.7, apresenta as seguintes

caracteristicas:

k+1_i k_1i
y-y

v ¢, por defini¢do, a derivada média do intervalo [ty , ty 1]

1) tanAtk al=

da curva yi(t) que € solucdo do sistema dindmico yi= f(yi,u);

2)de T1, P1, P2, P3 e P4 tém-se que os valores das tanAtk+lai paral=0, 1, ...,

k+1 i

L-1) existem e s3o Unicos, portanto tanat.  «' éuma funcio estatica com as
9

mesmas propriedades qualitativas da funcdo de derivadas k+lyi: f(kHyi,k+l u).

Naverdade, pode-se demonstrar que lim tanAtkHyi: f(k+lyi,k+lu). E
At—0

importante perceber também que a funcdo de derivadas yi: f(yi,u) nao depende

ket i dependem. Esta ultima propriedade implica que o

de At, mas as tanatg
método das derivadas médias possui passo de integracao fixo enquanto o método
das derivadas instantaneas, proposto primeiramente = por Wang e Lin, (1998b),

pode possuir passo de integragdo variavel;
3) do teorema T2 tan At¥a! € realmente a derivada exata de pelo menos um ponto

interior ao intervalo [ty, ti 1] que € também, outra forma de garantir a existéncia

de tanai®at;

4) dos teoremas T3 e T4, propriedade P6 segue que a relagdo de recorréncia

relacionando X*1 y' com kyl e Ku para a obtencdo de uma solugdo discretizada

J4

para o sistema  dindmico yi: f(yi,u) ¢ realmente dada  por

kJrlyi: tanack oAt +kyi que ¢ uma estrutura de integracao simples do tipo

Euler;
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FIGURA 5.8 — Representacio grafica das derivadas médias tan Atk o' eda funcio

de derivadas tankg'= f(k yi,k u) para o sistema dinimico yi: f(yi,u) .

5)do teorema T5,tanto a func¢do de derivadas f(kyi,k u) como a fun¢do de

derivadas médias tanac*e' ¢ invariante no tempo, porém parametrizada em

relacdo a Ku.

Das cinco caracteristicas, resumidas anteriormente, pode-se garantir a possibilidade de
se usar uma rede neural feedforward para representagdo de sistemas dindmicos através
de uma estrutura de integracao do tipo Euler, para um dado passo At . Basta considerar
a capacidade de representacdo de fungdes destas redes (e.g., Zurada, 1992) para concluir
sobre a possibilidade de controlar o erro local no processo de integracdo neural de
Euler. O algoritmo para obter o integrador neural baseado em derivadas médias entdo,

seria;

1) dados os dominios finitos de interesse [y;.nin (to)s y}“ax (to)I™ em t, para j=1, 2,

.., Ny das varidveis de estado e os dominios também finitos de interesse

[ugnin , umax ]nz

i para j=1, 2, ..., n; das variaveis de controle geram-se m vetores
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aleatorios, segundo uma distribui¢do uniforme, dentro destes intervalos na forma

Pi = [¥i(te) ¥2(to) ¥y (t6)5 Ui(te) ub(te) -1y ()] (20.a)

P=[p1:p2: - :Pmlmnj+ny)xm (20.b)

que serdo os vetores de entrada ou padrdes de treinamento da entrada da rede

feedforward no instante t,;
2) utilizando-se um integrador de alta ordem propagam-se todas as condig¢des
iniciais p; para i=l1, 2, ..., m com um passo de integragdo fixo de At para todas as
condigdes iniciais p; . Desta forma, geram-se os seguintes vetores de estado no

instante t, + At :

PU=IVIty + A ¥3(to +A0 -y, (o +AD]' (21.2)
e

PA=[p":p:-:pm Iny xm (21.b)

3) determinam-se os vetores de saida T; ou padroes de treinamento de saida da rede

neural na forma:

T =Dy A0 vit) Yi+A0vit) o ¥h (€ + A0y, T

=[tanAtk a{ tanAtk a% tanAtk alill ]T =(tanAtkai)T (22.a)
e

T=[T:Ty::Tiylny xm (22.b)
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Como a fungao tanacK o' também & auténoma, entdo basta apenas uma propagacao de
At sobre todas as condig¢des iniciais dos vetores de entrada p;para i=1, 2, ..., m para

montar os padrdes de treinamento P e T da rede neural;

4) tendo-se os vetores de entrada P e os vetores de saida T da rede feedforward ela
podera, entdo, ser treinada através de um aprendizado supervisionado utilizando-
se os algoritmos convencionais de retro-propagacao;

5) apds o treinamento da rede ter sido concluido com um erro quadratico médio meq

desejado, entdo poder-se-a simular a dindmica a partir da seguinte relagao:

kJrlyi: tanAtkai-At +kyi (23)

Note-se que ao adotar os padrdes de treinamento T; na saida da rede e projeta-la na

forma TiztanAtka' evita-se de calcular a retro-propagacdo sobre a expressdo

kJrlyi: tanack oAt +kyi. Observe que aplicar a retro-propagacdo sobre esta ultima

expressdo conduz a uma expressao ligeiramente diferente da encontrada na literatura,

pois se S"Llya= tanae> oAt +Sya= f(sya,su,\?v)At +Sya e se deseja minimizar o

funcional J(t)=%~rT(t)-r(t,) para r(t)="t1y?S*t1y3. =1, 2, .., m, onde m ¢ o

numero total de padrdes de treinamento, entdo tem-se que:

s+1_a s.,as A
OO ey 23 | - Y W) | (24)
aij awjk , aij

Retro-Propagacio
Convencional

A equacado (24) ¢ a retro-propagac¢ao convencional acrescida pelo produto de At. Como

k i ~ . , ~ y.
se fez T;=tana¢ a', que como demonstrado na segdo anterior ¢ uma fungdo estatica,

entdo evitou-se de acrescentar o produto de At na retro-propagacgao. Esta observacao ¢
importante visto que ja existem muitos software prontos de treinamento das redes

feedforward que poderdo ser aproveitados sem realizar nenhuma modificacdo do
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algoritmo de treinamento original, mesmo porque, em muitos deles essa pequena

modificacdo seria impossivel por j& estarem compilados.

A segunda observacdao ¢ com relacdo ao fato do sistema de equacdes diferenciais
ordinarias serem de ordem maior que um. Se o sistema for conhecido, entdo poder-se-a
reduzi-lo ao de primeira ordem, e neste caso, recai-se no que ja foi desenvolvido
anteriormente. Entretanto, caso se conheca apenas um conjunto de vetores solucdes de
um sistema dindmico cuja as equagdes diferenciais associadas aos vetores solucdes
sejam desconhecidas, entdo, neste caso, torna-se impossivel conhecer a ordem do
sistema dindmico em questdo, e portanto, introduzir entradas atrasadas na interpolagdo

kal podera tornar-se necessario, caso a interpolacdo com apenas uma

da fungdo tanat¢
entrada atrasada fracasse na interpolagdo do sistema dindmico original. Os corolarios

C1 e C2, apresentados na se¢do anterior  resolvem este problema, pois em C2

-1
tem-se quetan m.AtkaJ! =—. Ztanmkﬂa} e quando substituida no corolario C1
Mmoo
k+m_i _ k i k_i ~
resulta que yj=tanmaAt oj-m-At+7y;. Estas duas equagdes podem,

respectivamente, ser utilizadas no treinamento da rede neural com m entradas atrasadas
e na simulacdo desta rede depois de concluido seu treinamento. As Figuras 5.9 ¢ 5.10

ilustram grafica e esquematicamente esta idéia.

Para finalizar esta se¢do resta saber qual a capacidade real de treinamento e
aprendizagem da estrutura de integragdo neural apresentada e a influéncia do passo At
neste aprendizado. Para responder a estas duas questdes serdo utilizados o teorema de
Kolmogorov (e.g., Nascimento e Yoneyama, 2000) e a expressao analitica do erro local

no processo de integracao neural presente na estrutura de Euler da Figura 5.7.
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Para analisar o erro de integracdo local da estrutura de integracao neural do tipo Euler

k+1_i Kk+1 ~i

seja o valor exato y e o valor estimado y pelo integrador dados,
respectivamente, pelas equagdes (25.a) e (25.b).
k+l yi= tana¢® oAt +kyi (25.a)
k+1 &i; (tanAtk ai+em) At +¥ yi (25.b)

onde,

em ... erro absoluto médio de saida da rede neural j4 treinada com a fun¢do de derivadas

médias tan Atka} dentro de um dominio de interesse.

Subtraindo-se a equacdo (25.a) na equacdo (25.b) e elevando o resultado final ao

quadrado, tem-se:
(k+1yi_k+1yi)Z: Atte, 2 (26)

No sentido do teorema de Kolmogorov (Loesch e Sari, 1996) entende-se por capacidade
de aprendizagem de uma rede a existéncia de valores para os pesos de conexdao que
permitem aproximar o comportamento funcional da rede dos valores desejados, de
modo que seu erro quadratico seja inferior a qualquer numero positivo dado. Este
teorema, provado em 1957, garante a representacdo universal de fungdes no espago n-
dimensional através da combinag¢do linear de fun¢des unidimensionais ndo-lineares. Seu
enunciado, adaptado na década de 80 (e.g., Nascimento e Yoneyama, 2000) para o caso

particular das redes neurais, garante que a equacdo (27) aproxima-se de qualquer
precisdo desejada uma vez que en% podera ser tdo pequeno quanto se queira, para um

passo At > 0de integracdo fixo. Assim k+1§7i na equacdo (25.b) aproxima-se de

qualquer precisdo desejada uma vez que, para um passo At > 0 de integragao fixo, e,

poderd ser tdo pequeno quanto se queira, pois a rede neural feedforward esta
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aproximando, dentro de um dominio de interesse, a funcdo de derivadas médias

tan Atka} que ¢ invariante no tempo.

Por fim, a equagdo (23) referente ao integrador neural das derivadas médias podera
entdo, ser utilizada como uma estrutura de modelo interno expressa, mais
genericamente, pela equacdo (4) e que poderd ser aplicada numa estrutura de controle
preditivo ndo-linear dada pela equagao (5). Nestas condig¢des, a Uinica varidvel ainda a
ser determinada ¢ o Jacobiano das derivadas parciais dos estados futuros do sistema
dindmico em relagdo aos controles atrasados, exigido pela equacdo (5). Uma
demonstragdo matematica rigorosa para as expressoes analiticas dessas derivadas
parciais no caso genérico de n horizontes a frente pode ser encontrada no Apéndice E.

Estas expressdes sao também uma contribuigdo tedrica original deste trabalho.

5.6 Comentarios Finais.

Neste capitulo foi proposta uma nova abordagem para obter os modelos discretos para
frente de sistemas dinamicos onde um modelo interno ¢ necessario. A possibilidade de
se utilizar integradores numéricos de sistemas de equagdes diferenciais como modelos
internos foi explorada. Foi mostrado que a estrutura destes integradores numéricos pode
ser explorada para obter modelos neurais discretos para frente onde a rede neural tem
que somente aprender e aproximar as fungdes de derivadas que sdo simplesmente de
natureza algébrica estatica. A seguir algumas conclusdes (Rios Neto, 2001), podem ser

tiradas quanto as expectativas de se utilizar tal abordagem:

1) ¢ uma tarefa mais simples treinar uma rede neural com arquitetura feedforward
para aprender uma fungdo algébrica e estatica do que treind-la para aprender o
modelo dindmico discreto como explicado na se¢do 4.2 através da equacao (2);

2) a arquitetura da rede neural resultante certamente serd mais simples no que

concerne ao niumero de camadas e numero de neurénios uma vez que ela ndo tera

que aprender a lei da dinamica, mas somente a func¢do de derivadas;
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3) autilizagdo do integrador numérico para sistemas de equagdes diferenciais
ordinarias, como um modelo aproximado de tempo discreto, ndo destroi a
caracteristica de processamento paralelo, uma vez que o algoritmo de integragao
numérica somente envolvera calculos e avaliagdes de combinagdes lineares da
rede neural treinada;

4) a flexibilidade de se poder variar o tamanho do passo e a ordem do integrador
numérico pode ser utilizada para controlar a precisdo desejada para a saida de
resposta do sistema, desde que se treine a rede neural com uma tolerancia
compativel com aquela que se deseja no integrador;

5) quando os tempos de resposta da dindmica ndo sao muito pequenos ¢ o modelo
matematico de equacdes diferenciais ordinarias avaliado é razoavelmente bom,
entdo a estrutura do integrador numérico pode ser diretamente utilizada como um
modelo interno discreto;

6) mesmo em situagdes onde um modelo matematico tedrico ndo pode ser avaliado e
ha somente pares de informagdo da dindmica de entrada/saida do sistema obtidos
experimentalmente, ainda assim, a estrutura do integrador numérico com uma
rede feedforward no lugar da fungao de derivadas podera ser treinada para obter
um modelo interno discreto em esquemas de controle;

7) a utilizagdo de uma rede neural em um modelo discreto do sistema dinamico
naturalmente permitird a implementacdo de esquemas de controle adaptativos,

devido a capacidade de aprendizado das redes neurais.

Existem, pois, trés maneiras distintas de se resolver o problema de programacdo nao-

linear exigido pela estrutura de controle preditivo:

1) utilizar somente a rede neural para aproximar a dinamica do sistema utilizando o
critério de entradas atrasadas;

2) utilizar somente o integrador numérico como modelo discretizado da dindmica do
sistema;

3) utilizar em conjunto o integrador numérico e uma rede neural que fara o papel de

representar as fungdes de derivadas para representar o sistema dindmico.
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Utilizar somente a rede neural levard a uma rede mais complexa e, portanto mais dificil
de ser treinada, além de ndo possibilitar a variacdo do passo de integrac¢do. Utilizar
somente a estrutura do integrador numérico com a func¢do de derivadas ndo permitira
adaptar o modelo tedrico do sistema dinamico com o real da planta. Utilizar em
conjunto a estrutura do integrador numérico com a fun¢do de derivadas instantdneas
representada pela rede neural permitird construir uma rede menos complexa e, portanto,
de mais facil treinamento, além de se poder projetar, neste caso, um modelo dinamico
com passo de integracdo variavel e que seja possivel também adapta-lo em tempo real

com relagdo ao sistema original da planta.

A maior desvantagem do ultimo método ¢ que o célculo das derivadas parciais
necessarias na solucdo do problema de controle, torna-se mais complexo e complicado,
sendo que para cada tipo de integrador a ser utilizado ter-se-a uma expressdo diferente
para as derivadas parciais e, em geral, estas expressoes serdo tao mais complexas e
dificeis de serem obtidas quanto maior a ordem do integrador. O método das derivadas
médias, aplicado a estrutura de integra¢do do tipo Euler, t€m por objetivo principal
simplificar o calculo destas derivadas parciais, pois neste caso, evita-se a utilizagdo de
um integrador de alta ordem, sem, no entanto, prejudicar a precisdo de resposta na
estima¢ao dos estados do sistema dinamico. Porém, nesta ultima estrutura, perde-se de

um lado, pois ela ¢ inevitavelmente uma estrutura de integracdo de passo fixo.
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CAPITULO 6
RESULTADOS E TESTES

6.1 Introducao.

Neste capitulo serdo apresentados os resultados e testes numéricos obtidos pela estrutura
de controle preditivo neural aplicada a dois problemas nao-lineares distintos: o da
dindmica da transferéncia de orbita Terra/Marte de um foguete e o do controle da
atitude de um satélite artificial, apresentados, respectivamente, nas se¢des 6.2 e 6.3.

Com relagdo a representacdo da dindmica destes problemas pela rede neural, trés
métodos distintos sdo considerados: o0 método NARMAX ou das entradas atrasadas, o
método das derivadas instantaneas e o método das derivadas médias ou de Euler. No
problema de transferéncia de Oorbitas Terra/Marte os trés métodos sdo expostos,
simultaneamente, para uma analise da eficiéncia apresentada por cada um deles. No
problema do controle da atitude de satélites artificiais somente a dindmica neural

representada pelo método das derivadas médias ¢ apresentada.
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6.2 O Problema da Transferéncia de Orbitas Terra/Marte.
6.2.1 Dinamica de Transferéncia de Orbita.

Os resultados praticos para o problema de transferéncia de 6rbita Terra/Marte, como
ilustra a Figura 6.1, serdo apresentados nesta secdo. As variaveis de estado deste
problema s3o: a massa do foguete m, o raio da orbita r, a velocidade radial w e a
velocidade transversal v. A tinica varidvel de controle é o angulo guiado do empuxo 6.
As equacdes de estado (Sage, 1968) da dinamica da transferéncia de orbita Terra/Marte

do foguete de massa m sdo:

1 = -0.0749 (1.2)

r=w (1.b)
v? u  T-sinb

W=y M S0 (1.c)
r 2 m

. =w-v T-cosO
V= +

(1.d)
r m

T = Magnitude do Empuxo

w = Yelocidade Radial

v = Yelocidade Transversal

8= Angulo Guiado do Empuxo
rit) = Raio da Orhita do Foguete

m = Taxa do Consumo de
Combustivel

L= Constante Gravitacional

m = Massa Inicial
[1]

FIGURA 6.1- Esquema ilustrativo da transferéncia de érbita Terra/Marte.
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As constantes normalizadas deste problema sdo: uma unidade de tempo ¢ igual a 58.2
dias, uma unidade de comprimento ¢ igual a distdncia média da Terra ao Sol (unidade

astrondmica), p =1.0 (constante gravitacional), T=0.1405 (empuxo do foguete).

6.2.2 Resultados dos Testes.

Uma solu¢do numérica da dindmica obtida pelo integrador neural que utilizou o método
das derivadas instantaneas ¢ apresentada na Figura 6.2, com o emprego de uma politica
de controle aleatéria entre -m e +7 para o controle 0. A curva continua representa a
solugdo numérica obtida pelo integrador Runge-Kutta de quarta ordem que utilizou a
funcdo de derivadas original, os circulos representam a solu¢do numérica do Runge-
Kutta de quarta ordem que utilizou a fun¢do de derivadas neural e os tridngulos sdo as
solucdes obtidas pelo integrador de Adams-Bashforth de quarta ordem que também
utilizou a fun¢do de derivas neural. Neste grafico ¢ importante observar que ha uma
atualizagdo das condig¢des iniciais, em relacdo ao modelo teorico original, a cada 100
passos de integracdo e este passo foi adotado e igual a 0.01. A atualizacdo das condi¢des
iniciais a cada 100 passos de integracdo tem a fun¢do de simular o desempenho do
sistema dinamico, em questdo, em malha fechada, pois todo sistema de controle
aplicado em tempo real tem suas condi¢des iniciais atualizadas pelo sistema de
navegacgao através da atuacao de seus sensores. Desta maneira, ndo ¢ necessario simular
o desempenho do sistema dinamico neural em malha aberta, caso este, bem mais dificil

que o anterior.

Na Figura 6.3 ¢ apresentada @ mesma simulagdo da Figura 6.2, mas com a diferenga
fundamental que as condigdes iniciais dos problemas ndo sdo atualizadas em relagao aos

valores originais.
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FIGURA 6.2 — Testes numéricos dos integradores neurais no problema da
dindmica de transferéncia de 6rbitas Terra/Marte com atualizacoes

das condicdes iniciais apos 100 propagacdes consecutivas (A t=0.01).

Alguns dados importantes quanto a arquitetura e o desempenho da rede neural utilizada
para obter os resultados numéricos das Figuras 6.2 e 6.3 sdo: rede com 5 entradas (4
variaveis de estados e 1 de controle), ha somente uma camada interna com 41 neurdnios
tansig (A =2), rede com 4 saidas (fungdes de derivadas instantineas), as camadas de
entrada e interna possuem cada uma um neurdnio extra de viés com entrada sempre
constante e igual a —I, no treinamento neural foram utilizados 9000 vetores de
entrada/saida durante o treinamento € 1000 vetores de entrada/saida durante os testes, a
média dos erros quadraticos de treinamento e teste alcancados durante o treinamento
foram respectivamente 3,3580.10” e 3,3565.10°, a média das normas das diferencas
entre os valores originais e neurais da Figura 6.2 é de 1,1219.10” e da Figura 6.3 é de
4,8765.107 . Entende-se por média das normas das diferencas entre os valores originais

e neurais o seguinte conjunto de expressdes algébricas:
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nd() = [m(®) - O P+[r© - FOP+ v - OP+ [0 -3OF  2a)

para t =t, + At, t, +2-At, ..., tf €,

n
mnd=1-2nd(t0+j-At) para n=%+l

n j=1

onde de maneira genérica,

2.b)

x(t) ... valor real no instante t, neste caso, obtido pelo Runge-Kutta de 4* ordem;

X(t) ... valor estimado pela rede neural no instante t.
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FIGURA 6.3 — Testes numéricos dos integradores neurais no problema da

dinamica de transferéncia de érbitas Terra/Marte sem atualizacoes

das condicoes iniciais (A t=0.01).
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Para o caso bi-dimensional fica facil entender o conceito fisico de nd(t). Por exemplo,

seja um triangulo retangulo de catetos ey (t) e e,(t) e hipotenusa nd(t). Neste caso, ter-

se-ia que nd(t) =/eq (t)2 +e2(t)2 , ou seja, nd(t) ¢ a estimativa do erro maximo
admissivel e valido para qualquer uma das varidveis ey (t) e e,(t), ja que a hipotenusa

de um triangulo retangulo ¢ o maior dos lados. O valor mnd seria a média das normas

obtidas para todos os instantes de propagacdo considerados.

Os vetores de normalizacao dos padrdes de entrada e de saida da rede neural sdo
respectivamente vne=[1,0000 2,5998 1,0000 1,4999 7,8528] e vns=[0,0749 1,0000
2,1103 1,8561]. Os dominios das variaveis de estado e de controle utilizados para o

treinamento neural foram aqueles como apresentados pela Tabela 6.1.

Por outro lado, a Figura 6.4 apresenta a mesma simulagdo obtida pela Figura 6.3, mas
utilizando o método das derivadas médias com o integrador de Euler ao invés do
método das derivadas instantdneas. Nesta figura, ndo ha atualizacdo das condigdes
iniciais e, portanto, apenas pela analise visual, percebe-se uma melhora significativa nos

resultados obtidos.

TABELA 6.1 — Dominios das variaveis de estado e de controle utilizados no

treinamento neural da funcio de derivadas instantaneas.

Funcao de Derivadas Instantaneas
Variaveis Valor Valor
Minimo Maximo
M 0,2 1,0
R 0,8 2,6
W -1,0 +1,0
\% 0,0 1,5
0 -2,5.7 +2,5.1
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FIGURA 6.4 — Testes numéricos do integrador neural de passo fixo de Euler no
problema da dinamica de transferéncia de érbitas Terra/Marte

(AT=0.01).

Alguns dados importantes quanto a arquitetura e o desempenho da rede neural utilizada
para obter os resultados numéricos da Figura 6.4 sdo: rede com 5 entradas (4 varidveis
de estados e 1 de controle), ha somente uma camada interna com 41 neurdnios tansig
(A =2), rede com 4 saidas (fungdes de derivadas médias), as camadas de entrada e
interna possuem cada uma um neuronio extra de viés com entrada sempre constante e
igual a —1, no treinamento neural foram utilizados 3599 vetores de entrada/saida durante
o treinamento e 1401 vetores de entrada/saida durante os testes, a média dos erros
quadraticos de treinamento e teste alcancados durante o treinamento foram
respectivamente 2,4789.10°% ¢ 2,7344.10°, a média das normas das diferengas entre os
valores originais e neurais ¢ de 1,4916.10” e os vetores de normalizac¢io dos padrdes de

entrada e de saida da rede neural sdo respectivamente vne=[1,000 2,000 1,4998 1,4998
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3,7698] e vng=[ 0,0749 1,4996 1,8416 2,6526]. A média dos erros quadraticos alcangada
pelo método das derivadas instantaneas ¢ de uma grandeza maior que aquele obtido pelo
método das derivadas médias, pois, no caso das derivadas instantaneas, houve saturacao
do aprendizado, ou seja, a diminuicdo de uma casa decimal no erro de treinamento
levara um tempo computacional de processamento extremamente elevado, e portanto,
inviavel na pratica. Os dominios das variaveis de estado e de controle utilizados para o

treinamento neural foram aqueles como apresentados pela Tabela 6.2.

TABELA 6.2 — Dominios das variaveis de estado e de controle utilizados no

treinamento neural da fun¢ao de derivadas médias.

Funcao de Derivadas Médias

Variaveis Valor Valor
Minimo Maiximo

M 0,2 1,0

R 0,8 2,0

W -1,5 +1,5

\% 0,0 1.5

0 -1,2.7 +1,2.7

As Figuras 6.5 e 6.6 também apresentam as mesmas simulagdes obtidas,
respectivamente, pelas Figuras 6.2 e 6.3, mas agora utilizando o método NARMAX ao
invés do método das derivadas instantdneas. Na Figura 6.6 ndo ha atualizacdo das
condi¢des iniciais e, portanto, apenas pela andlise visual, percebe-se que este ultimo
método ¢ o menos eficiente de todos. Alguns dados importantes quanto a arquitetura e o
desempenho da rede neural utilizada para obter os resultados numéricos das Figuras 6.5
e 6.6 sdo: rede com 5 entradas (4 varidveis de estados e 1 de controle no instante t), uma
camada interna com 41 neuronios tansig (A =2), rede com 4 saidas (4 varidveis de
estados no instante t+At para At=0.01), as camadas de entrada e interna possuem
cada uma um neur6nio extra de viés com entrada constante e igual a —1, no treinamento
neural foram utilizados 3599 vetores de entrada/saida durante o treinamento e 1401

vetores de entrada/saida durante os testes, a média dos erros quadraticos de treinamento
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e teste, alcancados durante o treinamento, foram, respectivamente, 2,1115.10'7 e
2,1983.10'6, a média das normas das diferencas entre os valores originais e neurais da
Figura 6.5 ¢ de 7,4837.107 e da Figura 6.6 ¢ de 1,8798.10" e os vetores de
normalizacdo dos padrdes de entrada e de saida da rede neural sdo, respectivamente,
vne=[0.9996 1.9997 1.4999 1.4995 3.7692] e vny=[0.9989 2.0132 1.5081 1.5148]. Os
dominios das varidveis de estado e de controle utilizados para o treinamento neural

foram aqueles como apresentados pela Tabela 6.3.
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FIGURA 6.5 - Método NARMAX para a modelagem neural da dinamica do
problema de transferéncia de érbitas Terra/Marte com atualizagdes

das condicdes iniciais apos 100 propagacdes sucessivas (A t=0.01).

Uma ressalva deve ser mencionada com respeito aos valores apresentados nas Tabelas
6.1, 6.2 e 6.3. Estes valores foram delimitados empiricamente. Por exemplo, em valores
normalizados, se o raio da Terra ¢ considerado igual a 1.0 entdo, o raio da orbita de

Marte sera de aproximadamente 1.6. Logo, numa transferéncia de drbitas entre esses
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dois planetas, nada mais natural que delimitar o dominio de treinamento das rede neural
no intervalo de segurancga [0.8, 2.0]. As demais grandezas foram estipuladas através de
exaustivas simula¢des numéricas no computador, que delimitou essa faixa nos padrdes

em consideragao.
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FIGURA 6.6 — Método NARMAX para a modelagem neural da dinimica do
problema da transferéncia de érbitas Terra/Marte sem atualizacoes

das condicoes iniciais (A t=0.01).

As demais figuras e graficos apresentados nesta secdo sdo referentes a aplicagdo das
redes feedforward sobre as estruturas de controle preditivo neural. As Figuras 6.7 ¢ 6.8
foram obtidas pelo método das derivadas instantaneas onde o integrador utilizado foi o
de Adams-Bashforth de quarta ordem e o horizonte da previsdo igual a 1. E importante
perceber que no método das derivadas instantdneas ¢ possivel variar o passo de

integracao sem precisar treinar uma nova rede neural.
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TABELA 6.3— Dominios das variaveis de estado e de controle utilizados no

treinamento neural através do método NARMAX.

Funcao de Derivadas Médias

Variaveis Valor Valor
maximo minimo

M 0,2 1,0

R 0,8 2,0

W -1,5 +1,5

A% 0,0 1,5

0 -1,2. 7 +1,2.7

Os resultados da Figura 6.7 mostram que para um passo de integragdo no valor de 0.01
unidades de tempo normalizado, consegue-se rastrear com precisdo a trajetoria de
referéncia. A parte inferior da mesma figura demonstra que os controles estimados para
este caso sdo relativamente suaves. Na Figura 6.8 tem-se o resultado de controle
preditivo neural, onde o sistema parte com erro desprezivel em relagdo ao inicio da
trajetoria de referéncia, mas por possuir um passo de integragdo e estimagao iguais entre
si e com o valor relativamente alto de 0.2 os resultados finais da simulagdo nao ficaram
muito precisos. A Figura 6.8 demonstra, portanto, que o método das derivadas

instantaneas ¢ sensivel a escolha do passo de integracao.

As Figuras de 6.9 a 6.14 sdo todas referentes a aplicacdo das redes feedforward sobre as
estruturas de controle preditivo neural através do método das derivadas médias ou de
integracao média de Euler. As Figuras de 6.9 a 6.11 apresentam os resultados numéricos
obtidos pela aplicag@o da rede neural treinada com passo de 0.01 para varios horizontes
distintos, utilizados pela estrutura de controle preditivo, na estimagdo das trajetorias

reais. Como pode ser visto todas essas simulagdes foram bem sucedidas.

As Figuras de 6.12 a 6.14 apresentam algo semelhante aquilo que foi apresentado nas
Figuras de 6.9 a 6.11, mas aqui o passo de integracdo foi alterado para 0.1 ao invés de

0.01. Como o software desenvolvido neste trabalho sé funciona corretamente quando o
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passo de integracdo ¢ igual ao passo de estimagdo, entdo para a realizacdo destes
ultimos testes foi necessario treinar uma nova rede neural com passo de integracao 0.1.
Os resultados apresentados aqui sdo tambem semelhantes aqueles obtidos com passo de

integracao igual a 0.01.
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TABELA 6.4 — Parametros e desempenho alcancado pelo estimador preditivo.

Numero de Iteracdes do Filtro de Kalman em cada instante = 30

t,=0.0 R,=10
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
_ -13 -3 3 4
At =0.01 Uy=0e a=02 [0,01.10 4,97.10 1,14.10 4,75.107]
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FIGURA 6.7 — Estrutura de controle preditivo neural aplicada a dinimica de
transferéncia de orbitas Terra/Marte utilizando o método de

Adams-Bashforth de quarta ordem (A t=0.01).
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TABELA 6.5 — Parametros e desempenho alcancado pelo estimador preditivo.

T.20.0 R.=10" Numero de Iteracdes do Filtro de Kalman em cada instante = 30
T=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
At=02 |G _pea=02 [7,510° 30107  3,04.107 9,4.107]
0= .
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FIGURA 6.8 — Estrutura de controle preditivo neural aplicada a dinimica de
transferéncia de Orbitas Terra/Marte utilizando o método de

Adams-Bashforth de quarta ordem (A t=0.2).
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Tabela 6.6 — Parametros e desempenho alcan¢ado pelo estimador preditivo.

£.=0.0 R,=102 Numero de Iteracdes do Filtro de Kalman em cada instante = 20
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
At=001 | G _gea=02 [04.107  2,29.107  537.10° 2,72.107
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Figure 6.9 — Estrutura de controle preditivo neural aplicada a dinamica de
transferéncia de orbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.01 e m=1).
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TABELA 6.7 — Parametros e desempenho alcancado pelo estimador preditivo.

t.=0.0 R.=1 Numero de Iteracdes do Filtro de Kalman em cada instante = 20
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
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FIGURA 6.10 - Estrutura de controle preditivo neural aplicada a dinimica de
transferéncia de érbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.01 e m=5).
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TABELA 6.8-Parametros e desempenho alcancado pelo estimador preditivo.

¢ =0.0 R.=1 Numero de Iteracdes do Filtro de Kalman em cada instante = 20
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
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FIGURA 6.11 - Estrutura de controle preditivo neural aplicada a dinAmica de
transferéncia de orbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.01 e m=10).
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TABELA 6.9-Parametros e desempenho alcancado pelo estimador preditivo.

t.=0.0 R.=1 Numero de Iteracdes do Filtro de Kalman em cada instante = 10
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
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FIGURA 6.12 - Estrutura de controle preditivo neural aplicada a dinAmica de
transferéncia de orbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.1 e m=1).
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TABELA 6.10-Parametros e desempenho alcancado pelo estimador preditivo.

£,=0.0 R,=10> Numero de Iteracdes do Filtro de Kalman em cada instante =5
t=3.1 Ry=10" Erros Absolutos das Varaveis de Estado (EAVE) em t; =
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FIGURA 6.13 — Estrutura de controle preditivo neural aplicada a dinimica de
transferéncia de érbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.1 e m=5).
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TABELA 6.11-Parimetros e desempenho alcancado pelo estimador preditivo.

£,=0.0 R,~1 0 Numero de Iteracdes do Filtro de Kalman em cada instante =5
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FIGURA 6.14 - Estrutura de controle preditivo neural aplicada a dinimica de

transferéncia de érbitas Terra/Marte utilizando o método de passo

fixo de Euler ou das derivadas médias (A t=0.1 e m=10).
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6.2.3 Analise dos Resultados.

Uma nova abordagem para obter modelos de sistemas discretos para frente, para ser
utilizada em esquemas de controle onde um modelo interno ¢ necessario, foi aplicada
para a dinamica do problema de transferéncia de oOrbitas Terra/Marte. A estrutura de
integradores numéricos Ordinary Differential Equation (ODE) foi utilizada para obter
um modelo discreto para frente onde a rede neural teve somente que aprender e
aproximar uma fun¢do de derivadas, que ¢ de natureza estatica, do sistema dinamico

considerado. Os testes reforcaram os seguintes aspectos caracteristicos:

1) ¢ uma tarefa mais simples treinar uma rede neural feedforward para aprender uma
fun¢do algébrica estatica de um sistema dinamico ODE (onde as entradas sdo
variaveis dos estados e dos controles), do que treina-la para aprender um modelo
discreto do tipo NARMAX (onde as entradas sdao compostas de respostas
atrasadas de estados e controles); a rede neural inserida em um integrador ODE
resultou ser mais simples, em termos da necessidade do nimeros de neurdnios,
uma vez que ela ndo tem que aprender a lei da dinamica, mas somente a fungao
de derivadas;

2) para se controlar a precisdo do erro do integracdo, no caso especifico do método

das derivadas instantaneas, pode-se variar o tamanho do passo do integrador e a

ordem do integrador numérico;

O uso de integradores numéricos neurais como um modelo interno em uma estrutura de
controle preditivo aplicados no exemplo pratico do problema de transferéncia de dorbitas

implicou que:

1) interpretagdo estocastica dos erros da mais realismo ao tratamento do problema,

e facilita o ajuste das matrizes de pesos num funcional de controle preditivo;

2) a performance dos algoritmos de processamento paralelo garante a
aplicabilidade em tempo real desta metodologia, pois o algoritmo convergiu

adequadamente com somente um passo a frente para rastrear o horizonte de
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controle, embora com varios horizontes a frente o modelo também tenha sido

testado.

Para finalizar essa sec¢do, a Tabela 6.12 trds um resumo dos parametros utilizados para

gerar os graficos das simulagdes apresentadas anteriormente pelas figuras de 6.7 a 6.14.

TABELA 6.12 — Resumo detalhado das simulag¢oes

numéricas

obtidas pela

estrutura de controle preditivo neural sobre o problema de

trasferéncia de orbitas Terra/Marte.

Numero de
Estrutura de Controle | Iteracdes do filtro | At R, Ry Norma Numero
Preditivo Neural de Kalman em do Erro de
cada instante Absoluto | Horizontes
Derivadas Instantaneas
(Adams-Bashforth de 30 0.01]107%| 10" | 5,12. 107 1
quarta ordem — Fig. 6.7)
Derivadas Instantaneas
(Adams-Bashforth de 30 0.2 [ 107 ] 10" | 3,28.107 1
quarta ordem — Fig. 6.8 )
Derivadas
Médias — Fig. 6.9 20 0.01]107%| 10" | 2,37. 10 1
Derivadas
Médias — Fig. 6.10 20 001 1 |10 ]1,90.107 5
Derivadas
Médias — Fig. 6.11 20 001 1 | 10" ]1,98.107 10
Derivadas
Médias — Fig. 6.12 10 01| 1 |10 |2,23.10° 1
Derivadas
Médias — Fig. 6.13 5 0.1 [10%] 10" | 1,75. 107 5
Derivadas
Médias — Fig. 6.14 5 0.1 10%] 10" | 1,67. 10 10
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6.3 O Problema de Controle da Atitude de Satélites Artificiais.

As equagdes cinematicas (Wertz, 1978) e dinamicas (Kaplan, 1976) para a
representacdo do movimento da atitude de satélites artificiais atuando como corpos

rigidos sdo dadas, respectivamente, por:

d) ; cosQ —sin@ 0 Wy

0} = -| cos@.cosO sing.cosO 0 [-qwy (3.2)
.| cos® . N

[0) —cos@.sin@ —sin@.sin@ cos6 W,

I, -1 T
Wy = ZI X .wx.wz+l—y (3.b)
y y
I, -1
W, =| —— Wy Wy +—£
IZ z

onde, ¢, O e ¢ sdo os denominados dngulos de Euler e wy, wy e w, sdo as velocidades

angulares em relag@o aos eixos fixos ao corpo. As grandezas Ty, Ty e T, s@o os torques
externos que o satélite, que se comporta como corpo rigido, estd sujeito no espago, e sao
também as variaveis de controle. As trajetorias de referéncia sdo dadas somente para os
angulos de Euler. As expressoes das referéncias para os angulos de Euler sdo dadas por
exponenciais decrescentes (Silva, 2001) e constantemente atualizadas pelos dados de

navegagao, ou seja:

Oref (tics1) = Oty ) - exp[—B - (txr1 —ty )] (4.2)
Oref (tic+1) = O(ty ) - exp[—B - (tyc 41 — tyc )] (4.b)
Pref (tis1) = Oty ) - exp[-B - (tq —ti )] (4.0
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A matriz de inércia para o exemplo em questdo foi adotada (Rimrott,1989) em:

30 0 0
I=| 0 40 0 |[kg.m?] (5)
0 0 20

As equacdes (3.a) e (3.b) representam um sistema de equacdes diferenciais ordinarias

ndo-linear com 6 variaveis de estado e 3 variaveis de controle.

Nesta secdo serdo apresentadas as simulagdes numéricas obtidas pela estrutura de
controle preditivo neural que trabalhou com o modelo da dindmica, representado pelo
método das derivadas médias, na tentativa de representar as equacdes (3.a) e (3.b) por
uma rede neural com arquitetura feedforward através de um treinamento
supervisionado. Entretanto, antes disso ¢ necessario dar um pequeno esclarecimento do

funcionamento de uma estrutura de controle preditivo como mostrado na Figura 6.15.

A Figura 6.15 representa um esquema simplificado do funcionamento de uma estrutura
de controle preditivo. O mais importante a saber a respeito deste fluxograma ¢ da
existéncia de dois modelos dindmicos: o modelo de trabalho ¢ o modelo de validagao.
Para ser correto, o modelo de trabalho deve ser representado pela rede neural treinada
pelo método das derivadas médias e o modelo de validacdo por um integrador de alta-

ordem integrando as funcdes de derivadas (3.a) e (3.b), onde Aty é o passo de
integragdo neural do método das derivadas médias, Aty € o passo da estrutura de
controle preditivo e At ¢ o passo do integrador de alta-ordem sobre o sistema

dindmico dado pelas funcdes de derivadas originais.

A Figura 6.15 faz-se necessaria em vista da dificuldade, que algumas vezes ¢ verificada,
da rede neural aprender a dindmica de um sistema. Como pode ser visto na Figura 6.20
e 6.21 a estrutura de controle preditivo neural apresenta ainda um pequeno desvio que
oscila ligeiramente fora da referéncia do angulo zero. Para explicar essa caracteristica
indesejavel e atribui-la ao fato de que ¢ devida a um erro de treinamento neural ainda

insuficiente se faz uso da Figura 6.15.
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Minimizar o Funcional Quadratico:

[Yr (ty + At)— YN (t, + At)]z+[U_1 - fJ(to)]z

O Sistema Parte de:
Condicao Inicial = Y(t0 )

A

Informacio a Priori do Controle= U

Através da Integracio Numérica da Funcio de
’I_,?oplng Derivadas Original. Passo: At3 = At/
Tipico para n
um Estimagdo de Y(t, + At)
P~r0blema (Modelo de Trabalho) Através das Redes Neurais como funcao de
Nao-LInear
l derivadas médias. Passo: Atl

Estimativa do Controle U que minimiza o funcional
através do Filtro de Kalman

Passo: Aty

!

Fase de Propacio (Modelo de Validagao)

Aty = At%
i

Reinicializar

FIGURA 6.15 — Fluxograma geral de uma estrutura de controle preditivo.

Para comprovar a afirmagdo anterior primeiro ¢ necessario analisar os casos ideais, ou
seja, quando a estrutura de controle preditivo trabalha com os modelos de trabalho e de
validagdo, ambos, sendo representados por um integrador de alta-ordem que faz uso das
funcdes de derivadas originais dadas pelas expressdes (3.a) e (3.b), sem a presenca de
ruidos no modelo de validagdo. Como podem demonstrar as Figuras 6.16 e 6.17,
respectivamente, obtidas para os valores de B= 0.05 e =0.01 (ver equacdes 4.a a 4.b);

nestes dois casos houve convergéncia e a influencia do parametro 3 ¢ em apenas alargar
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o intervalo de tempo para a estabilizacdo do satélite na referencia zero, quando [3
decresce. Observe que aqui ainda ndo se fez uso da rede neural. Entretanto, o problema
maior esta presente nas Figuras 6.20 e 6.21, onde o modelo de trabalho ¢ dado pela rede
neural e o modelo de validacdo representado pelo integrador de alta-ordem. Neste caso,
como ja dito anteriormente, o algoritmo converge para um valor que oscila ligeiramente
fora da referencia zero para dois dos angulos. Para entender esse comportamento e saber
que o responsavel por essa imprecisdo ¢ um Erro quadratico Médio (EQM) de

treinamento neural insuficiente, deve-se recorrer as Figuras 6.18 e 6.19.

Na Figura 6.18 tanto o modelo de trabalho como o modelo de validagdo sdo dados sem
a utilizagdo da rede neural. Entretanto, nesta figura até o instante de t=30 [s] o modelo
de validagdo est4d sem ruido, mas depois disso um ruido de aproximadamente de 120%
do valor nominal ¢ acrescentado ao modelo de validacdo, fazendo que a estrutura de
controle preditivo convirja para valores fora dos nominais. A finalidade de se
acrescentar o ruido € para simular o erro gerado pela rede neural, com a vantagem agora
de poder especifica-lo na magnitude que se interessa, mas sem precisar passar por um
processo penoso ¢ demorado de treinamento neural para obter a grandeza desses

mesSmos €1ros.

A atencdo principal esta, entdo, na Figura 6.18 com ruido de 120% do valor nominal,
pois esse comportamento € semelhante aquele obtido pela rede neural das Figuras 6.20 e
6.21, a menos de estar bem mais exagerado. O que se verifica experimentalmente ¢ que
se for diminuido o valor do ruido presente na Figura 6.18, entdo o esquema de controle
preditivo convergird para um valor nominal mais preciso, como ilustra a Figura 6.19,

onde o ruido foi reduzido para 100%.

Entretanto, tentar diminuir os ruidos presentes nas Figuras 6.20 e 6.21 ¢ uma tarefa, na
pratica, dificil uma vez que se observou a saturagdo do aprendizado da rede neural, ou
seja, o tempo de processamento do treinamento neural em questdo torna-se grande

demais para ser considerado viavel.
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

D = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

t,=0 [s] e t= 100 [s]

B =0.05,R,=10" e R,=10"°

Aty (Passo da Rede Neural)= Nao foi utilizado

2
At; (Passo do Modelo de Validacao) = 0 [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracoes do Filtro de Kalman = 15 Iteracdes
(em cada instante)

Variaveis de Estados:

g [rad]

a0

Tempo [s]

50
Tempao [5]

a0 100

i, [rad/s]

a0

a0

a0

100 100 100
Tempo [s] Tempo [s] Tempo [s]
Variaveis de Controles Estimados:
1 T 1 T 1 T
e e T o
1] 0 2 )
— | — | — 0 .
E : E : E :
= Afp---------- e =N EEEEEEEEEE e mmmmmme - = 05p---------- - mmmm -
e : = : iy :
| | Ab---------- I-==-=-==-==-=-=
T7) S - L) S [ !
: : R e
3 : 3 : 2 :
a &0 100 1] a0 100 a =] 100
Tempo [s] Termpo [s] Tempo [s]

FIGURA 6.16 — Estrutura de controle
ruido e =0.05.

preditivo com apenas o integrador, sem
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

D = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

to= 0 [s] e t= 500 [s]

B=0.01,R,=10" e R,=10"°

Aty (Passo da Rede Neural)= Nao foi utilizada

2
At; (Passo do Modelo de Validacao) = 0 [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracoes do Filtro de Kalman = 40 Iteracdes

(em cada instante) e a=0.15
Variaveis de Estados:
0.4 . . 0.4 . . 0.4 T .
O3 O3f--mm 03—
o] T S booooo- T 02} ---- boooo- R 1] S . R
5 . = . . N .
I Rt EEEEE I LRt CEEEE R A LRt CEEEEE
i : i : i :
0 200 400 GO0 0 200 400 GO0 0 200 400 G00
Tempo [s] Tempo [s] Tempo [s]
0.2 i 015 i i 0.2 H
Sl e ) r ______ T ______ Sl R kit

o | | 2 005k------ A b 0] : :

Z 0D : : -2 : : £ 0 ' : -

- N e I L

Rl Proneee Teoene 005 F------ R LA Rl Poosee i
s X X 01 X X 02 . X
0 200 400 GO0 0 200 400 GO0 0 200 400 G00
Tempo [s] Tempo [s] Tempo [s]
Variaveis de Controles Estimados:
'd' T T 'd' T T 2 T T
2 R I

sl b Eq L | B

Z0 : S = : : = !

s e : : el R bl
R e Y SR S S
4 : : 4 : : 3 i :

0 200 400 GO0 0 200 400 GO0 0 200 400 G00
Tempo [s] Tempo [s] Tempo [s]

FIGURA 6.17 — Estrutura de controle preditivo com apenas o integrador, sem

ruido e f=0.01.
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

Dx = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

te=0 [s] e t= 200 [s]

B =0.05,R,=10" e R,=10"°

At; (Passo da Rede Neural)= Nao foi utilizada

At; (Passo do Modelo de Validacao) = 5—20 [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracgoes do Filtro de Kalman = 15 Iteracoes
(em cada instante) e a=0.15

Variaveis de Estados:

0.5 T T T 0.5 T T T 0.4 T T T

0.4 :
Eo3 E Z
- A :

0.2t '

0.1 H X X 0 H X X 04 H X X

50 100 150 200 ] 50 100 150 200 50 100 150 200
Tempo [s] Tempo [s] Tempo [s]
0.15 0z 7 7 T 02 T T T
: | ' OAf----1----- immmmmp -

w, [rad/s]
Wy [rad/s]

iy [rad/s]

50 100 150 200 50

0.2
0

100 150 200 100 150 200

0
Tempo [s] Tempo [s] Tempo [s]
Variaveis de Controles Estimados:
1 T T T 2 T T T 2 T T T
Uhvﬂpl — oy T
£ L £ L E O0fp—t———
R e e e = e Tt HE=2 b
= | ' ! e ! ' ! LT TN A S o [
] e T e S TP SO IO N
i X : X 5 X : X 3 : : X
0 a0 100 150 200 0 a0 100 150 200 0 a0 100 150 200
Tempo 5] Tempo 3] Tempo [3]

FIGURA 6.18 — Estrutura de controle
ruido de 120%

preditivo com apenas o integrador e com

entre o modelo de trabalho e o modelo de

validacao a partir de t=30(s].
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

Dx = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

te=0 [s] e t= 100 [s]

B =0.05,R,=10" e R,=10"°

At; (Passo da Rede Neural)= Nao foi utilizada

At; (Passo do Modelo de Validacao) = 5—20 [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracgoes do Filtro de Kalman = 15 Iteracoes
(em cada instante) e a=0.15

Variaveis de Estados:

0.6

¢ [rad]
@ [rad]

w [rad]

01 s
0 50

0.15

Tempo [s]

a0
Tempo [s]

a0

0.1

0.05

wiy [rad/s]
Wy [radis]

0.05

01 : 5
0 a0
Termpo [5]

Variaveis de Controles Estimados:
1 T

Termpo [5]

a0 a0

0 /\f\__?a:—
£ e
Z Ao LR
= !

-] P -

3 : 3 : 2 :

0 50 100 a 50 100 1] 50 100
Termpo [s] Tempo [s] Tempo [s]

FIGURA 6.19 — Estrutura de controle preditivo com apenas o integrador e com

ruido de 100%

entre o modelo de trabalho e o modelo de

validacio a partir de t=30 [s].
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

Dx = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

to=0 [s] e t= 400 [s]

B =0.05,R,=10" e R,=10"°

At (Passo da Rede Neural)= 0.4

At; (Passo do Modelo de Validacao) = 5—20 [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracgoes do Filtro de Kalman = 15 Iteracoes

(em cada instante) e a=0.15
Variaveis de Estado:
0.4 . . T 0.4 . T . 0.4 T . .
0.3
_nz
=z =
£ E
o 01F -
D I
-01 : : . : . : 0. . : :
0 100 200 300 400 100 200 300 400 0 100 200 300 400
Tempo [5] Tempo [5] Tempo [5]
0.2 , 0.15 ; ; . .
o i AR Sl S i :
Z : 2 L ) :
E : EO005E---- i 5 R :
= 0 ; o ! Lo = .
= = ] A S Loh =
O B e s AR R
0 100 200 300 400 100 200 300 400 0 100 200 300 400
Tempoa [s] Tempo [s] Tempoa [s]
Variaveis de Controle:
T T ‘ll T T T
R i I e e
B : . E | : : B
= : ' = 0 T —— ] =
[y | i ) | | | [
S - 2f---- L R
: : 4 : : :
200 300 400 0 100 200 300 400
Ternpo [3] Ternpo [s] Termpo [s]

FIGURA 6.20 — Estrutura de controle preditivo com a rede neural trabalhando

como modelo de trabalho e o integrador como modelo de

validacao.
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Condigoes Iniciais:

—0=0p=20=—".20 [rad
] ¢ 180 [rad]

Condigoes Iniciais:

Dx = Oy = 0, = 1[rpm]=3—T:) -1 [rad/s]

t,=0 [s] e t= 2000 [s]

B =0.05,R,=10" e R,=10"°

At (Passo da Rede Neural)= 0.4

Atz(Passo do Modelo de Validacao) = % [s]

Runge-Kutta de Quarta Ordem

At, (Passo do Controle Preditivo)= 2 [s]

Iteracgoes do Filtro de Kalman = 15 Iteracoes

(em cada instante) e a=0.15
Variaveis de Estado:
02 T T T 0z T T T 0.2 T T T
TN R - et IR 1] SEEEFEREES - et I A1 SEEEFEREES - beee-
Rl R e e 1) e e e FTha] T St e e
+ 005)----doooo oo booe = 0.05 IR oo R (L] SR oo Fooe
s o [ TUSEL TR W D! SR
1] S R - - - be--- i) ] SRR - -- be--- B )] SR R - - Fe---
a1 ! ! : a1 ! ! ! o1 ! ! !
0 500 1000 1500 2000 0 500 1000 1500 2000 0 500 1000 1500 2000
Ternpa [5] Tempo [s] Ternpao [5]
0.1 , , ; 0.1 a1 . . .
005f----1----- RRREE ro---1 008 0O05f----1----- RRREE oo
w : : , w = : : .
E D 1 1 1 —?_5 D E D 1 1 1
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1 S - Fe---{ 0.8 oosf----4----- - oo
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0 500 1000 1500 2000 0 500 1000 1500 2000 0 500 1000 1500 2000
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FIGURA 6.21 — Estrutura de controle preditivo com a rede neural trabalhando

como modelo de trabalho e o integrador como modelo de

validacao.
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6.3.1 Comentarios e Conclusoes.

As Figuras 6.20 e 6.21 demonstram que os resultados obtidos pela estrutura de controle
preditivo neural apresentam uma oscilacdo ligeiramente afastada da condi¢do nominal
desejada. A Figura 6.21 destaca o fato que essa oscilagdo ndo pode ser amortecida pelo
modelo de trabalho, representado pela rede neural, com o decorrer do tempo e como ja

observado anteriormente por Carrara (1997).

Ha evidencias bastante fortes que isso se deve ao fato do EQM de aprendizado da rede
neural saturar em torno de um valor ainda insuficiente para controlar sistemas
dinamicos que representam a atitude de satélites artificiais. O método de treinamento
neural utilizado para fazer a rede feedforward aprender a dindmica de atitude de um
satélite foi o do filtro de Kalman com processamento paralelo e recursivo e com a
heuristica de se atualizar empiricamente as matrizes de covaridncias dos pesos da rede,
como explicado no Capitulo 3. Mesmo ap6s a melhora obtida no EQM com o emprego
da atualizagdo das matrizes de covariancias dos pesos de treinamento, ainda assim,
observou-se um aprendizado insuficiente conseguido pela rede. Treinar a rede neural
com um erro ainda menor que o conseguido ¢ uma tarefa do ponto de vista
computacional invidvel, pois o tempo requerido para isso seria muito grande. Solucionar
esse problema de saturagdo da rede neural, torna-se entdo uma area de pesquisa bastante

importante a ser explorada em trabalhos futuros.
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CAPITULO 7

COMENTARIOS E CONCLUSOES

Neste trabalho foi proposta, desenvolvida e testada a metodologia de se utilizar
integradores numéricos trabalhando em conjunto com as redes neurais artificiais com
arquitetura do tipo feedforward como modelo interno em controle preditivo. Embora,
Wang e Lin (1998b) ja tenham feito isso na tentativa bem sucedida de representar
sistemas dinamicos, neste trabalho estendeu-se a metodologia usando também derivadas
médias e a énfase foi na aplicacdo em teoria de controle e, em particular, nas estruturas
de controle preditivo. Neste caso, a rede neural simplesmente faz o papel da fungdo de
derivadas do sistema dindmico ndo-linear autdbnomo, mas com a principal vantagem de
simplificar a fase computacional de treinamento neural. Todos os resultados numéricos
e simulacdes obtidos neste trabalho, foram processados no MATLAB. Apesar de ter
sido utilizados também os algoritmos de processamento paralelo do filtro de Kalman,
essa implementacdo foi considerada apenas em nivel de software e ndao em nivel de

hardware.

Entretanto, verificaram-se varios problemas de implementacdo computacional da
metodologia com as derivadas instantaneas. Entre eles citam-se: dificuldades no
desenvolvimento das expressdes analiticas da retro-propagagdo dos estados futuros em
relagdo aos controles atrasados e generalizacao do horizonte de controle na estrutura de
controle preditivo; a avaliacdo de viabilidade de implementacdo numérica da retro-
propagacdo em contraste com a analitica; e as determinagdes da ordem e do tipo do
integrador a ser utilizado em conjunto com a rede neural. Todos esses problemas
tiveram que ser explorados para a consolidagdo desta metodologia. Deste modo, esse
trabalho que inicialmente era de caracter tecnologico transformou-se num trabalho de

caracter tedrico, computacional e tecnologico.

Desta maneira, para solucionar alguns dos problemas citados anteriormente ¢ que foi

desenvolvido o método das derivadas médias. Em primeiro lugar, este método tem a
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vantagem de ser de primeira ordem, porém com uma precisdo equivalente aos
integradores de mais alta ordem. O fato do método das derivadas médias ser de primeira
ordem e possibilitar uma precisdo elevada tem-se uma série de vantagens, tais como: as
expressoes analiticas para os Jacobianos, exigidas durante o treinamento da rede neural
e da aplicacao da estrutura de controle preditivo, resultam ser bem mais simples € bem
mais faceis de serem obtidas e aplicadas do que aquelas exigidas pelos integradores de
mais elevada ordem, além de exigir um tempo de processamento computacional menor.
O unico inconveniente deste método ¢ que ele ¢ de passo fixo, ou seja, querer alterar o
passo de integracdo deste método exige o treinamento de uma nova rede neural. A
Tabela 7.1 registra as conclusdes quanto as caracteristicas das alternativas derivadas
instantaneas e derivadas médias. Observe que ndo hd uma tUnica regra magica que
permita realizar esta escolha, mas sim um conjunto de informagdes consistentes a ser

consideradas para cada caso em particular.

TABELA 7.1 — Principais caracteristicas dos tipos de integrador neural.

Método das Derivadas Instantineas Método das Derivadas Médias
Todos os tipos de integradores sao Basta o integrador do tipo Euler
aplicados a ele.
Complexidades analiticas na retro- Retro-propagacdo analitica ja bem
propagacao ainda a serem superadas definida
Retro-propaga¢do numérica aparentemente | Retro-propagagdo numérica equivalente a
satisfatoria analitica
Passo de integracdo variavel Passo de Integracdo fixo
Processamento mais /ento, pois possui Processamento mais rdpido, pois possui
expressoes analiticas mais complicadas expressoes analiticas mais simples
Controle estimado aparentemente mais Controle estimado aparentemente menos
suave suave
Assume-se que o sistema dindmico ¢ de Pode-se trabalhar com entradas atrasadas
primeira ordem

Os testes numéricos refor¢aram os seguintes aspectos caracteristicas da modelagem com

uma estrutura neural de integragdo numérica:
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1))

2)

¢ uma tarefa mais simples treinar uma rede neural feedforward para aprender
uma fungdo algébrica estitica de um sistema dindmico Ordinary Differential
Equation (ODE), do que treind-la para aprender um modelo discreto do tipo
NARMAX; a rede neural inserida em um integrador ODE resultou ser mais
simples, em termos da necessidade dos numeros de neurénios, uma vez que ela

ndo tem que aprender a lei da dindmica, mas somente a fun¢ao de derivadas;

a utilizagdo de uma rede neural num modelo de sistema dindmico discreto
naturalmente permitird a implementagdo de esquemas de controle adaptativos,

por explorar a capacidade de aprendizado da rede neural;

O uso de integradores numéricos neurais e de filtragem de Kalman em controle

preditivo implicou que:

1)

2)

3)

a interpretacdo estocastica dos erros da mais realismo ao tratamento do
problema, e facilita o ajuste das matrizes de pesos num funcional de controle

preditivo;

a versao do processamento paralelo local do algoritmo do filtro de Kalman para
estimar as ag¢des de controle tem uma eficacia equivalente aquela correspondente
ao algoritmo do filtro de Kalman aplicado ao treinamento neural, como
esperado, uma vez que eles sdo algoritmos completamente similares utilizados

para resolver numericamente problemas de estimacgao de parametros;

somente um passo a frente foi suficiente para rastrear o horizonte de controle,
embora com mais horizontes a frente o modelo também tenha sido testado; esta
caracteristica juntamente com a performance dos algoritmos de processamento

paralelo, garante a aplicabilidade em tempo real.

Finalmente, ¢ importante notar que mesmo em situacdes onde um modelo matematico

ODE nao esta disponivel, a estrutura de integrador numérico com uma rede feedforward

no lugar da fungdo de derivadas pode ser treinada para obter um modelo interno discreto

em esquemas de controle. Note também que poder-se-ia utilizar diretamente um
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integrador numérico ODE como um modelo discreto do sistema dinamico em estruturas

de controle preditivo; entretanto neste caso ndo se teria a facilidade inerente de uma

rede neural em estruturas de controle adaptativo para melhorar o desempenho do

sistema de controle em tempo real.

Por outro lado, héa ainda algumas tarefas que podem ser desenvolvidas futuramente na

tentativa de aprimorar este trabalho. Entre elas, citam-se:

1)

2)

3)

4)

deduzir as expressoes analiticas da retro-propagacdo numa estrutura de controle
preditivo para integradores de alta ordem. Por exemplo, procurar expressdes
analiticas da retro-propagacdo para uma gama bem ampla de integradores
neurais de simples e multiplos passos e verificar uma possivel ordem de
formacgao para essas expressdes analiticas. Ha bastante trabalho algébrico nesta
tarefa que deve ser analisado com cuidado, pois as expressdes numéricas da
retro-propagacao sao bem mais simples, genéricas e precisas. Entretanto,
excelentes resultados analiticos ja foram obtidos neste sentido, como, por
exemplo, o jacobiano para a estrutura de integracdo neural feedforward do tipo
Runge-Kutta de quarta ordem (Wang e Lin, 1998b) para o treinamento de
sistemas dinamicos, a inser¢ao das estruturas de integracdo neural na teoria de
controle (Rios Neto, 2001) e o jacobiano da estrutura de controle preditivo para

o método das derivadas médias, este ultimo, desenvolvido neste trabalho;

desenvolver estruturas de integra¢ao neural utilizando outros tipos de arquitetura

neural, além das redes feedforward,

verificar se a fun¢do analitica que determina a arquitetura de uma rede
feedforward ¢é integravel, pois neste caso evitar-se-ia a utilizacdo de integradores
numéricos e consequentemente os erros globais de propagagdo das solucdes

obtidas numéricamente;

resolver muitos outros problemas praticos para o desenvolvimento e
amadurecimento dos problemas tecnologicos de controle possiveis de serem

resolvidos através da metodologia apresentada aqui.
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APENDICE A

EQUIVALENCIA MATEMATICA ENTRE OS METODOS
DE TREINAMENTO NEURAL

Neste apéndice pretende-se desenvolver matematicamente a relacdo existente entre os
métodos do gradiente e do filtro de Kalman estendido utilizados no treinamento de uma
rede neural. Como serd visto a seguir, provar-se-a que o método do gradiente ¢ um caso
particular do filtro de Kalman estendido (Chandran, 1994). Inicialmente dar-se-4 o
desenvolvimento matematico do método do gradiente e, em seguida, o desenvolvimento
analitico do filtro de Kalman estendido provando-se no final que o primeiro método ¢

um caso particular do segundo.

No treinamento de uma rede neural o algoritmo do gradiente do erro (erroneamente
conhecido como retro-propagacdo ou backpropagation) ¢ sem davida alguma o mais
difundido e utilizado. As razdes para isso sdo muitas: tempo de processamento de cada
iteragdo bastante reduzido, ¢ de facil implementacdo computacional e exige baixa
memoria computacional durante seu processamento. A desvantagem deste algoritmo ¢
sua baixa velocidade de convergéncia; exigindo, muitas vezes, centenas ou até milhares
de iteragdes para que um treinamento seja bem sucedido. O algoritmo do gradiente
utiliza-se do critério de minimizag¢do do erro quadratico médio (Zurada, 1992) da rede
para o ajuste dos pesos durante o processo de aprendizagem. No caso de um

treinamento supervisionado seqiiencial , a funcao que deve ser minimizada ¢ o funcional

da forma,

min J(t,i) = % L (t,0) - r(t, i) (1)
para,

r(t,i) = y(t) - y(t,i) para t=1,2,..,pei=1,2,..,1 (2)
onde,

179



r(t, i) ... vetor de residuos;

J(t, i) ... indice de desempenho quadratico do t-ésimo vetor de padrdes de treinamento

de saida desejado da rede na i-ésima iteragdo;

y(®) =[y1(t) y2(t) ... Yng (t)]T ... t-ésimo vetor de padrdes de treinamento de saida

desejado da rede;

y(&,0) = [y (t,i) y2(t,0) ... yp, (8, i)]T ... saida da rede relacionada ao t-ésimo padrao de

treinamento na i-ésima iteracao;

i ... indice que caracteriza a natureza ndo-linear e iterativa do método de treinamento

neural;

t ... indice que especifica o padrao de treinamento atual,
ng, ... nimero total de saidas da rede;

p ... numero total de padrdes de treinamento;

I ... nimero total de iteragdes realizadas pelo método.

O gradiente do funcional J(t,i) da camada 1 da rede ¢ definido como:

I AUt ]
1 1
oW1t OWnyq+1
vi'ep=| : . P
aJLi)  BJ(bi)
1 1
i aWnk 1 aWnlnl_l +1 |

)

Para uma melhor compreensao dos indices presentes na matriz (3) ver a Figura 3.6 do

Capitulo 3. O ajuste dos pesos ¢ realizado na dire¢do oposta ao do gradiente da fungao

J(t,i) (e.g., Carrara, 1997), ou seja,
Wt +1,i) =W (t,i) -« - VI (t,i)
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para,

w1,i+1) =W(p,i)-a- VI (p,i) (4.0)
onde,
0<a <1 .. taxa de aprendizagem da rede.

A escolha de o geralmente ¢ empirica. Valores muito alto de o podem causar
divergéncia do método, por outro lado, valores pequenos se caracterizam por um

aprendizado muito lento podendo acontecer que os pesos, oriundos da estimacao,

fiquem presos a um minimo local. E importante observar que o gradiente VJl(t,i) ¢

composto pelas derivadas parciais dos erros quadraticos das saida da rede em relagao
aos pesos. Entretanto, ¢ conveniente expressar este gradiente em fungdo das derivadas
parciais em relagdo as saidas da rede, visto que, a retro-propagacao, como
desenvolvida no Capitulo 3, foi computada em relagdo somente a estas ultimas

derivadas. Isto pode ser realizado de maneira bastante simples, como segue:

ry(t,i)
A1) ety (D)

I, (6)

AR S P |
J(t,i) = 5 r-(t,i)-r(t,i) 5

1
=3 rE(t,i) + ... +er (t,i)] (5)

Empregando a regra da cadeia para diferenciar a equagdo (5) em relagdo ao peso w}k,

tem-se:
Lt i ory,. (ti
o (lt’l) = rl(t,i)-—a rl(:{’l) + o Iy, (t,i)-—“Lf( ) (6)
6wjk 6le anJ

Substituindo a relagdo (2) na equagao (6), vem:
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Le¢ i -Vq(t.i 0 -y, (ti
oy (lt,l) (i) 0 [y1(t) El (t,0)] R [ynL( ) an( )J o
aWJk 8W1J Gwlj
Simplificando a equagao (7), resulta:
aIl(t,i . OV (ti . 0¥n, (t,i)
(1 ) _ —1y (t,i)- Lk) S Y (%)) Lk (8.2)
OW ik ij OWijj
Ou
1. . —e
aJ (t’l) — r(t,i) . a y(?l) (8b)
aij 0 ij

Onde o operador na equacdo (8.b) representa o produto escalar entre dois vetores. O

oy(t,i)
1

oW i

vetor ,presente na equagao (8.b), pode ser calculado através da retro-propagacao

como desenvolvida no Capitulo 3. Substituindo a equagao (8.b) na equacdo (4.a),

resulta:

AW!(t +1,i) =W(t + 1,i) -W(t,i) =

GWII 1n1_1+1
“ e ' 5 ©)
oYL oy (b,
(t,)-# o r(t) #
Gwnll nny_g+1
Lembrando que,
y. 0¥ (6D _ s 1 V(i
r(t,i)- Y(l ) _ Z[yr(t)-yr(t,l)].Ll) (10)
ij r=1 0 ij

pode-se entdo, expressar a equacao (9) na forma escalar,
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AW g (E+1,0) = Wik (6 + 1,0) - Wiy (6)

S o OY(ti)
=a- ) [y (O- ¥ (6D] T2 (11)
P2 ol

A expressdo (11) pode ser utilizada para implementar todas as atualiza¢des de todos os
pesos da rede neural. A seguir desenvolver-se-4 uma expressao semelhante para o filtro
de Kalman estendido podendo-se entdo, em seguida, verificar as semelhancas e

diferencas existentes entre estes dois métodos.

As Figuras A.1 e A.2 representam o fluxograma do método do gradiente do erro para a
atualizacdo dos pesos de uma rede neural com uma camada interna. Como pode ser
observado nestas figuras ele ¢ bastante genérico pois, permite especificar o nimero de
entradas e saidas da rede, além de permitir escolher o nimero de neuronios da camada

interna. As fungdes de ativacdo podem ser tanto do tipo logsig como do tipo tansig.

Por outro lado, a abordagem do filtro de Kalman estendido para o treinamento de uma
rede neural multi-camadas considera os pesos da rede como os estados de um sistema
a ser estimado. Uma vez que os pesos ndo tém qualquer dinamica este torna-se um
problema de estimagdo estatico. As equagdes dos estados e das medidas para este

sistema pode ser escrita (Chandran, 1994) como:
wiit+1)=w'(r) (12.2)

y(©) = flw(2), x())] + v(?) (12.b)
onde,

w(t) ... vetor de pesos contendo todos os parametros de treinamento de todas as camadas

da rede;

wl(i) ... vetor de pesos contendo todos os parametros da I-ésima camada da rede;
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v

Ler e armazenar as matrizes das observacdes
MTPE e MTPS

Dispor na forma vetorial as

matrizes MTPE e MTPS
o — = + ................... - |
I MTPE «[X;:Xp::Xp |7 para X =[xy xp -+ x,]" ,
; v l
! MTPS [Y;: Yy 12 Y, | para Y; =[yy; vy vl I
........... o

L e e e - = = _+_ ........
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2 2
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FIGURA A.1- Fluxograma para a atualizacio dos pesos

de uma rede feedforward

de uma camada interna e np padroes de treinamento em I iteracoes.
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FIGURA A.2 — Detalhamento da retro-propagacao e da atualizacio dos pesos nas

camadas da rede utilizando o método do gradiente.
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X ... vetor de padrdes de entrada da rede;
y ... vetor de padrdes desejados na saida da rede;
v ... seqiiéncia de ruido Gaussiano branco com média nula e uma covarianciade ¢-1;

flw(t),x(t)] ... fungcdo ndo-linear de mapeamento dos estados para gerar as saidas da

rede, ou seja, ela descreve a rede;
t ...indice do tempo.

A forma standard para as equagdes do filtro de Kalman estendido na versdo full em
lotes que representa a solucdo para o sistema descrito em (12.a) e (12.b) sdo

(e.g., Stengel, 1986):

wl(i) =w! (i) + k() - [z() - H() W' ()] (13.a)

k@) =P"-H" (i) [HG) P H () + R (13.b)

W(i +1) = W(i) (13.c)
onde,

a(i) < a(i+1) (13.d)

2(i) = (i) - [y - Y| + H(D) W' (i) (13.e)

H() =f i [x, W0l (13.9

Apos I iteragdes sucessivas a solugcdo em lotes do estimador sera,
~1 1
w=w (I) (14.a)

Pl=[1-K@) - HD)] P (14.b)
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Para demonstrar matematicamente a relagdo existente entre o filtro de Kalman e o
método do gradiente ¢ conveniente escrever a equagdo do ganho de Kalman na forma

alternativa (e.g., Jacobs, 1974) como segue,
K@) =P H' @) (¢- D! (15.2)
P'=P. P HTG) HG) P HT () + & 17 -HG) P! (15.b)

Partindo-se da forma alternativa para o ganho de Kalman k(i) pode-se demonstrar que a
unica condi¢do a ser satisfeita para reduzir o filtro de Kalman estendido ao método do

gradiente ¢ fazer:

pij=p se i=]j
P=p-1= o (16)
pijj =0 se i#]

. . ~ ~ 1.
Para verificar isso inicialmente desenvolve-se a expressdo para a obtengdo de Aw (i).

Partindo-se da equagdo (13.a), vem:

Awl iy =w! i) w1 () = k(i) - [26) - HG) W )]
a(i)y-y()]

=P-H'@) [y-¥i)-ad) (17)

A equacdo anterior na forma expandida resulta em,

awhi) WO TwO | 1y, -y0
Aw.lz(i) ) P}l ) P{q | 8w31(1) jwil(l) | yz-yz(i) as)
051 (3) Yap () :
p p A LA —
Awl ) al M 5 4q0) owq @) | [Ynp Yup®

Efetuando o primeiro produto matricial, tem-se:
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AW} (i) on® o up® L VD e 5
Ll P e P w6 o P G o
Awy ()| q T2 1y2-y20
awhy| |4 oW W 5w, () M oW ) W Gwa @) | [Ynp Yop®
(19)
Na forma escalar a equacao (19) assume a forma mais compacta:
PR A ,
AWE(I) =a(i)- ) pik '{Z[Yr -yr (] i;()} para j=1, 2, ..., q (20)
k=1 r=1 oWy (i)
Reagrupando os termos da equagdo anterior, vem:
S 0y, (@)
AWt = a(i) - p;;: - _—'.yr.,_ 21
wi() = a()-pj; ré[yr yr @] w10 (1)

q np ov.(i
a)- D, p,-k-{Z[yr-ir(i)l-L(‘)}

k=Lk#j ~ (r=1 Wik (@)

Por hipotese, a equagdo (16) estabelece que pj =0 para j#k. Assim, o segundo

termo do lado direito da equacao (21) se anula, chegando-se entdo, a seguinte equagao:

L) = at)pii- Sly. -5 2r@
Aw;(i) = a(i)-pjj rgllyr-yr(n)l w10 (22)

A expressao (22) ¢ idéntica aquela dada pela equacdo (9). Logo, estd demonstrado que o
método do gradiente ¢ um caso particular do filtro de Kalman estendido quando se faz a
matriz P =p-1.Para finalizar este apéndice ¢ apresentado uma nocdo sobre as
performances computacional e adaptativa dos dois métodos de treinamento neural
apresentados anteriormente. Entende-se por performance computacional o tempo de
processamento de cada iteragdo de um determinado algoritmo de treinamento neural.

Performance adaptativa ¢ a capacidade de aprendizado de um algoritmo em cada
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iteragdo. Em geral a performance adaptativa decai exponencialmente com o avango das

iteracdes em qualquer algoritmo de treinamento.

A Figura A.3 apresenta um grafico referente a performance computacional entre os
métodos do gradiente e do filtro de Kalman. Este grafico apresenta um caso particular
do treinamento de uma rede feedforward com uma camada interna. Para todos os
treinamento apresentados neste grafico a rede foi sempre treinada com cinco entradas e

cinco saidas.

Cesempenho Computacional Medio dos Algoritrmos de Treinamento
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1
1
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5 : 1 1 1
40 100 180 200 2480 300 350 400 450
Mirnera Total de Parimetros Estimados

FIGURA A.3 — Tempo de processamento relativo de cada iteraciio entre os

métodos do filtro de Kalman e do gradiente.

Este grafico apresenta a relacdo média existente entre o tempo de processamento do
algoritmo do filtro de Kalman em relacao ao do gradiente. Por exemplo, uma rede com
um numero total de 450 pardmetros a serem estimados e com aproximadamente 1500
padrdes de treinamento, o algoritmo do filtro de Kalman com processamento paralelo

sera cerca de 30 vezes mais lento que o algoritmo do gradiente. A performance
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adaptativa nao ¢ exibida no grafico acima, mas em geral ela ¢ mais significativa para o
filtro de Kalman, compensando assim, sua baixa performance computacional. O grafico
da Figura A.3 foi obtido utilizando-se um computador Pentium III de 500 MHz e com

376 MB de RAM.

O método do gradiente pode dar passos grandes no inicio do treinamento, mas no
decorrer das iteragdes, quando o algoritmo estiver proximo de um minimo, o método do
gradiente pode ficar oscilando em torno da solu¢do 6tima. Por outro lado, o método do
filtro de Kalman consegue resultados mais precisos, entretanto este método obtém a
solucdo Otima gradativamente no decorrer das iteracdes devido a hipdtese de
linearizagdo. Para evitar a presenca de um minimo local, em geral e independentemente
do método de treinamento utilizado, reinicia-se o aprendizado com uma quantidade

maior de neurdnios na camada interna.
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APENDICE B

FLUXOGRAMA DA FILTRAGEM DE KALMAN COM PROCESSAMENTO
PARALELO E RECURSIVO

O fluxograma de detalhamento do filtro de Kalman com processamento paralelo para o
treinamento de uma rede feedforward ¢ apresentado nesta se¢do. A Figura B.1
apresenta um esquema simplificado deste algoritmo. Ele ¢ quase que uma extensdo
natural do fluxograma apresentado no Capitulo 2 para estimadores ndo-lineares.
Entretanto, hd duas diferencas basicas apresentadas aqui: primeiro que este algoritmo ¢
especifico para o caso de uma rede feedforward com uma camada interna e segundo que

ele apresenta o processamento paralelo em sua estrutura.

Ainda com relagdo a Figura B.1 existem dois loops que contém: o calculo do fluxo de
sinais dos neurdnios da rede (item a), o calculo da retro-propagagdo (item b) e a
aplicacdo do filtro de Kalman (item c). Os itens a e b sdo detalhados na Figura B.2 e o
item c ¢ detalhado na Figura B.3. Na Figura B.2 repare que tanto o fluxo de sinais das
saidas dos neuronios como o calculo da retro-propagacdo sio realizados para uma rede
feedforward com uma camada interna ndo-linear ¢ uma camada de saida linear. O
numero de entradas da rede, o numero de neurdnios da camada interna e o numero de
saidas da rede sdo dadas, respectivamente, por ny, my € n3z. O célculo da retro-

propagacdo ¢ baseado nas equagdes de (10.a) a (10.c) do Capitulo 3.

A Figura B.3 ilustra a aplicagdo propriamente dita da filtragem de Kalman com
processamento paralelo e recursivo. A parte superior deste fluxograma apresenta a
aplicacdo do filtro de Kalman na camada de saida da rede e a parte inferior deste
fluxograma apresenta a aplicacdo do filtro de Kalman na camada interna da rede.
Observe que aqui sdo utilizados os graus de paralelismo g; e g. Por exemplo, se g;=1
entdo, o filtro de Kalman ¢ aplicado a cada um dos neuronios da camada interna, se
g1=2 entdo, o filtro de Kalman sera aplicado a cada dois neurdnios da camada interna e
assim por diante. Repare que se g;=n, entdo, a versdo paralela se confunde com a

propria versao full. O mesmo raciocinio ¢ valido para o grau de paralelismo g,.
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FIGURA B.1 - Fluxograma basico para o algoritmo da filtragem de Kalman com

processamento paralelo e recursivo.

192



Entrada das Variaveis iet

Calculo do fluxo de sinais dos neurdnios da rede

! ....... ¢ ____________________________________________ 1

Saida das varidveisi, tej

FIGURA B.2 — Continuacio do fluxograma da Figura B.1.
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Nota importante:
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Uma interpretacio equivalente pode ser feita para os

termos zp, (t,i) e Hjp, (1) .

FIGURA B.3 — Continuacio do fluxograma da Figura B.2.
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APENDICE C
A RETRO-PROPAGACAO EM RELACAO AS ENTRADAS DOS NEURONIOS

Neste apéndice serdo desenvolvidas as expressdes analiticas da Retro-propagacao das
saidas da rede feedforward com relacdo as entradas dos neuronios das camadas

anteriores. Como ja mencionado anteriormente, estas expressdes sdo essenciais para o

céalculo das derivadas parciais Oy(t j) / ou(ty ) presentes na equagao (10) do Capitulo 4.

Na verdade, o desenvolvimento analitico a ser apresentado aqui, ¢ um equacionamento
mais detalhado daquilo que pode ser encontrado diretamente em Carrara (1997). Na

Figura C.1 esta representada a arquitetura de uma rede feedforward, e o que se deseja

determinar nela sdo as derivadas parciais do vetor yk em relagdo as variaveis vetoriais

—k-1_ —k-2
y ¢y .

A representacdo analitica, como vista no Capitulo 3, da rede feedforward que esta

esquematizada na Figura C.1 ¢ dada por:
vh =W -y h =t e =1t e oD . ey ) -1 ()

onde,

i Kk Kk k |
Wi1 W2 i P
Kk Kk Kk Kk
w w e W b
wy=| T2 T2 Ty U2 (1.b)
wk wk Wk bk
nkl ng 2 nkgng.-1 ng |

Para simplificar o calculo da Retro-propagacdo observe que as derivadas das saidas da
rede com relacdo aos neurdnios de viés ou bias sao nulas, como ilustra o calculo a

seguir:
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k k =k nk-1
oy 0 0 0 0 -
_1(.11 - {}( ' —k-);l Tk k-1 [ 2 , Wi -y%‘ ! -b'f} =0 (2)
Vnpqs1 VT Np p V1 0¥y g Lidl

=0, pois yllil-(l-l +1 éiguala-1.

FIGURA C.1 — A Retro-propagaciao da saida vetorial yk da rede neural com

relacio as entradas dos neuronios das camadas anteriores.

Deste modo, as expressdes da Retro-propagacdo serdo desenvolvidas sem a presenca

dos neurdnios de vies. Com base nas equagdes anteriores € na Figura C.1 o célculo de

ayk / 6§k ¢ imediato, resultando que:

oy oy oy
k k k
¥y N, Yoy TEy 0 o 7
k k k \A |
k| N2 %Ny 9 0 &% o
ay_: k —k —k — (yZ) :I ,
ayk 6‘?1 a)TZ . aypk 0 0 0 £'G*)
1 S 0 0 0 fF~)
8yﬁk ayllik 8yl'ik i e
oy vy ¥,

3)
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k

O calculo de deve ser obtido de uma forma mais elaborada, como demonstrado a

oy~
seguir:
[ Ak k k |
o1 9y 1
k-1 k-1 k-1
oyi  0y2 Yo
Kk Kk K
oy g2 Oy 0y
_| Aok-1 k-1 k-1 4
oyk-1 a?? 5?:2 . 5?,?{_1 4)
K K K
Yy, Nn, Y n,
vkl ayk-l k-1
i Y1 Y2 Yo,
Pela regra da cadeia, vem:
[ Aok Aok k ok k ok
dy1 Oy1  Oy1 Oyr Oy1 0yp
—k k-1 —k k-1 —k k-1
oy1 oyi oy1 0y2 V1 O¥p,
kK -~k kK ~k kK ~k
ok dys Oy Oy Oy  Oyz Oy
_| Aok  A=k-l —k ~—k-1 —k k-1
s =| Oy .5)’1 0y2 .5Y2 Jy2 ?ynk_l
kK -k kK ~—k kK ~k
6ynk yl'lk 8yl'lk . ayn 8yl'lk 6ynk
kK k-1 K k-1 —k k-1
OVp, N1 OV, O¥2 Yn, ¥n,,

1 [ Ask k <k |
oyk 0 0 1 9y oy1
— k-1  ~-k-1 k-1
o7k ayy 0y Vn,

Kk k Kk Kk
0o M2 o dy Oy  0y3
—k-1 —k-1 k-1
| 8?12{ . D N1 2 ay“k-l ®)
S N P R S
0 0 Ek Yny Yy Yn
—k-1 —k-1 k-1
i Vn, | [o¥F" oy} Y,

Logo, tem-se:
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[ k' k-1 K o' k-1 k "okl |
wintGr ) wif@z) Wingy TOnp )
k k o' —k-1 k o' —k-1 k ' —k-1
N _q, L fy1) wanf@z) Womey T Oy y)
oy*t  1G0) : z :
k ' —k-1 k ' —k-1 k ' —k-1
Wi TOT) Wy, 1027) Wignga T Ong )|
[ k k 1T —k- 7
Wil Wiz g ||[fET™H 0 0
_ wh o owh X 0 farh 0
=L k.. 2ng . ) :
fGo™) : : . : : : :
k ko Wk 0 0 f et
_Wnkl wnkl Wnknk_l JL (ynk )
wk If'@k-l)
(6)
Assim,
k
oy k
=1 W5 k. 7
vkl E%) Whlpge) (7)
y
Substituindo a equacao (3) na equagao (7), resulta que:
k k
a)l’( 1 = 5yk -Wk'If'(fk-l) (8)
ov<! oy y
k
A determinag@o da matriz de derivadas 8};{ 5 ¢ efetuada da seguinte forma:
oy -
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ot ok ot ok ot ovk |
oyt ovit oyr oys’ oy vy’
. oy oys  oys oys  oys  ovs
pere i IR R I R ©)
of, o o, o ob ol
oy, VT oy, Ov:T 0¥y Val

—k —k
oy1 y1 oy1
k-2 —k-2 —k-2
oy1 ~  0y2 N\,
—k _k _k
oy dyy 0dy2 . Oy
:I ' . a—k-z a—k-z a—k-z 10
ayk'z £'g%) YI. )’? . yn:k-z (10)
_k k _k
Yn aynk Yn
a_k-2 a—k-Z a—k-Z
i Y1 Y2 .,
Jq

i T S i o O oo T o T
Dot ot S oy oot 5?2;1
LI N <o N T oo i B

= Syt oy ? Sov! oy oot ayﬁ;i (1)
WAL g WAL Gt WA, ot
Dot ot Sov avs? ooy 5Yﬁ;i

A matriz J; ainda pode ser expressa pelo seguinte produto matricial:
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—k k —k —k-1 —k-1 —k-1
91 Oyi oy1 Y1 Y1 Y1
—k-1 k-1 k-1 k-2 k-2 k-2
oyi~ 0y2 Yo, | | M1 Y2 N,
—k —k —k k- k-1 k-1
gy 9y P 9y 9y 9y
| o Y2 Yaea || 1 Y2 Vi (12)
a_'k a—i( a_'k a_1&-1 a_1&-1 a_1%-1
ynk y“k ynk ynk-l ynk-l ynk-l
vkl k-l k-1 ovk2  suk-2 ovk-2
i Y1 Y2 Yo, i Y1 Y2 Y,
b I3
Substituindo as equagdes (5) e (12) na equacdo (10), vem:
8yk k
=1 k- Iy =10 k- Jy-d3=—"7-—"J3 (13)
(Wk-Z o) fGy) ayk-1
oy* foy*!
Calculando as derivadas da matriz J3 com base na Figura C.1, tem-se:
[ k-1 ' —k-2 k-1 k-1 'ok-2 ]
-f A -f
wit £ gD wist ) e, T On )
k-1 k-1 k-1 ' k-2
J=| W2 f (_ By whilr (Y %) e, f G, ,) (14)
k-2 k- 1 ' —k-2 k-1 ' —k-2
f -f
I nk 11 (_1 ) w, 2 ) nemes § o )_
A expressdo (14) finalmente pode ser expressa no seguinte produto matricial:
k-1 k-1 k-1 M N
Wil Wiz i, | |fOr?) 0
k-1 k-1 wk-1 'vK-2
J= V2 w22 2nk ) 0 f 27
k-1 k-1 k-l 0 0 f' k-2
nk-ll nk_12 Ny Nk 1L (Ynk_z )
wk-1 If'(yk-z)
15)

Substituindo a equacao (15) na equagao (13), resulta que:
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o ot kg,

= (16)
ove? oyl 'y ?)

Analisando as equacdes (3), (8) e (16) pode-se formular o seguinte conjunto de
equagdes iterativas para determinar as derivadas das saidas da rede em relacdo as

entradas dos neuronios das camadas anteriores:

8Yk ayk“' Te para k=I-1, 1-2 (17.a)
onde,
8yl
N . (17.)
8?1 f@y)
tf'ghy o o o |
o fgy o o0
Leah™| o 0 . 0 (17.0)
' —1
0 0 0 f@,)

Ainda com relacao as equagdes (17.a), (17.b) e (17.¢) pode-se demonstrar que elas ainda
sao validas para redes com mais de trés camadas. Deste modo, ¢ possivel estender estas
equacdes para o caso onde k=I-1, I-2, ..., 1 para I (nimero total de camadas da rede) um
inteiro qualquer maior ou igual a 3. Observe que W' ¢ a matriz de pesos da camada I,
W ¢ a matriz de pesos da camada I-1, ..., W2 ¢ a matriz de pesos da camada 2. Nao ha
W' pois, a camada de entrada da rede ndo recebe pesos de conexdes. E interessante
perceber também que as equacdes de (17.a) a (17.c) sao bem semelhantes as equagdes
de (10.a) a (10.c) do Capitulo 3 referentes a Retro-propagacdo dos pesos da rede. Na
verdade elas sdo bem parecidas, mas ndo devem ser confundidas, pois as primeiras
destas equagdes sdao utilizadas numa estrutura de controle preditivo para obter uma

politica de controle através da resolu¢do de um problema de otimizagao nao-linear sobre
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a rede jd treinada e as ultimas destas equacdes sdo utilizadas no treinamento,

propriamente dito, da rede neural que representard o sistema dindmico.
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APENDICE D

INTEGRADORES NUMERICOS

Neste apéndice se desenvolverdo alguns algoritmos computacionais utilizados para
resolver numericamente equagdes diferenciais ordinarias ou sistema de equagdes
diferenciais. Inicialmente sdo definidos (Ames, 1977) varios operadores de diferenca
que sdo aplicados sobre uma fun¢do y de uma variavel independente y=f(x) sobre um

intervalo de dimensdo constante h = xj41 - X; sendo y; = f(x;).
a) Diferenca para frente: Ay; =y;,1 - Vi
b) Diferenca para tras: Vy; =y; -¥i1

c¢) Diferenca central: 0y; =¥;.12 - Vi12

d) Operador média: py; = —-[¥i12 - Vi1z2 ]

1
2
e) Operador troca: Ey; =y;.q

x+h
f) Operador integral: Jy = J.y(t)-dt

X

g) Operador diferencial: Dy = dy/dx

E bem conhecido que o operador diferencial D=d/dxe os operadores diferengas
A,V eod podem ser utilizados simbolicamente como se eles fossem numeros, uma vez

que eles satisfazem formalmente as leis da algebra (Salvadori e Baron, 1961). Por
exemplo, para o operador diferenca para trds sdo validas as seguintes propriedades

algébricas:
a) V'y; =v(v™y,)
b) Vlyi +¥;)= Vyi+Vy;=Vy; +Vy,
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c) V(e y;)=c-V(y;)
@) v (v, )= v
e) V'y; =™y, -v™ly,,

Pode-se demonstrar facilmente estas propriedades e que também sdo validas para os

operadores A, e 1. A Tabela D.1 esquematiza uma maneira pratica de se calcular as

diferengas sucessivas de V"y; .

TABELA D.1 - Determinacio de sucessivas diferencas para tras.

I Vi Vyi vy, vy, vlyi |V
0 Yo

1 Y1 Vyi

2 AP Vy, viy,

3 |vs Vys Viys [V,

4 \ VYya Vi, vy, Viy,

5 |vs Vys Vis | Vlys | Viys | Viys

Fazendo-se o uso dessas propriedades algébricas € possivel expressar as diferengas de
uma funcdo y = f(x) em termos de suas sucessivas derivadas e, inversamente, suas
derivadas em termos de suas sucessivas diferengas. Através de uma expansido em série

de Taylor, tem-se:

h W2 , hd
Yit1 :y+E'DYi+E'D Yi+§'D i+ (1.2)

ou
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h h? h3
yi+1:(1+F-D+7-D2+?'D3+...]'yi (1b)

Como os operadores em questdo podem ser tratados como numeros pode-se chegar as

seguintes propriedades basicas:

Yia =€"y; (2.2)
Yia =e"Py; 2.b)
Vyi =¥i-Yiq =[1-e™P|-y; (2.0)

Da expressdo V =1-e™P pode-se concluir facilmente que:
-h-D=In(1-V) 3)

Com uma nova expansao em série de Taylor da expressao In(1-V) chega-se finalmente

ao seguinte resultado:

2 3 4
-h-D=- V+v—+v—+v—+... (4.2)
2 3 4
ou
1 vi v ovd
Dy, =—|V+—+—+—+..|"Y; 4.b
Vi=y { > T3t } Yi (4.b)
De maneira anédloga tem-se:
1 1 , 1 3 1 4
Dy, =— |A——A*+=-A = A+ |y, 5
Vi [ 5 3 2 } Yi )

A derivada de ordem k pode ser dada pelas seguintes expressdes (Ames, 1977):
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1
DXy; = i ma M -y

:L.{Ak _%.Ak“ +M.Ak+2

k 24
h (6.2)
k) k+3) s, v,
48
ou
1 1 1 1 k
k = —_— f— k. . = — _— 2 —_ 3 . .
DXy, = o [In(1-V)]* -y, - (V+2 \V +3 \V +j v
=%.{vk+§.vk+l+$.vk+2
" kK- (k+2)-(k+3 (6)
LSl +4;'( * )'Vk+3+...:|'yi

As equagdes (6.a) e (6.b) expressam, respectivamente, as derivadas de ordem k em
funcdo dos operadores diferenca finita para frente e diferenga finita para tras. Desta

d?y;

2
dXi

forma, por exemplo, a segunda derivada de y; ( J pode ser obtida numericamente

pela equacdo (6.a) até o termo de segunda ordem como:

2

a7yi 3;i :%.{Az_A3+£-A4—§-A5+..}-yi (7.a)

dx; h 12 6

zi.[Az —A3]-yi +O(h?) (7.b)
h2

1 1
zh—z'()’m -2-y; +Yi-1)_h_2'(Yi+2 ~3-¥i1 +3¥i —Vig)TOM?)  (T.0)

O operador diferenga central 6 também pode ser operado de maneira andloga a que foi

realizada anteriormente. No entanto, ¢ importante perceber que:
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h h
SYi =Y| X 2NN TS T iz 7Y
HYi :1'[Yi+1/2 'Yi-l/z]
2
52 1
uy; {HTJ% =4 Vi +2yi+yi)
. 1
uo'y; =sinh(h.D)y; = E'(Ym “Yi1)

h.D =sinh ™ (15)

Molécula Computacional

(8.2)

(8.b)

(8.c)

(8.d)

(8.e)

Molécula computacional ¢ uma maneira eficiente e pratica de obter graficamente o

desenvolvimento em série de Taylor dos operadores diferenca finita e diferencial.

Por exemplo, o desenvolvimento das primeiras, segundas e terceiras derivadas de y;

com erros de primeira ordem obtidas em termos dos operadores diferenga finita para

tras sao dados, respectivamente, por:

Dy; =—(y; -yi1)+O(h)

= | -

1
D?y; = h—z'()’i -2-Yiq +¥i2)+O(h)

1
Dy; =— (Vi -3 ¥i +3-¥iz -¥i3)+ O(h)

h

(9.2)

(9.b)

(9.0)

A representacdo em molécula computacional das exptressdes acima pode ser vista na

Figura D.1. Esta representacdo grafica facilita o entendimento das expresdes analiticas e
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consequentemente da implementagdo computacional dos respectivos algoritmos

numéricos.
i-5 i-4 i-3 i-2 i1 i

- -

2

hD= 1

[e=0Oh)]

-G

-G O-O-0
FIGURA D.1 — Representagdo grafica das derivadas como molécula

computacional.

Polinomio de Newton

Um polinémio de grau n que passa através de n-1 pontos (Xos¥o b (X1s¥1 ) eees (Xps¥n )

onde os valores de x sdo igualmente espagados em intervalos de comprimento h pode

ser escrito como (Pennington, 1970):

Yo fxoxy)+ 2¥0 (xox, )-(x-x,)

Y=Y, +—>uXx-X, )+ —=--(x-x X-Xq )+

) h 2h? (10)
B0 (xox, ) (x-%; ) o (X=Xt )
n!'h"
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A equacdo acima ¢ conhecida como formula de interpolacdo de Newton (forward). Se

for admitido a seguinte igualdade:

r= 11
m (11)
Entdo, o polindmio da equacao (10) podera ser escrito da seguinte forma:
A A"
y:y0+Ay0r+%r(r-1)+...+ )'70 r(r-1)r-2)...(r-n+1) (12)
! n!

De maneira similar também existe a formula de interpolacdo de Newton (backward)

dado por:

Y=Y tAY T + Yn-2 r(r+1)+ wt :1)"" r(r+1)...(r+n—1) (13.a)
e

r= (x-x,) (13.b)

Tipos de integradores mais comuns

Admita  f=f(x,y) ser uma funcdo real de duas variaveis reais definidas para

a<x <bonde a e b sdo finitos, e para todo valor real de y. A equagdo

y' =1f(x,y) (14)

¢ chamada uma equagdo diferencial ordinaria de primeira ordem; ela simboliza o

seguinte problema: achar uma fun¢do y = y(x), continua e diferenciavel para x €[a,b],

tal que

y'(x) = f(x,y(x)) (15)
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para todo xe[a,b]. A fungdo y com esta propriedade é chamada a solugdo da equacao

diferencial (14). Em geral uma equagao diferencial pode ter muitas solugdes. Para evitar
este tipo de problema deve-se especificar o valor da func¢do y(x) em um dado ponto, por

exemplo, y(x)=m em x =a. Desta maneira, tem-se os chamados problemas de valor

inicial. O seguinte teorema estabelece a unicidade para este tipo particular de equagdo

diferencial (e. g., Sotomayor Tello, 1979, Lambert, 1973).

Teorema 1. Admita f(x,y) ser definida e continua para todos os pontos (X,y) na regido D

definida por a<x<b, -0o<y<oo, aeb finitos, e admita existir uma constante L tal

que, para todo X, y, v tal que (x,y) e (X,y ) sdo ambos internos a regido D,
0,y -,y ) S Lefy | (16)

Entdo, se 1 ¢ qualquer dado nimero, existira uma solugdo tnica y(x) de valor inicial
y(a) =77, onde y(x) ¢ continua e diferencidvel para todo (x,y) interno a D. A inequagdo

(16) ¢ conhecida como condi¢do de Lipschitz e a constante L. como a constante de
Lipschitz. Em particular se f(x,y) possui uma derivada continua com respeito a y para
todo (x,y) interno a regido D, entdo pelo teorema do valor médio:

_Ax,F)

f(x,y) - f(x,y ") = o (y-y*) (17)

—_, . . . . ~ *
onde y é um ponto no interior do intervalo cujos 0s pontos extremos sdoy ey , € (X,y) €

(x,y*) sao ambos interiores a D. Claramente, a condi¢ao de Lipschitz ¢ entdo satisfeita

se L for dada pela seguinte expressao:

L=
xy)eD

(18)

0 f(x,y)‘
dy

Em muitos problemas de aplicacdo pode-se deparar ndo com uma simples equagdo

diferencial, mas com um sistema de m equagdes simultaneas de primeira ordem com

variaveis dependentes 1y, 2y, «.» My . Se cada uma dessas varidveis satisfaz uma dada
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condi¢do inicial para o0 mesmo valor a de x, entdo nds temos um problema de valor

inicial para um sistema de primeira ordem, que pode-se escrever:

Lyt y, 2y,..., My), ly@)="7y

2., 2 1. 2 2 2

Y=Y 7Yy s M), y@="7 (19)
myr:m f(X9 1y9 2Y9 seey my)’ mY(a)=m77

Introduzindo a notagdo vetorial ¥ =['y, 2y,..., "y]", f =['f, 2f, ..., "f]" = f(x,y)e

ii =['n, ?n,..., ™n]" pode-se entdo escrever o problema de valor inicial (19) na forma:

¥ =fxy), ¥@=73 (20)

A condicdo de Lipschitz, para o caso vetorial, toma a forma:

|9 -fmy <1557 | (21.2)
of
L= sup || — (21.b)
) eD| OY
onde Gf/ 0y ¢ o Jacobiano de f com respeito a y que ¢ uma matriz de dimensao m

Xme || . || denota a norma da matriz. Pode-se demonstrar que uma equagdo diferencial

ordinaria de segunda ordem pode ser transformada num sistema de duas equagdes
diferenciais de primeira ordem, uma equagao de terceira ordem em um sistema de duas
equacdes diferenciais de segunda ordem e assim por diante. Desta forma, qualquer
sistema de alta ordem pode ser transformado num sistema de primeira ordem e recair na

situacdo dada pelas equagoes (19) ou (20).

Garantida as unicidades da equacgdo diferencial (14) e do sistema de equagdes
diferenciais de primeira ordem (19) ou (20), entdo pode-se afirmar que nem sempre eles
possuirdo uma solucdo analitica, principalmente ser forem do tipo ndo-linear. Nestes

casos somente solu¢des numéricas poderdo ser obtidas. Desta forma, basicamente ha
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trés classes de métodos para resolver um sistema de equagdes diferenciais de primeira

ordem ordinario:

a) método de passo simples, que computa o valor de y em apenas um passo Ax(= h)

na varidvel independente x por utilizar somente a informagao vinda das funcdes

feitas entre x e X + Ax (ponto de vista local);

b) método de multiplos passos, que computa um passo por utilizar a informacao ao
longo de varios passos precedentes (ponto de vista global);

¢) método de extrapolacdo, que primeiramente utiliza-se de um método de passo

simples para integrar a equacdo diferencial para varios tamanhos de passos h;, e
entdo, uma interpolacdo polinomial ¢ construida através dos valores calculados

para gerar os valores desejados de y.

A aproximagdo geral para uma solu¢do numérica de uma equacdo diferencial envolve
uma seqiiéncia de, igualmente espagados ou nao, pontos discretos X, Xy, X2 ... . Em cada
ponto Xy, a solucdo y(x,) € aproximada por um numero y, que ¢ computado de valores
mais anteriores. Isto é, em cada passo, uma aproximacado ¢ feita utilizando os valores
das aproximacdes realizadas anteriormente. Em outras palavras, um erro em um dado
ponto propaga-se com progresso da integra¢do. Assim, h, =x,,, —X deve ser

n+1 n

ajustado e o erro em y(x,, ) deve ser estimado.

Existem basicamente quatro tipos de erros a serem considerados na utilizacdo de
integradores numéricos: erro de truncamento local, erro global, erro local e os round-off

erros, este ultimo relacionado com a precisdo alcangada com os computadores digitais.
a) Erro de Truncamento Local

O Erro de Truncamento Local (ETL), 7,.,, em um ponto X,+1 € definido como

Ta1 = y(X n+1 ) “Ynn (22)

onde y, ;¢ o valor computado em x,.,¢e y(X,,;) ¢ o valor tedrico de y em Xp+

calculado por utilizar o mesmo dado utilizado na computagado de y ., . Isto significa que
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o ETL ¢ o erro cometido em um passo assumindo que todos os valores anteriores sao

exatos.
b) Erro Global

O Erro Global (EG), v,,,, em um ponto x,, ¢ definido como

n+l>
Uni1 :y*(xn+1)-yn+1 (23)

onde y'(x,,;) ¢ o valor verdadeiro de y em Xn+1 computado por utilizar o dado inicial

original.
¢) Erro Local

O Erro Local (EL), 4 no ponto Xp+1 ¢ definido como

n+1

ﬂ”n-*—] :un(xn+1 )-yn+1 (248')

onde u, (x) ¢ a solugdo da equagdo

up (%) = f(x,up (X)) (24.b)
u, )=y, (24.c)

Métodos de Passo Simples

O método de passo simples ¢ um algoritmo que descreve uma técnica numérica para
calcular a aproximagdo para a solucdo em Xp+;, em termos do valor em um passo
anterior (Xxp). Os métodos de passo simples sdo principalmente divididos em duas

categorias: métodos em séries de Taylor e métodos de Runge-Kutta.
a) M¢étodos em Série de Taylor

A 1idéia basica do método em séries de Taylor ¢ aproximar o valor de y,+; a partir do

ponto y, por um polindmio do tipo
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2

' h " hk (k)
Yn+1ZYn+h'yn+7'Yn+"'+F'yn (253)

onde,
H = Xp+1 — Xp (25b)

Se a equagdo acima ¢ utilizada para a aproximagao, o método ¢ dito ser de ordem k. Por
exemplo, o método de Euler ¢ baseado nas séries de Taylor para k=1 (método de

primeira ordem):
Yo =¥Ya +h-y, =y, +h-f(x,,y,) (26)

O grande inconveniente deste método ¢ determinar as derivadas de ordem superior

Y.>¥, »- €assim por diante. Por exemplo, y, ey, sdo dadas, respectivamente, por

n

(Lapidus et al, 1971):

"

o =f'=f, +f, -f (27.a)

1y

Vo =1 =fy + 26y By - £2 +(fy +y D -f, (27.b)

Calcular as derivadas acima nem sempre ¢ uma tarefa facil, e desta forma, o método das
séries de Taylor nao possui muita praticidade computacional para integradores de alta
f . .f

ordem. Para evitar os problemas das derivadas superiores f,,f,,f . foram

Xx2 Ty 2 xy o

desenvolvidos os integradores de Runge-Kutta (R-K) como sera visto a seguir.
b) Os Métodos de Runge-Kutta.

Com base nas argumentagdes levantadas na se¢do anterior, ¢ muito mais facil ter um
polinémio que concorda comye y' em x, e com y'(ou f) em varios outro argumentos
proximos de x, do que um polindmio que concorda com y e suas k derivadas em x,. Os
métodos de R-K sdo baseados neste principio. Por exemplo, seja a equagdo (25.a)

expandida até os termos de segunda ordem:
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' h2 "
Yn+lgyn+h'yn +7'Yn (28)

Substituindo a equagdo (27.a) em (28), vem:

h2
Y=VYa +h'f(Xn’yn)+7'[fx(xn9yn)+fy(xn’Yn)'f(xn’yn)] (29)

Para que as derivadas f, e f,sejam eliminadas recorre-se as seguintes substitui¢des

analiticas:
kl :h'f(xn’yn) (308')
k, =h-f(x, +1/2,yn +1/2) (30.b)

Expandindo novamente em série de Taylor a equagdo (30.b), vem:

k, = h.f(xx3yn)+h'|:fx(Xn’yn)'[gj+fy(xn9yn)'(k71jj| €2y

Substituindo (30.a) em (31) resulta:

h2
k2 = h'f(Xn’yn)_i_T'[fx(xn’yt])+fy(xn’yn)'f(xn7yn)] (32)

Fazendo-se nova substituicao da equagdo (32) na equacdo (29), tem-se:

k, =h-f(x,,y,) (33.2)
k, =h-f(x, +h/2,y, +k,/2) (33.b)
yn+1 = Yn +k2 (330)

As equacdes (33.a), (33.b) e (33.c) formam, desta maneira, um esquema para obter yn+1

conhecidos os valores de x, € yn, para uma precisdo O(h?) e envolvendo f(x,y) em dois
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pontos distintos (x,,y,) ¢ (x, +h/2,y, +k,/2). A equagdo descrita é o processo de

Runge-Kutta de segunda ordem.

O método geral de Runge-Kutta ¢ definido como (Rao, 1984):

yn+l :yn +h.®(xn9yl17h) (343)
onde,
R
q)(xn9yn 7h) = zcr 'kr (34b)
r=1
ky =f(x,,y,) (34.c)
r-1
k, =f(x,+h-a,,y, +h->b, -k)) (34.d)
s=1
r-1
a =>b. r=2,3,..,.R (34.¢)

s=1

Os parametros C,, a, € b,s sdo determinados por comparar os termos das poténcias
sucessivas de h entre (34.a) e o algoritmo de Taylor. Deve ser observado que, em geral,
o numero de equagdes ndo-lineares das condi¢cdes que surgem de (34.a) a (34.e) em
comparacdo ao algoritmo de Taylor ¢ diferente do numero de parametros a ser
determinados, para uma dada ordem pré-fixada. Com isto, h4 muitos conjuntos de
equacdes de R-K de mesma ordem propostos por varios autores. A seguir listam-se

algumas das expressdes mais importantes:

e Formula de Heun de terceira ordem (Rao, 1984) ou (Lambert, 1973).
h
Ynu :yn+Z'(k1+3'k3) (35.a)

k, =f(x,,y,) (35.b)
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k2=f(xn+%-h,yn+§-h-kl) (35.0)

k3=f(xn+§-h,yn+§-h-k2) (35.d)

e Formula de Kutta de terceira ordem (Rao, 1984).

h

Yot =yn+g-(k1+4-kz+k3) (36.a)

k, =f(x,,y,) (36.b)
1 1

k, =f(x, +—-h,y, +—-h-k;) (36.c)
2 2

k, =f(x, +h,y, -h-k, +2-h-k,) (36.d)

e Féormula de R-K de quarta ordem (Lambert, 1973) ou (Henrici, 1964).

Yn+1ZYn+%'(k1+2'kz+2'k3+k4) (37.a)
ky =f(x,,y,) (37.b)
1 1
k, =f(x, +—-h,y, +—-h-k,) (37.¢)
2 2
1 1
k3 =f(Xll+E'h’yll +E'h'k2) (37.d)
k, =f(x, +h,y, +h-k;) (37.e)
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e Método de Kutta-Nystrom de sexta ordem (Lambert, 1973).

Vo =V +%-(23-k1 +125-k, -81 kg +125-k,) (38.2)

k, =f(x,,¥,) (38.b)
1 1

k, =f(x, +—-h,y, +—-h-k;) (38.c)
3 3
2 1

k, =f(x, +=-h,y, +—h-(4-k; +6-k,)) (38.d)
5 25
2 1

kszf(xn+§'h,yn+g'h'(6'kl +90'k2-50'k3+8'k4)) (38.D
4 1

Ko =05, + 2By o (6K 436K, +10-ky +8-K,)) (38.g)

Métodos Lineares de Multiplos Passos

Hé muitos esquemas de integracdo que dependem de valores em mais do que um ponto
prévio para estimar o proximo ponto sobre a curva de solug¢do. Entre estes métodos

estdo os de Adams-Bashforth, Adams-Moulton, regra de Simpson e Preditivo-Corretor.

Existem basicamente trés maneiras de se derivar essas espressdes numéricas
(Lambert,1973): através de uma expansdo em série de Taylor, por integragdo numérica e

através de interpolagoes.

Neste apéndice sera desenvolvido somente os integradores obtidos por integracao
numérica, pois esta ¢ a metodologia mais empregada. Suponha que para valores

igualmente espacados X, X,,..., X, obteve-se as solugdes numéricas y,,¥,,..,y, por

algum método de passo simples e agora deseja-se obter a solu¢do em y,, utilizando-se
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um ou mais valores anteriores de y(x). A maneira de se resolver este problema através

da integragdo numeérica ¢ representar a equagao (14) por:

Xn+p
YCnip) =¥xn)+  [fity(®)-dt (39)

Xn
onde, f(t,y(t)) ¢ a equagdo de derivadas da expressao (14).

Suponha conhecer 0s pontos (X, ¥}, ), (X,.15Y 1) € Xpi2sYnsa)- Através do polindmio

interpolador de Newton que passa através destes trés pontos pode-se expressar

y'(t) = f(t, y(t)) em termos de diferengas finitas, ou seja:

V(O = 6 Y(©) = Y, +1- Ay’ +%-A2y; (40.)
Ou

v'(O) = f(t,y(®) =f, +1-Af, + %'1) A, (40.b)
onde,

. t-htn (40.c)

Substituindo-se (40.b) em (39), resulta:

Xn+2
y(X,.2)=y(x,)+ I [f, +r-Af, +

Xn

r-(r-1)
Z—!-Azfn]-dt 41)

Sabendo-se que t=r-h+t, ou dt=h-dr, entdo a seguinte substitui¢do pode ser

realizada na integral acima:
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LR (r" DA, ) hdr 42)

2
Y(ni2) = Y0, ) + [Ify +1- A, +
0

Resolvendo esta integral em termos da variavel r, tem-se:

V(2= ¥%,) +h- @, 2008, 4 4°,) 3)
Expandindo Af, e Azfn em termos de f,, fu+1 € fu2 resulta:

h
y(xn+2 ) = y(xn ) + g : (fn+2 +4- fn-¢—1 + fn) (44)

A equacdo (44) ¢ a famosa regra de Simpson, ou seja, um dos métodos de dois passos
mais preciso que ha. Se a equagao (39) for expressa na forma:
Xn+2
Y1) -Ya) = [0 dt (43)

Xn+1

Entdo, se y'(t) for substituida por (40.b) resultard na seguinte identidade (Lambert,
1973):

h
y(xn+2 ) = y(xm—l ) + E ’ (5 ) fn+2 +8- fn+1 - fn) (46)

A identidade acima representa o método de dois passos de Adams-Moulton. As
formulas correspondentes para os algoritmos de Adams-Moulton (Vidyasagar, 1978) em

termos de y(x,.1) com ordens de 1 a 4 sdo, respectivamente, dadas por:

Y(Xp4+1) =Y(xy)+h-f, (47.2)

Y(Xni1)= y(xn)+g-[fn+1 ] (47.b)
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h
Y(Xn+1):)’(xn)+ﬁ'[5'fn+l +8-fy -fh1l (47.c)

h
Y(Xpi+1) = Y(Xn)+§'[9'fn+1 +19-f, -5-f,,.1 +f,.21 (47.d)

Ainda em (Vidyasagar, 1978) podem ser encontradas as formulas dos algoritmos de

Adams-Bashforth de ordens de 1 a 4 como listadas abaixo:

Y(Xn+1) :y(xn)+h'fn (48.2)
h

Y(Xn+1) =Y(Xn)+?[3'fn —fhal (48.b)
h

Y(Xp41)= y(xn)+E-[21 A, -16-f, 1 +5-f,.5] (48.¢)
h

Y(Xp41)= y(xn)+§-[55-fn -59-f,.1+37-f,.0-9-f,.31] (48.d)

Para obter a formula do método preditor utiliza-se a formula de interpolagdo de Newton

com diferengas para tras (A), ou seja:

2 3
Af
yt)=f, +Af_ -r+%-r-(r-1)+3—;1'3-r-(r+1)-(r+2)+... (49)

Xpn+1

Substituindo a equacao (49) na integral Iy'(t) -dt resulta que (Pennington, 1970):

Y(Xn+l ) - Y(Xn) =h- [fn + % ’ Afn-1 + % ’ A2fn-2 + (%j ’ A3fn-3 + “‘] (50)

Para se obter a formula do método corretor rescreve-se a equagdo (49) em termos de
Xp+1 a0 invés de x,. A teoria dos integradores numéricos vao muito além daquilo que foi
exposto neste apéndice, mas isto ¢ mais do que suficiente para o desenvolvimento do

trabalho que se pretende realizar nesta tese. Entretanto, apenas para fins ilustrativos,
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ainda existem os integradores de passo varidvel combinados com as técnicas numéricas

jé apresentadas, parcialmente, neste apéndice.
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APENDICE E

CALCULO DAS DERIVADAS PARCIAIS PARA UMA ESTRUTURA DE
CONTROLE PREDITIVO TRABALHANDO COM AS DERIVADAS MEDIAS
k+n_i

o7y

Nesta apéndice serdo deduzidas as expressoes das derivadas parciais K para o
0

u

k+n_ i k ~ .. . e
caso geral onde y e “u sdo grandezas vetoriais € n o horizonte de previsdo

adotado pela estrutura de controle preditivo e como visto nos Capitulos 4 e 5. Estas
derivadas sdo requeridas pela equagdo (10) apresentada no Capitulo 4 e a determinagado
destas derivadas parciais ¢ também fung¢des da retro-propagacdo, como expressa pelas
equacgdes de (16.a) a (16.c) também do Capitulo 4 ou encontradas deduzidas no
Apéndice C, e da estrutura de integragdao adotada para discretizar a dindmica do sistema
ndo-linear. O que se fard nesta secdo ¢ aplicar a regra da cadeia combinada
com a retro-propagacao sobre a estrutura particular de um integrador para se obter as

k+n_i

Ty. O integrador adotado ¢ o com estrutura de Euler,
0 u

pois este € que foi utilizado para desenvolver o método das derivadas médias, como

expressdes matriciais para

visto no Capitulo 5, como uma nova metodologia para a representagdo de sistemas

dinamicos através de uma estrutura neural de integracao.

As expressOes analiticas para a estrutura de integracdo do tipo Euler adotadas pelo

método das derivadas médias sdo:

. . A . . Kk i
vt tany Ko =f1(*y' N u, W) ) Y1
ktlyd tan \ Ko =f,(Ky' K u,w) Y2
: = ) At+< (1)
k+1 i k i o (koik, o« ki
tan a, =, u,w Y.
ny At ny ny Cy, uw) ny
A equacdo (1) ainda pode ser expressa pela seguinte notagdo compacta:
K lyis tanad® ol At + Kyl= K yT, Ku,w) - At + Kyl ()
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onde,

f(*y', ¥u, W) ... ¢ uma estimativa de tana¢®

Ilyv

que ¢ o numero de entradas atrasadas da rede neural.

o' obtida pela rede neural;

.. € 0 niimero total de variaveis de estado ¢ que ndo pode ser confundido com ny

As expressdes que serdo desenvolvidas a seguir serdo validas somente para o caso de

redes neurais projetadas com apenas uma entrada atrasada, ou seja, ny =1. Seja entdo,

inicialmente o caso onde n=1. Assim, tem-se de imediato que:
Se KHlyi~ fkyl Ky W) At+ Kyl entio,

6k+1yi B af(kyi, ku,v”v)' - ﬁtanAtkai .

o %u - o ¥u A= o Xu A )
para,
otanatkad  otanad®ol o tanatt ol
8ku1 8ku2 8kunu,
ot k i P k i 0 k i
Ak ik - K i anAt o tanat ap tanae o)
oy, "u,W) Otany o K K K
= = ou ou ou
k k 1 2 ny'
o u o u . : !
6tanmkocll1 ' OtanAtka:l ' atanmka:l
y
k k k
0 uy 0 uy 0 Uy
L - nyV X nuv
4)
onde,
Ny ... ¢ o numero total de variaveis de estado;

n, ... ¢ o nimero total de varidveis de controle.

224



A equacdo (4) ainda pode ser expressa na forma escalar, como segue:

dtanac® ol

8k+1 i
Yi j -_ _
<At para j=1,2,..,ny¢el=1,2,..,ny %)

)] _
6ku1 aklll

Cada derivada presente na matriz dada pela equacao (4) pode ser calculada através das
expressoes de (16.a) a (16.c) do Capitulo 4 referentes a retro-propagagdo. Seja agora

entdo, o caso para n=2. Assim, tem-se:

k+2_i

y = (tan Atk +1

a+tan At ko ) At +¥ y (6.2)

ou

kt2yiy fkHlyi Ky Gy A+ 1Ry, Ku, wy - At +5y! (6.b)

A equagdo (6.b) pode também ser expressa na forma escalar como segue:

K2yl fiftyh, Ku,w)- A+ Ky, K w) ae+f Ky, Ka,w) - ae+ Kyl

k+1y1
(7)
para, j=1, 2, ..., ny
Com base na equacgao anterior, tem-se:
8 k+2y
- I_ AFIEC YK u W) at Ky, K e, At
0 u) 0 u)
Jl
J
0§ fi(5y", Ku, W) At+0 (8)
0 kl.l]
P k+1y}
0 kul
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1
A derivada

m pode ser determinada pelo emprego da regra da cadeia, ou seja
0 ujp

J}~tanAtk+1 ;
oJ} o -
= Y K, W) Ac Ry K, g
0 uj 0 uj Kk
+1_i
y
k+1_i
k+1yi yny'
0 P i . i .
. fi(fy (Cy' M, W) At Kyg e B (9 M)At Kyl K W=
uj
k+1_i
o3l gkl gyl kel oyt 0 Tyl
] Y1 + J . y2 bt J . y (9)
Na forma de somatorio a equagao (9) se reduz a:
GJ} woagl 8k+1;, 6tanAtk+la} 6k+1yi, atanAtkHa; 8tanAtkaIi,
K _Z k+1_i K Z k+1i Ak :Z K+1_i K At
0w 507 yp 0w o 07y 0w 5 07 Yp 0wy

(10)
Substituindo a equagdo (10) na equacdo (8), tem-se finalmente que
0 k+2y} 0 tanad® ! a} 0 tanac® ali, ) Stanac® a}
DY Z K+_i K A A (D
0 "uj p=1 0" "¥p 0 "uj 0wy

para, j=1, 2, ..., ny ¢ I=1, 2,

A equagdo (11) estd na forma escalar. Entretanto, é possivel colocd-la na forma
matricial, como segue:
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8k+2yi otanac* 1ol 0 tanact el 2 0 tanac® o!
o S . - At™4 . At (12.a)
0 u oy o'u o'u
%/—/
equacio (71)
ou
k+2_i k+1 i i
0 O tan a JOtanat «o
A A ppgr | TR (12.b)
0 “u o Xyl 0 *u
|y —
ak+1yi
aku
k+1yi
A matriz > a0 lado direita da equagdo (12.b), pode ser obtida através das
ou
k+1 i
~ . an a .
equagdes (3) e (4) e a outra matriz kA tl —— ¢ definida como:
a + yl
0 tanAtk“a{ 0 tanAtk“a{ o tanac o
ak+1yi1 ak+1yi2 ak+1y;y'
Kl i GtanAtkHa% GtanAtkHa; 6tanAtk+1a%
Otanye o PUSSI PUSSE oK+
kt1_i Y1 Y2 Yo,
oy . . Y
6tanAtk+loinl 6tanAtk+loinl , ﬁtanAth“loinl .
L y _nyv X nyv
(13)
para n=3, tem-se:
k+3_i k+2 i k+1 i k i
0 O tan a O tan a JOtanat o
= S At SERA A+ SRS A (14.2)
0 u 0 u 0 u 0 u

ou
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8 k+3yl N a f(k+2y1,k+2 u"’,\v) . At . a f(k+1yl’k+1 u"’,\v) . At . 8 f(k yl’k u, ",‘V)

=~ <At
o Ku o Ku o Ku o Ku

(14.b)

dtanpdc 2ol

K presente na equacdo (14.a) pode ser obtida da
0 u

A matriz de derivadas

seguinte forma:

o tanAtk+2ai _ o f-(k+2y1,k+2 u, W) ~ o f[f(k+1yi’k+1 u, W) At Jrk+1 yi]

= (15)
0 ¥u 0 ¥u 0 ¥u
Aplicando a regra da cadeia sobre a equacdo (15), vem:
8f(k+2yi,k+2 u, W) N (?tanAtk+2ai ~ atanAtk+2ai .8 k+2yi 16)

o Ku o*u - 0 k+2yi o Xu

A demonstracdo da equagdo (16) pode ser realizada de maneira andloga aquela feita

para deduzir a equagdo (10). Logo, substituindo a equagdo (16) na equacao (14.a), vem:

k = k 2 . * k 'At+T'At+T'At
0 “u o* ey 0 “u 0 “u 0 “u
o k+20i
{ver a equacio (75)}
0 u

(17)
Assim, observando as equagdes (17) e (12.b) pode-se deduzir a seguinte equagdo de
recorréncia para o cdlculo das derivadas parciais _—

0 u

para q=2, 3 (18)

K+p i k+p-1 i k+p-1_i
0 y :(ﬁtanm a -At+IJ-a y

a ku ak+p-1yi 81(“
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A equacao (18) sugere entdo, as seguintes equagdes recorrentes para o calculo de

a k+ny1 '
0 Ku
a k+qyl a tanAtk+q-1 al ak'i‘q-l 1
K ol “At+1 para q=2, 3, ..., n (19.a)
o u oIy ou
onde,
[ P k+q-2 P
otanad“ 920l Otanag a' 0 tanad< 92 gl
Okul 8ku2 6kunu,
o k-l otanad* 9 2al  Htana 9o 0 tanadk 972 o
O Y _ At oK ok oK
5Ky ug u; Up
otanact 42l 9 tanAtk”Lq'za:1 ' 0 tanac® 972 a
y
Gkul 8ku2 8kunu,
L _nyv X ny'
(19.b)
i s k+q-1 k+q-1
otanad* 9ol Gtanag o O tanat o
k+q-1 . k+q-1 . k+q-1 .
1 1 1
Y1 0 y2 Yoy
k+q-1 i k+q-1 k+q-1 i
Kial i O tanat a 0 tanat o O tanat a
otanae” o' kg1 kg1 ktq1 |
o kray 0 Y1 0 | ¥2 | Yay
k+q-1 ktq-1 | k+q-1 |
0 tan¢ al O tana¢ al O tan¢ al
ny ny' ny'
k+q-1 ; k+q-1 ; k+q-1 ;
Y1 Y2 Yoo
L y Iny' X0y
(19.¢)
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P k+1yi

o %u

= At-

0 tana® a{ 0 tana® a}
8ku1 8ku2
0 tana® a% 0 tanack a%
8ku1 akllz
0 tanac® arily' 0 tanAtkalily'
6ku1 8ku2

(16.c) do Capitulo 4 referentes a retro-propagacao.
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0 tanac® a{

k
0 up,

o tanack o}

k
0 u.nu,
0 tanAtk

k
0 up,

i
an'
y

ny' X ny'

(19.d)

Para se determinar as matrizes (19.b), (19.c) e (19.d) recorre-se as equacdes de (16.a) a
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