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À Empresa Brasileira de Pesquisa Agropecuária (EMBRAPA), pelo aux́ılio financeiro
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Ao Centro de Pesquisas Agropecuárias dos Tabuleiros Costeiros (EMBRAPA Tabuleiros
Costeiros), através do Chefe Geral, Dr. Lafayette Franco Sobral, por acreditar em nosso
potencial de trabalho, pela liberação total para a realização do curso e finaciamento de
despesas.
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la Castro, Marcelino Silva, Dimitry Fedorov, Eliana Fonseca, Arley Souza, Tantravahi
Adytia, Ana Paula Figueiredo, Marinaldo Gleriani, Emiliano Castejon, Isabela Drum-
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RESUMO

Os Mapas Auto-Organizáveis têm sido aplicados, com sucesso, em variados problemas de
análise exploratória de dados multivariados, todavia, poucos são os trabalhos voltados
para a análise de dados coletados para unidades espaciais definidas, como os dados pro-
duzidos por censos demográficos, aqui chamados genericamente por dados geoespaciais.
Este trabalho apresenta uma metodologia para a análise destes dados que contempla
desde a verificação de dados at́ıpicos até a análise de dependência espacial, fazendo uso,
como ferramentas, somente do Mapa Auto-Organizável e seus algoritmos relacionados.
Pode-se dividir a metodologia em quatro partes: detecção de dados at́ıpicos através da
análise da matriz de distância unificada (U-matriz), análise de componentes através dos
Planos de Componentes, detecção automática de agrupamentos através do algoritmo
Costa-Netto e análise da distribuição e dependência espaciais a partir dos Planos de
Componentes e do particionamento dos dados na etapa anterior, respectivamente. Para
a aplicação da metodologia proposta foi projetado e implementado um ambiente com-
putacional integrado para análise exploratória de dados, que faz extensivo uso de banco
de dados geográfico através da biblioteca aberta TerraLib (terralib.dpi.inpe.br). Com-
põem este ambiente a biblioteca SOMLib e o sistema CΛSΛ - Connectionist Approach
for Spatial Analysis of Areal Data. A biblioteca SOMLib compreende um conjunto de
classes em C++ projetadas a partir do uso de padrões de projeto e outras técnicas mo-
dernas de programação, cujo objetivo é implementar os algoritmos relacionados com os
Mapas Auto-Organizáveis, de maneira a considerar a escalabilidade, a capacidade de
manutenção do projeto e a conectividade com a biblioteca TerraLib. O sistema CΛSΛ
é um simulador neural SOM 2-D, com interface gráfica, desenvolvido sobre as bibliotecas
SOMLib e QT para execução das tarefas de análise exploratória de dados geoespaci-
ais. Para validação da metodologia e do ambiente computacional de análise geográfica
com redes SOM a mesma foi aplicada no problema de análise de indicadores de exclu-
são/inclusão social no munićıpio de São José dos Campos, São Paulo. Os resultados desta
aplicação foram comparados com resultados anteriores, para o mesmo conjunto de dados,
obtidos através de técnicas estat́ısticas e mostraram que os Mapas Auto-Organizáveis e
os algoritmos relacionados são ferramentas robustas para a tarefa de análise exploratória
de dados geoespaciais.





SELF-ORGANIZING MAPS IN THE EXPLORATORY ANALYSIS OF
MULTIVARIATE GEOSPATIAL DATA

ABSTRACT

Self-Organizing Maps (SOM) have being applied, successfully, in a variety of problems of
exploratory analysis of multivaried data, however, few are the works related to the analy-
sis of geospatial data. This work considers a methodology of analysis of geoespacial data
that contemplates from the verification of outliers to the analysis of space dependence
using a Self-Organizing Map and its related algorithms as tools. The methodology is
divided into four parts: detection of outliers through the analysis of the matrix of unified
distance (U-matrix), analysis of components through the Component Planes, automatic
clustering through the Costa-Netto’s algorithm and analysis of the space distribution
and dependence from the Component Planes and analysis of the partititioning of the
data in the previous stage, respectively. The application of the methodology was carried
out with direct access to geographic data through the integration with the TerraLib
library (terralib.dpi.inpe.br) by a computational environment. The SOMLib library and
the system CΛSΛ - Connectionist Approach for Spatial Analysis of Areal Data are com-
ponents of that environment. The SOMLib library is a set of C++ classes designed by
using Design Patterns and other modern programming techniques, whose objective is to
implement the algorithms related with the Self-Organizing Maps in way that considers
the escalability, manutenability of the project and the conectivity with the TerraLib.
The CΛSΛ system is a neural 2D SOM simulator, with graphical interface, developed
on the SOMLib and QT libraries. The methodology was applied to the problem of so-
cial exclusion/inclusion in the City of São José dos Campos, São Paulo. The results
of this application were compared with previous statistical results and showed that a
Self-Organizing Map and related algorithms are robust tools for the task of exploratory
analysis of geospatial data.
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CAPÍTULO 2 – MAPAS AUTO-ORGANIZÁVEIS . . . . . . . . . . . . 31

2.1 – Redes Neurais Artificiais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
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2.3.4 – Matriz de distância unificada (U-Matriz) . . . . . . . . . . . . . . . . . . . 40

2.4 – Análise Exploratória de Dados com Mapas Auto-Organizáveis . . . . . . . . 41

2.4.1 – Seleção dos dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
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4.1 – Análise Espacial de Dados em Área . . . . . . . . . . . . . . . . . . . . . . . 57

4.2 – Análise Espacial com o SOM . . . . . . . . . . . . . . . . . . . . . . . . . . 58

4.3 – Inclusão da Variável Espacial no Algoritmo SOM . . . . . . . . . . . . . . . 60

4.4 – Análise da Distribuição Espacial do Fenômeno . . . . . . . . . . . . . . . . . 60
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5.10 Formulário com informações sobre o processo de aprendizagem da rede, nú-
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hij – função de vizinhança aplicada aos neurônios i e j
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BMU – Neurônio vencedor (Best Match Unit)

CΛSΛ – Abordagem Conexionista para Análise Espacial de Área
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CAPÍTULO 1

INTRODUÇÃO

1.1 Introdução e Motivação

A capacidade para geração, armazenamento e recuperação de dados, com referência no

espaço e no tempo, cresceu muito nos últimos anos. Contribúıram, para isto, a ampliação

da oferta de dados de satélites em várias resoluções espaciais, espectrais e temporais;

oferta de Mapas Urbanos Básicos digitais (MUB) para diversas cidades; a possibilidade

de coleta direta de dados posicionais com o uso de sistemas GPS (Global Positioning

Systems); a facilidade de acesso a um conjunto bem mais amplo de dados demográficos e

ambientais, como é o caso do censo 2000, realizado pelo Instituto Brasileiro de Geografia

e Estat́ıstica (IBGE), com a malha de setores censitários dispońıvel por munićıpio.

As tecnologias da informação que lidam com essas bases de dados, em particular a tec-

nologia dos SGBDs (Sistemas Gerenciadores de Bancos de Dados) e a de Sistemas de

Informação Geográfica (SIG) permitiram acomodar parte desta capacidade geradora de

dados posicionais, com a possibilidade de armazenamento duradouro e com sua recupe-

ração simples, mais eficiente e facilitada. No entanto, a nossa capacidade de analisar este

conjunto de dados em várias escalas e com existência em unidades espaciais distintas, é

bem menor que a nossa capacidade de produzi-lo.

Várias décadas depois de seu surgimento, os SIGs ampliaram suas capacidades funcionais

para a análise desta massa de dados geograficamente referenciados, aqui chamados dados

geoespaciais, mas ainda estão no ińıcio da efetiva integração dos métodos de exploração

e análise destes dados. Estes métodos têm surgido dentro de áreas já tradicionais, como

os métodos estat́ısticos, assim como em áreas emergentes, como aquelas ligadas à Inteli-

gência Artificial e Sistemas Complexos, entre outras (Hewitson e Crane, 1994; Fischer e

Getis, 1996; Openshaw e Openshaw, 1997; Couclelis, 1998; Openshaw e Abrahart, 2000;

Câmara e Monteiro, 2001; Koga, 2003).

O termo “geocomputação” descreve o uso extensivo de técnicas computacionais no aux́ı-

lio à solução de problemas em geografia (Gahegan, 1999; Openshaw e Abrahart, 2000).

A ênfase original para o termo situava “geocomputação” como técnicas ou algoritmos

computacionalmente intensivos, usados para buscar e revelar padrões escondidos em

grandes conjuntos de dados derivados de problemas em geografia f́ısica ou humana,

e, em particular, métodos não convencionais para análise de agrupamentos. O termo

foi, mais tarde, aplicado em um contexto mais amplo, para incluir aquelas técnicas
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matemático-computacionais que tratassem de análise estat́ıstica espacial, visualização

de dados geoespaciais, modelos dinâmicos de interação espacial e modelos de dinâmicas

espaço-temporais, entre outros (Longley et al., 1998). De maneira simplificada, porém

definitiva, para o escopo deste trabalho, pode-se usar a definição de geocomputação de-

finida por Openhsaw e Abrahart (2000, p. 19)1 como sendo “o processo de aplicação da

tecnologia computacional para a solução de problemas de análise geográfica”.

É nesse contexto que se posiciona esta dissertação em Computação Aplicada. O de-

safio aqui foi procurar oferecer, em um ambiente de processamento de informação

geográfica integrado, a possibilidade de uso de uma técnica computacional, a de Redes

Neurais Artificiais (RNA), mais precisamente dos Mapas Auto-Organizáveis de Koho-

nen - SOM2(Kohonen, 2001), como uma ferramenta para análise exploratória de dados

geoespaciais multivariados. O propósito é avaliar este tipo de rede como técnica posśı-

vel para detecção de padrões, visualização e análise de componentes em bases de dados

geográficas.

O uso de Redes Neurais Artificiais na Análise Espacial intensificou-se a partir dos anos 90

(Hewitson e Crane, 1994; Openshaw e Openshaw, 1997). Desde então, muitos trabalhos

surgiram na literatura, tratando de temas diversos, como: classificação de imagens de

sensores remotos (Ji, 2000; Tso e Mather, 2001; Villmann et al., 2003); predição dos

ńıveis de pluviosidade (Bollivier et al., 1997; Lee et al., 1998); determinação dos ı́ndices de

vulnerabilidade à erosão (Cai, 1995; Medeiros, 1999); produção de mapas potenciais para

diversos bens minerais (Nobrega, 2001); e para avaliação de erosão em áreas agŕıcolas

(Rosa et al., 1999). Como iniciativas no desenvolvimento de sistemas computacionais

nesta direção destacam-se os projetos GeoVista (Gahegan et al., 2002) e OSAMS (Purvis

et al., 2001).

A análise exploratória de dados geoespaciais multivariados é de extrema relevância pa-

ra os especialistas interessados em modelar fenômenos geográficos (Openshaw e Turton,

1996). Métodos estat́ısticos vêm sendo aplicados, com sucesso, nesta tarefa, todavia, estes

modelos, que exigem hipóteses a priori, atuam como filtros lineares, alterando as carac-

teŕısticas dos dados, escondendo padrões e criando outros acidentalmente (Openshaw e

Turton, 1996). As RNAs não são, necessariamente, mecanismos automáticos de análise

exploratória de dados, mas funcionam sem que nenhuma hipótese a priori seja feita,

além de serem métodos não lineares.

1Geocomputation is the process of computational technology application to solve geographical pro-
blems.

2Do inglês Self-Organizing Map.
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Uma RNA que tem sido usada com bastante êxito na análise de dados espaciais é o

Mapa Auto-Organizável - SOM (Oja et al., 2003; Kohonen, 2001; Kaski et al., 1998).

O SOM é um tipo de RNA competitiva, cuja função principal é mapear os dados de

entrada de dimensão d numa grade de dimensão d
′
, d

′
<< d, de forma que esta grade de

neurônios, totalmente conectada ao vetor de entrada pelos vetores de código, ou pesos,

represente, de maneira topologicamente ordenada, os dados de entrada (Kohonen, 2001).

Ou seja, o SOM identifica, nos padrões de entrada, os agrupamentos e os correlaciona

a regiões espećıficas da grade de neurônios. É justamente sobre esta propriedade de

ordenação topológica dos agrupamentos gerados pelo SOM que surgem aplicações de

análise exploratória de dados geoespaciais (Cereghino et al., 2001; Openshaw e Turton,

1996; Winter e Hewitson, 1994).

1.2 Objetivos

O objetivo deste trabalho foi propor e avaliar uma metodologia de análise exploratória

de dados geoespaciais a partir do Mapa Auto-Organizável de Kohonen e produzir as

ferramentas computacionais necessárias para sua implementação. Para testar e validar a

metodologia e os métodos computacionais projetados e implementados foi avaliado um

estudo de caso sobre o mapeamento da exclusão/inclusão social urbana em São José dos

Campos-SP. Este problema já foi abordado através de técnicas estat́ısticas e de análise

espacial (Genovez, 2002), estes resultados foram usados como parâmetros comparativos.

São objetivos espećıficos:

a) Programar uma estrutura de software que integre os algoritmos relativos ao

Mapa Auto-Organizável e a biblioteca TerraLib3 (Câmara et al., 2001), cri-

ando um meio para acesso direto a bancos de dados geográficos neste formato,

obdecendo a lógica de desacoplamento entre estruturas de dados e algoritmos,

fortemente utilizada no ambiente TerraLib;

b) Especificar quais métodos de análise exploratória do SOM podem ser aplica-

dos aos dados geoespaciais e como esta aplicação deve ser conduzida;

c) Verificar a sensibilidade dos métodos às variações nos parâmetros livres da

rede neural, principalmente quanto às dimensões da rede;

d) Pesquisar métodos automáticos de análise de agrupamentos em dados geoes-

paciais a partir do SOM;

3TerraLib é uma API, de código aberto e gratuita, para acesso e manipulação de dados geográficos
armazenados em bancos de dados, desenvolvida na Divisão de Processamento de Imagens do Instituto
Nacional de Pesquisas Espaciais (DPI/INPE). A TerraLib está dispońıvel em: terralib.dpi.inpe.br.
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e) Identificar a distribuição espacial e regimes espećıficos de dependência espa-

cial global e local do fenômeno a partir do SOM.

1.3 Contribuições

A principal contribuição deste trabalho é a proposição de uma metodologia de análise

exploratória de dados geoespaciais baseada nos Mapas Auto-Organizáveis de Kohonen,

metodologia esta suportada pelo sistema CΛSΛ, também desenvolvido no escopo desta

dissertação. A metodologia contempla a análise de presença de dados at́ıpicos, a análise

de correlação e significância de componentes, distribuição espacial do fenômeno, detecção

automática de agrupamentos e análise da dependência espacial.

Como contribuições conseqüentes da metodologia têm-se o uso dos Planos de Componen-

tes como mecanismos automáticos de verificação da distribuição espacial do fenômeno

estudado e a aplicação do algoritmo de segmentação automática dos vetores de código

do SOM em conjunto com os ı́ndices de validação de partição de agrupamentos, Davies-

Bouldin e CDbw, na tarefa de partição do conjunto de dados relativos às áreas estudadas.

Também como produto deste trabalho foi desenvolvida a biblioteca de classes SOMLib,

cuja finalidade é prover os desenvolvedores de sistemas conexionistas com um projeto

de código aberto, com alto grau de manutenabilidade e facilidade de uso. O SOMLib

implementa o Mapa Auto-Organizável e os algoritmos relacionados, como a U-matriz,

algoritmos de partição de dados, Planos de Componentes etc. O sistema CΛSΛ é um

ambiente gráfico de interface com o usuário, desenvolvido em C++, com o aux́ılio da

biblioteca de classes QT 3.2.0 e sobre a biblioteca SOMLib, cujo objetivo é facilitar o

uso combinado das diversas ferramentas de visualização e de análise de agrupamentos

implementadas neste trabalho.

Finalmente, considerando os poucos trabalhos na área, tem-se uma contribuição na apli-

cação dos Mapas Auto-Organizáveis na análise espacial de um problema urbano. Como

colocado por Franzini et al. (2001, p. 2)4: “As potencialidades das RNAs ainda estão

inexploradas, especialmente quando aplicadas a estudos urbanos”.

1.4 Organização da Dissertação

O Caṕıtulo 1 faz uma breve introdução ao problema, apresenta os objetivos e expõe as

contribuições deste trabalho.

O Caṕıtulo 2 faz uma revisão bibliográfica sobre o Mapa Auto-Organizável de Kohonen

4Artificial Neural Network (ANN) possibilities are still largely unexplored, specially when applied to
urban studies.
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e como este pode ser usado como ferramenta de análise exploratória de dados multiva-

riados. Neste caṕıtulo são abordados os algoritmos básicos do SOM como algoritmos de

aprendizagem e métodos de visualização.

O Caṕıtulo 3 faz uma breve revisão dos métodos de partição automática de dados a

partir da RNA do tipo SOM, enfatizando o algoritmo Costa-Netto. Este caṕıtulo também

trata dos ı́ndices de avaliação ou validação dos agrupamentos gerados pela rede neural. O

Caṕıtulo 4 faz uma breve revisão de literatura sobre o uso do SOM na Análise Espacial

e descreve as contribuições deste trabalho no uso do SOM na Análise Espacial de Dados

em Área. O Caṕıtulo 5 trata do projeto e implementação do Mapa Auto-Organizável e

do sistema CΛSΛ, desenvolvido para auxiliar o processo de Análise Espacial de Dados

em Área. Em cada caṕıtulo é realizada uma revisão bibliográfica e logo após é descrita

a contribuição deste trabalho no tópico. No Caṕıtulo 3 as contribuições são descritas a

partir da Seção 3.4.3, no Caṕıtulo 4 a partir da Seção 4.3 e no Caṕıtulo 5 a partir da

Seção 5.2.

No Caṕıtulo 6 usam-se as técnicas, métodos e sistemas apresentados ou propostos nos

caṕıtulos anteriores no estudo de caso de exclusão/inclusão social intra-urbana em São

José dos Campos-SP. As conclusões e discussões finais são apresentadas no Caṕıtulo 7.

1.5 Sumário

Este caṕıtulo teve o objetivo de introduzir o leitor no contexto dos temas abordados nesta

dissertação através da exposição das motivações, objetivos e contribuições relevantes.
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CAPÍTULO 2

MAPAS AUTO-ORGANIZÁVEIS

2.1 Redes Neurais Artificiais

As Redes Neurais Artificiais constituem-se em modelos computacionais paralelos basea-

dos numa unidade atômica, o neurônio (Figura 2.1). Em geral, estes modelos possuem

inspiração neurobiológica, porém, na prática, são algoritmos computacionais representan-

do, de maneira bastante elementar, o mecanismo de funcionamento cerebral. Atualmente,

existe uma extensa variedade de RNAs dispońıveis.

FIGURA 2.1 – Modelo básico de um neurônio j com entrada xk, pesos sinápticos wj,
ńıvel de ativação J e sáıda f(J).

As RNA são caracterizadas pela arquitetura, pela caracteŕıstca dos neurônios que as com-

põem e pela regra de treinamento usada para absorção do conhecimento. Cada neurônio

j possui um vetor de dados de entrada xk = [ξ1, ξ2, ..., ξn]T , uma ativação interna J ,

uma função de ativação f(J) e os pesos sinápticos wj = [wj1, ..., wjd]
T , que conectam os

elementos de xk ao neurônio j. Existem variações deste modelo básico, assim como várias

funções de ativação. As RNAs são formadas pela combinação destas unidades básicas.

As RNAs apresentam como vantagens as caracteŕısticas de adaptabilidade, generalização

e tolerância a rúıdos, dentre outras (Haykin, 2001). Estas caracteŕısticas são extrema-

mente importantes quando aplicadas a problemas geográficos, dada a natureza complexa
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e ruidosa dos mesmos.

Kohonen (2001) propõe a divisão das redes neurais em três categorias: redes de transfe-

rência de sinal, redes de transferência de estado e redes competitivas.

Nas redes de transferência de sinais a sáıda da rede dependerá, única e exclusiva-

mente, do valor de entrada. Estas redes são usadas para transformação de sinais. São

exemplos deste tipo de rede aquelas “alimentadas adiante”, como os Perceptrons de Múl-

tiplas Camadas - Multi-Layer Perceptron (MLP) (Rumelhart et al., 1986) e as redes de

função de base radial - Radial Basis Function (RBF) (Bishop, 1995). Essas redes são

usadas como identificadores e classificadores de padrões, controle, avaliação de dados de

entrada etc.

As redes de transferência de estado têm como base os efeitos de relaxação. A

retroalimentação e a não-linearidade são tal que garantem que o estado de atividade

rapidamente convirja para um de seus valores estáveis. Os valores de entrada acionam

o estado inicial de atividade, a rede então inicia o processamento até chegar no estado

final. São exemplos deste tipo de rede, as redes de Hopfield (Fausett, 1994) e a máquina

de Boltzman (Haykin, 2001). As principais aplicações destas redes são: como função de

memória associativa e em problemas de otimização, embora também sejam usadas no

reconhecimento de padrões.

As redes de aprendizagem competitiva estão baseadas no processo competitivo de

aprendizagem entre suas unidades. Uma das principais aplicações destas redes é a desco-

berta de agrupamentos de dados. Estão inclúıdas nesta categoria as redes SOM (Kohonen,

2001) e ART - Adaptative Ressonance Theory (Fausett, 1994). A aprendizagem competi-

tiva é um processo adaptativo onde os neurônios, numa rede neural artificial, tornam-se

gradualmente senśıveis a diferentes categorias de entrada e a conjuntos de amostras num

domı́nio espećıfico do espaço de entrada. Este trabalho de pesquisa concentrou-se nesta

última categoria, mais especificamente no SOM. Nas seções seguintes serão descritos com

mais detalhes, a arquitetura, o algoritmo de aprendizagem e as aplicações do SOM.

2.2 Mapas Auto-Organizáveis

O Mapa Auto-Organizável de Kohonen é uma RNA com duas camadas (Kohonen, 2001):

a camada de entrada I e a de sáıda U . A entrada da rede corresponde a um vetor no

espaço d-dimensional em <d, representado por xk = [ξ1, ..., ξd]
T , k = 1, ..., n, sendo n o

número de vetores de entrada. Cada neurônio j da camada de sáıda possui um vetor de

código w, também no espaço <d, associado ao vetor de entrada xk, wj = [wj1, ..., wjd]
T .
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Os neurônios da camada de sáıda estão interconectados por uma relação de vizinhança

que descreve a estrutura do mapa. Por exemplo, na Figura 2.2 tem-se um mapa com a

camada de sáıda U , bidimensional, retangular, de dimensões NxM . Nesta figura somente

estão representados os vetores de código w, conectados ao neurônio j.

O SOM foi idealizado a partir da analogia com a região do córtex cerebral humano.

Descobriu-se que esta parte do cérebro aloca regiões espećıficas para atividades espećıficas

e que, para uma determinada ativação cerebral, o grau de ativação dos neurônios diminúıa

à medida que se aumentava a distância da região de ativação inicial (Kohonen, 2001).

FIGURA 2.2 – Exemplo de um Mapa Auto-Organizável bidimensional NxM , com en-
trada xk.

Existem diferentes topologias para estruturação de um Mapa Auto-Organizável, sendo

que a estrutura mais comum é a de duas dimensões. Na Figura 2.3 vê-se uma rede SOM

unidimensional (a), uma rede bidimensional com organização hexagonal dos neurônios,

com 6-vizinhos (b) e uma rede bidimensional com disposição retangular dos neurônios,

com 4-vizinhos (c).

Desde o seu surgimento, em 1982, o SOM vem sendo aplicado numa ampla variedade de

problemas de engenharia, medicina etc. Destacam-se as potencialidades de visualização

de dados multivariados, análise de agrupamentos, mineração de dados, descoberta de

conhecimento e compressão de dados (Kohonen, 2001).
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FIGURA 2.3 – Diferentes topologias para estruturação dos mapas auto-organizáveis: a)
unidimensional; b) bidimensional hexagonal; c) bidimensional retangular.

2.2.1 Aprendizagem padrão ou seqüencial

O algoritmo básico de treinamento do SOM consiste de três fases. Na primeira fase,

competitiva, os neurônios da camada de sáıda competem entre si, segundo algum critério,

geralmente a distância Euclideana, para encontrar um único vencedor, também chamado

de BMU (Best Match Unit). Na segunda fase, cooperativa, é definida a vizinhança deste

neurônio. Na última fase, adaptativa, os vetores de código do neurônio vencedor e de sua

vizinhança são ajustados.

A relação de vizinhança entre os neurônios é estabelecida segundo alguma função. O

principal objetivo da função de vizinhança é controlar o ńıvel de atuação dos neurônios em

torno do neurônio vencedor do processo competitivo. Seguindo o modelo neurobiológico

tem-se que o ńıvel de atuação dos neurônios vizinhos decai à medida que o mesmo se

distancia do BMU.

Seja hj,i a vizinhança topológica centrada no neurônio i e com um conjunto de neurônios

cooperativos J , j ∈ J . Seja di,j a distância lateral entre o neurônio vencedor i e o neurônio

j. Para que hj,i atenda aos requisitos neurobiológicos, a mesma tem que ser simétrica em

relação ao ponto de valor máximo (di,j = 0), e hj,i deve decair monotonicamente com o

aumento da distância lateral (di,j), decaindo para próximo de 0 quando di,j →∞.

A função gaussiana hj,i = exp
(
−d2

i,j/2δ
2
)

satisfaz estas exigências e é invariante à trans-

lação. δ representa o raio da vizinhança topológica e o grau que os neurônios vizinhos

do BMU participam do processo de aprendizagem adaptativa. A rede SOM converge

mais rapidamente com este tipo de função de vizinhança (Lo et al., 1991; Erwin et al.,

1992; Lo et al., 1993). δ(t) é definido como uma função monotonicamente decrescente

em função do tempo (épocas), δ (t) = δ(0)exp(−t/τi), sendo τi uma constante.

34



Seja Ξ o conjunto dos padrões de entrada composto por xk, k = 1, ..., n, tem-se o algo-

ritmo de aprendizagem padrão ou seqüencial, como segue:

a) Os vetores de código, w j = [wj1, ..., wjp]
T , são iniciados linearmente (ver apên-

dice A).

b) Para cada época t

1) Para todo xk ∈ Ξ, k = 1, ..., n, para o tempo discreto t, encontre o

neurônio vencedor c segundo a distância Euclideana:

c = argminj {‖xk − wj‖)} , j = 1, ...,m (2.1)

onde m corresponde ao numéro de neurônios na rede. A ordem de

apresentação dos padrões deve ser aleatória.

2) Os vetores de código wj do neurônio vencedor e dos seus vizinhos são,

então, atualizados segundo a equação:

wji (t + 1) = wji (t) + α (t) h (t) [xik (t)− wij (t)] (2.2)

onde α (t) é uma função que determina a taxa de aprendizagem na

iteração t e h (t) é a função que determina a vizinhança entre o neurônio

vencedor c e seus vizinhos.

2.2.2 Aprendizagem em lote

O algoritmo de aprendizagem em lote difere da aprendizagem seqüencial quanto à forma

de atualização dos vetores de código, na ausência da taxa de aprendizagem α(t) e na

não obrigatoriedade de apresentação aleatória dos padrões. Neste algoritmo, os vetores

de código são atualizados ao final de cada época. Em cada passo (época) o conjunto de

dados é particionado de acordo com as regiões de Voronoi dos vetores de código do Mapa

neural, definido segundo o critério de proximidade do vetor de código com o conjunto de

dados. Os vetores de código w podem ser atualizado a partir das equações que seguem

(Vesanto e Ahola, 1999):

si (t) =

nVi∑
j

xj (2.3)
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onde si representa o somatório dos padrões relativos à região de Voronoi Vi e nVi
corres-

ponde ao número de amostras do conjunto de Voronoi do neurônio i.

wi (t + 1) =

∑m
j hji (t) sj (t)∑m

j nVj
hji (t)

(2.4)

Em virtude da ausência do parâmetro de aprendizagem α(t) e do bom desempenho do

algoritmo em lote (Costa, 1999; Vesanto e Ahola, 1999) decidiu-se optar pelo mesmo

no decorrer deste trabalho. A ausência deste parâmetro e a independência do resultado

quanto à ordem de apresentação dos padrões facilitam o processo de análise por usuários

não muito experientes na análise com SOM.

2.2.3 Considerações sobre o treinamento do SOM

Para o algoritmo de aprendizagem seqüencial as apresentações dos padrões Ξ têm de ser

de forma aleatória, para que seja garantida a uniformidade de apresentação de todos os

xk ∈ Ξ. Para o algoritmo em lote não existe esta restrição.

Define-se uma época como a apresentação completa do conjunto de padrões Ξ à rede.

A normalização dos dados de entrada e vetores de código não é obrigatória (Demartines

e Blayo, 1992), mas pode ser feita segundo a Equação 2.5, seja ξi o componente i do

padrão xk, então:

ξ
′

i = ξi/ ‖xk‖ (2.5)

O processo competitivo é o mais custoso em processo de treinamento. Geralmente trata-

se de uma busca seqüencial pelo neurônio vencedor. Este processo pode ser otimizado

usando-se algum mecanismo heuŕıstico para minimizar a busca (Costa, 1999), ou por

meio da paralelização do algoritmo (Openshaw e Turton, 1996).

A determinação dos parâmetros de aprendizagem em geral é emṕırica, fortemente basea-

da na experiência do usuário e em métodos de tentativa e erro. Porém, algumas técnicas

de determinação automática dos parâmetros de aprendizagem têm sido propostas, seja

por meio de algoritmos genéticos (Silva e Rosa, 2002), ou métodos numéricos (Haese,

1998; Haese e Goodhill, 2001). A taxa de aprendizagem α(t), Equação 2.2, deve assumir

um valor pré-fixado, α(0) < 1, e deve decair com o tempo t até um valor próximo de zero.

Analogamente, a função de vizinhança h(t) também deve assumir um valor pré-fixado,

h(0), adequado de forma que maximize a qualidade da formação do mapa.
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A dimensionalidade do mapa auto-organizável e seu tamanho (m) dependerão do tipo

de problema e propósito. A literatura mostra que a determinação do tamanho do SOM

é um processo emṕırico (Flexer, 2001; Kohonen, 2001). Em geral, o SOM bidimensional

NxM é usado devido sua capacidade de projeção dos dados de dimensão p num Mapa

bidimensional. Este trabalho está baseado única e exclusivamente neste tipo de Mapa.

O tamanho da amostra de treinamento também auxilia o processo de decisão sobre o

tamanho do Mapa. Para grandes volumes de dados, Mapas razoavelmente grandes são

mais adequados. Todavia, grandes Mapas comprometem o desempenho do algoritmo e

Mapas muito pequenos comprometem a integridade da formação topológica do SOM

(Costa, 1999; Flexer, 2001; Kohonen, 2001; Park et al., 2003).

2.2.4 Avaliação da qualidade da aprendizagem

Existe um conjunto razoável de mecanismos de avaliação da qualidade do Mapa gerado

após o processo de aprendizagem. Escolheu-se duas destas métricas, o erro da quantização

vetorial e o erro topológico (Kohonen, 2001).

O erro de quantização (Eq) corresponde à média do erro correspondente à diferença

entre o vetor de caracteŕısticas xk e o vetor de código wBMU , vetor de código vencedor

no processo competitivo para o padrão xk:

Eq =

∑n
k=1 ‖xk − wBMU‖

n
(2.6)

O erro topológico (Et) procura avaliar o quanto a estrutura da grade aproxima padrões

próximos no espaço de entrada. Considerando que, para cada padrão xk tem-se o BMU

como o primeiro neurônio na ordem de competição na grade, o BMU2 corresponderá ao

segundo neurônio nesta escala. Assim, o erro topológico corresponderá ao percentual de

padrões cujo BMU e BMU2 não são vizinhos na grade:

Et =
1

n

n∑
k=1

u(xk) (2.7)

onde u(xk) corresponde a 1, se o BMU e BMU2 não são vizinhos, e 0 caso contrário.

2.2.5 Propriedades

Uma vez conclúıdo o processo de aprendizagem da rede SOM, o mapa de códigos gerado,

representado pelos vetores wj, mostrará propriedades importantes dos dados de entrada
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(Haykin, 2001; Kohonen, 2001).

• Propriedade 1. Ordenação topológica. O mapa de caracteŕısticas calculado

pelo algoritmo SOM é ordenado topologicamente, no sentido de que a locali-

zação espacial de um neurônio na grade corresponde a um domı́nio particular

ou caracteŕısticas dos padrões de entrada. O inverso nem sempre é verdadeiro.

• Propriedade 2. Casamento de densidade. O mapa de caracteŕısticas reflete

variações na estat́ıstica da distribuição da entrada, embora a distribuição das

unidades do SOM não seja exatamente a mesma da distribuição dos dados

amostrais (para SOM 1D a densidade das unidades de sáıda é proporcional a

p(xk)
2/3 em torno do ponto xk).

• Propriedade 3. Seleção de caracteŕısticas. Pode-se afirmar que os Mapas Auto-

Organizáveis fornecem uma aproximação discreta das assim chamadas curvas

principais, e podem, portanto, ser vistos como uma generalização não-linear

da análise de componentes principais.

Este trabalho baseou-se nessas propriedades para, através de métodos distintos, proceder

à análise exploratória de dados geoespaciais multivariados.

2.3 Visualização do Mapa Auto-Organizável

Após o processo de aprendizagem do Mapa é necessário que se possa verificar visualmente

o resultado da ordenação topológica. Destacam-se três formas de representação visual.

A primeira forma usa os vetores de código como coordenadas no espaço d-dimensional.

Este processo pode ser aplicado quando d ≤ 3. A segunda forma é através da matriz de

distância entre os vetores de código. Esta matriz, em especial a matriz de distância uni-

ficada (Ultsch, 1993), pode ser analisada como uma imagem, o que facilita o processo de

análise. A terceira forma, os Planos de Componentes, usa os valores de cada componente

dos vetores de código para colorir o Mapa Auto-Organizável. Este método permite que

seja avaliada a distribuição do componente no Mapa, após a aprendizagem.

2.3.1 Representação dos vetores de código no espaço <d

Para o caso onde os vetores de código possuem dimensão d, menor ou igual a 3, pode-se

usar os seus valores como coordenadas no espaço <d para visualização da organização

dos neurônios. Dado o conjunto de dados da Figura 2.4 (à esquerda), onde d = 3, corres-

pondente a dois toróides que formam um elo de corrente. Treinando-se uma rede 15x15

hexagonal com aprendizagem em lote, pode-se visualizar o resultado final do treinamen-

to, usando os valores dos vetores de código como coordenadas no espaço <3, Figura 2.4
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(à direita).

FIGURA 2.4 – Do lado esquerdo tem-se os dados, sendo dois conjuntos de dados for-
mando um elo de corrente; do lado direito tem-se a estrutura final do
SOM, após treinamento, usando os valores dos vetores de código, como
coordenadas no espaço <3.

Existem outras formas de projeção dos valores dos vetores de código no espaço <2 como

através do mapa de Sammon ou através de outros métodos de projeção (Kaski et al.,

1999; Kohonen, 2001). Todavia, estes métodos não foram tratados neste trabalho.

2.3.2 Histograma

Os dados podem ser projetados no Mapa pesquisando-se, para cada xk, o seu respectivo

BMU. A freqüência de ocorrências de BMUs para um dado neurônio gera um histogra-

ma que refletirá o ńıvel de atividade H(i) deste neurônio. Destacam-se dois tipos de

histogramas, aquele que registra o número de BMUs após a fase de aprendizagem e o

que registra a freqüência de ocorrências nesta fase. Ambas abordagens são úteis, todavia

neste trabalho o ńıvel de atividade H(i) referir-se-á ao primeiro tipo de histograma.

2.3.3 Planos de Componentes

Para que se possa ter uma noção de como cada componente do vetor de caracteŕıstica xk

organizou-se no Mapa treinado, usa-se algum método de coloração do SOM baseado nos

valores de cada componente. Para um dado componente j, de um Mapa bidimensional

MxN , gera-se uma imagem f (x, y) com dimensões iguais às do Mapa MxN , onde cada

pixel corresponderá ao valor do componente j na posição (x, y). Para imagens em escalas

de cinza pode-se convencionar o branco para valores máximos, preto para valores mı́nimos

e tons de cinza para valores intermediários.
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2.3.4 Matriz de distância unificada (U-Matriz)

A matriz de distâncias unificada, U-matriz (Ultsch, 1993), tem o objetivo de permitir

a detecção visual das relações topológicas entre os neurônios. Usa-se a mesma forma de

cálculo de distância usada no treinamento, distância Euclideana, para calcular a distância

entre os vetores de código dos neurônios adjacentes. O resultado gerado a partir da

aplicação da U-matrix sobre o Mapa é uma imagem f(x, y) onde o ńıvel de intensidade

de cada pixel corresponde a uma distância calculada. Um Mapa 2-D NXM gera uma

imagem (2N − 1)X(2M − 1).

Dado um Mapa bidimensional hexagonal encontra-se a U-matriz calculando-se as dis-

tâncias dx, dy e dz (Figura 2.5), para cada neurônio. O valor du da U-matriz é calculado

em função dos valores dos elementos circunvizinhos do neurônio relativo ao du. O valor

du pode ser a média, mediana, valor máximo ou mı́nimo destes valores. O processo é

análogo para o caso de uma rede bidimensional retangular.

FIGURA 2.5 – Representação dos componentes da U-matriz dx, dy, dz e du para uma
rede 3x3 hexagonal. Os ćırculos representam os neurônios e os quadrados
representam os valores dos componentes.

A matriz de distância unificada pode ser interpretada como uma imagem através da

coloração dos pixels de acordo com a intensidade de cada componente da matriz. Valores

altos correspondem a neurônios vizinhos dissimilares e valores baixos correspondem a

neurônios vizinhos similares. Regiões com baixos valores do gradiente correspondem a

vales que agrupam neurônios especializados em padrões similares. Regiões com valores

altos correspondem a fronteiras entre agrupamentos.

Pelo fato da U-matrix gerar uma imagem relativamente complexa (Figura 2.6), sua prin-

cipal aplicação é a visualização do mapa para separação manual dos agrupamentos.
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Porém, já existe alguma iniciativa para detecção automática dos agrupamentos por meio

de técnicas de processamento desta imagem (Costa, 1999; Costa e Andrade Netto, 2001).

FIGURA 2.6 – Exemplo de geração da imagem relativa a U-matriz, a partir de uma rede
3x3 hexagonal.

A U-matriz é um método cujo objetivo é permitir a detecção visual das relações topoló-

gicas dos neurônios (Ultsch, 1993). Esta técnica é extremamente útil quando se tem os

vetores de código com dimensão maior que 3. Para estes casos não se pode representar

graficamente, ou pelo diagrama de Voronoi ou por superf́ıcies de influência, a organização

final dos neurônios.

2.4 Análise Exploratória de Dados com Mapas Auto-Organizáveis

A análise exploratória de dados consiste na busca por padrões em dados amostrais a

partir de técnicas de visualização e de análise de agrupamentos, dentre outras. Para o

caso de problemas estatisticamente bem conhecidos, quanto maior o volume de dados

amostrais melhor a acurácia da análise. Para problemas complexos esta tarefa torna-se

dif́ıcil e exige que vários métodos sejam avaliados até que se chegue a algum resultado

conclusivo. Este trabalho baseou-se em trabalhos que aplicaram, de formas distintas, as

propriedades dos Mapas Auto-Organizáveis na análise exploratória de dados (Kaski e

Kohonen, 1996; Vesanto, 1997; Vesanto e Ahola, 1999; Vesanto, 1999; Kaski et al., 1999;

Kohonen, 2001).

Os estágios da análise exploratória de dados com SOM compreendem a escolha do con-

junto de dados, o pré-processamento dos dados, a parametrização da rede e escolha de

“bons” Mapas neurais e a interpretação dos resultados (Kaski e Kohonen, 1996). Todas

estas fases são cŕıticas e relevantes para a geração de resultados confiáveis (Figura 2.7).

Todavia, destaca-se aqui a tarefa de interpretação dos resultados como a mais dif́ıcil, em
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FIGURA 2.7 – Fluxograma do processo de análise exploratória de dados com SOM.

função das variadas formas de análise dispońıvel.

2.4.1 Seleção dos dados

A seleção dos dados a serem analisados dependerá da natureza do problema. O cuidado

nas fases de formulação do problema e seleção dos componentes é de extrema importância

e segue os mesmos preceitos daqueles usados em qualquer tipo de análise exploratória.

2.4.2 Pré-processamento

Existem diversas técnicas para pré-processamento do conjunto amostral de dados. Cada

uma delas possui objetivo distinto e depende do domı́nio do problema. Dentre os pré-

processamentos mais usados em conjunto com o SOM destacam-se a normalização, a

marcação de valores ausentes e a remoção de valores at́ıpicos.

2.4.3 Configuração da rede e seleção do Mapa

Assim como nas etapas anteriores, toda a parametrização do Mapa Auto-Organizável

dependerá do tipo de aplicação. Classificação de padrões, controle, visualização, detec-

ção de agrupamento, cada tarefa exige que uma análise posterior seja conduzida até que

se chegue à configuração ideal da rede neural. Como se aplicou somente o SOM bidimen-

sional, hexagonal, com função de vizinhança gaussiana, com aprendizagem em lote, os

comentários estarão restritos à parametrização relativa a este tipo de rede neural. Para

este tipo de rede precisa-se definir as dimensões da rede MxN , o raio inicial da função

de vizinhança e o número de épocas do processo de aprendizagem.
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Uma forma de se avaliar a qualidade do Mapa é através das medidas dos erros de quan-

tização e topológico. Ou seja, para cada configuração de rede tem-se valores distintos

destes erros. Assim, pode-se construir dois gráficos em <2, ambos tendo nos eixos das

ordenadas as configurações de rede avaliadas e nos eixos das absissas os valores dos erros

de quantização e topológico. As redes candidatas serão aquelas com os menores valores

para ambos os erros. Embora este seja um processo válido, existem limitações práticas

para o seu uso, como, por exemplo, a irregularidade da curva do erro topológico.

Uma outra forma para determinar os parâmetros iniciais da rede é observar a formação

final do Mapa através de algum método de visualização. A U-matriz é um dos métodos

mais completos para esta análise. Todavia, observa-se que, para problemas complexos,

redes pequenas não conseguem exprimir, através da U-matriz, a estrutura do conjunto

de dados amostrais (Costa e Andrade Netto, 2003). Porém, quanto maior a rede, me-

lhor a U-matriz exprime a estrutura real do conjunto de dados (Ultsch, 1999). Pode-se,

também, usar algum tipo de ı́ndice de avaliação para o Mapa final gerado. Para o caso

de separação automática do conjunto de dados em agrupamentos distintos pode-se usar

alguma métrica de validação de particionamento de dados para verificar a eficácia da

rede neural. Neste trabalho usou-se estas três técnicas para avaliação dos Mapas nas

diferentes fases do processo de análise exploratória dos dados geoespaciais.

2.4.4 Interpretação do Mapa neural

Neste trabalho o SOM é usado para tarefas espećıficas como: detecção de dados at́ı-

picos, análise de componentes, análise da distribuição espacial do fenômeno estudado,

detecção automática de agrupamentos e análise da dependência espacial. As técnicas do

uso do SOM para a Análise Espacial serão estudadas no Caṕıtulo 4. Nesta seção será

abordado somente o uso do SOM para detecção de dados at́ıpicos, análise de correlação

e significância de componentes e análise simples de agrupamentos.

2.4.4.1 Detecção de dados at́ıpicos

Dados at́ıpicos identificados pelo SOM são, em geral, os mesmos detectados por pro-

cedimentos estat́ısticos como análise de fatores e o k-médias (Morlini, 1998; Muñoz e

Muruzábal, 1998). Isto deve-se ao fato de que os vetores de código correspondem a uma

aproximação da densidade dos dados de entrada; logo, tem-se que o problema de detecção

de dados at́ıpicos no conjunto amostral de dados pode ser transferido para a detecção de

dados at́ıpicos no conjunto de vetores de código da grade de neurônios.

Vetores de código at́ıpicos podem ser observados de diversas maneiras. Destacam-se os
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métodos de Morlini (1998), que usa a distância média, para cada neurônio, do vetor de

código analisado para os seus vizinhos, identificando o vetor at́ıpico através dos maio-

res valores para esta média, e de Muñoz e Muruzábal (1998) que define um fluxo de

passos que devem ser seguidos para se detectar dados at́ıpicos num conjunto de dados,

baseado em ferramentas auxiliares ao Mapa Auto-Organizável. Uma outra forma de aná-

lise é através do uso da U-matriz, onde os vetores at́ıpicos são identificados por regiões

pequenas e separadas das demais regiões por áreas de transição.

Justifica-se o uso do SOM para a detecção de dados at́ıpicos devido ao fato de que es-

te método é computacionalmente barato, de fácil interpretação e não está baseado em

modelos espećıficos. O SOM é robusto o suficiente para gerar, a partir de configura-

ções distintas, os mesmos resultados quanto à identificação de vetores de código at́ıpicos

(Morlini, 1998).

2.4.4.2 Análise de componentes

Durante o processo de aprendizagem os vetores de código se aproximarão discretamente

dos padrões de entrada, mantendo a ordenação topológica dos mesmos. Ou seja, estes

vetores de código são uma aproximação da distribuição de densidade dos padrões de

entrada. A visualização desses vetores de código podem auxiliar no entendimento e na

contribuição de cada componente. Esta visualização está relacionada com a análise de

componentes principais e está diretamente relacionada à discriminação da influência de

cada componente no Mapa neural (Kohonen, 2001). Para analisar a contribuição de

cada componente na formação dos agrupamentos do Mapa após a aprendizagem usa-se

os Planos de Componentes. Os Planos de Componentes vêm sendo amplamente usados

nesta tarefa (Kaski e Kohonen, 1996). Vesanto e Ahola (1999) propõem um método

automático para busca de componentes correlacionados. Este método não foi usado neste

trabalho devido ao mesmo só se aplicar para um número muito grande de componentes

a serem analisados.

2.4.4.3 Análise simples de agrupamentos

Um expediente comum na análise de agrupamentos, usando o SOM, é definir o número de

neurônios como o número de agrupamentos posśıveis (Ultsch, 1993). Após o treinamento

da rede, cada neurônio estará associado a um grupo de vetores de entrada. Embora seja

um método válido, já que se trata de uma análise exploratória de dados, este procedi-

mento impõe uma restrição sobre a estrutura dos agrupamentos, pois assume-se uma

estrutura hiperesférica para cada grupo de dados. Este método é aplicado para o caso

de redes pequenas, pois a separação manual de padrões nessas redes é mais fácil e menos
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trabalhosa.

2.5 Sumário

Os Mapas Auto-Organizáveis são estruturas neurais artificiais formuladas sobre o con-

ceito de auto-organização de unidades básicas (neurônios) segundo algum processo de

aprendizagem competitiva. A escolha da topologia e do mecanismo de aprendizagem de-

pendem de fatores como tipo do dado a ser analisado, grau de generalização desejado,

tipo de aplicação etc. São propriedades do SOM a ordenação topológica, casamento de

densidade e seleção de caracteŕısticas.

Em função das razões expostas neste caṕıtulo foi definida como rede de trabalho o Mapa

neural bidimensional, com disposição hexagonal da grade de neurônios, função de vizi-

nhança gaussiana e aprendizagem em lote. A avaliação dos Mapas será de acordo com

as medidas do erro de quantização e topológico.

Visualização e análise de agrupamentos são as principais aplicações dos Mapas Auto-

Organizáveis. Dentre as técnicas existentes de visualização foram usadas neste trabalho

a U-matriz e os Planos de Componentes. Para análise de agrupamentos será usado um

mecanismo de detecção automática de agrupamentos exposto no Caṕıtulo 3.

Embora as ferramentas relacionadas com o SOM para análise exploratória de dados

sejam numerosas, as mesmas não cobrem todo o espectro de Análise Espacial de Dados

em Área. Um outro fator a ser analisado é o quão automático o processo pode ser para

que qualquer usuário do SOM possa proceder com a análise, sem grandes esforços de

entendimento e interpretação dos resultados.

Os três próximos caṕıtulos abordam temas relativos a essas questões. O Caṕıtulo 3

dedicou-se à pesquisa de métodos automáticos de detecção de agrupamentos. Adaptações

e uso das técnicas de análise exploratória com o SOM foram extendidas no Caṕıtulo 4,

onde foram propostas técnicas para proceder a Análise Espacial de Dados em Área com

o SOM. No Caṕıtulo 5 deu-se especial atenção aos métodos de acesso à base de dados

geográfica, de forma a tornar ainda mais fácil o acesso e posterior análise de dados

geográficos.
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CAPÍTULO 3

DETECÇÃO AUTOMÁTICA DE AGRUPAMENTOS COM MAPAS

AUTO-ORGANIZÁVEIS

3.1 Introdução

Como observado no Caṕıtulo 2, existem vários mecanismos de análise exploratória de

dados através dos Mapas de Kohonen. A tarefa de descoberta de agrupamentos é uma

delas e tem sido feita visualmente, através da projeção do Mapa por meio da U-matriz e

dos Planos de Componentes. Todavia, existem casos onde a complexidade da U-matriz

gerada inviabiliza ou dificulta a descoberta de agrupamentos pela verificação visual.

Para estes casos seriam bastante úteis técnicas de detecção automática de agrupamentos

baseadas nos vetores de código gerados pelo SOM.

O método de identificação visual de agrupamentos através da U-matriz apresenta algu-

mas restrições. Para Mapas pequenos a U-matriz gerada tende a ser complexa e de dif́ıcil

identificação visual dos agrupamentos (Figura 2.6), além do que, a U-matriz só pode ser

gerada a partir de mapas com grade bi-dimensional. Para mapas com dimensões de grade

maior que 2 o processo de visualização da matriz de distância torna-se complexo.

Este caṕıtulo avaliou o método de segmentação automática do SOM proposto por Costa

e Netto (2003). Este método foi aplicado em conjunto com os ı́ndices de validação de

partição de dados, Davies-Bouldin (Davies e Bouldin, 1979) e o CDbw (Halkidi e Vazir-

giannis, 2002). Neste caṕıtulo também foi realizada uma breve revisão bibliográfica sobre

outros métodos automáticos de segmentação do SOM.

3.2 Métodos Automáticos de Segmentação

Com o objetivo de particionar e rotular automaticamente um SOM treinado, baseando-se

no gradiente dos componentes, cuja informação é apresentada na U-matriz, foi desen-

volvido o algoritmo SL-SOM Self-Labeling SOM (Costa, 1999; Costa e Andrade Netto,

2001). O algoritmo SL-SOM usa o método de segmentação de imagens watershed para

particionar a U-matriz em regiões conectadas. O algoritmo SL-SOM somente se aplica a

Mapas com grade bidimensional. Esta restrição não chega a ser proibitiva devido ao fato

de que a maioria das aplicações do SOM presentes na literatura usam este tipo de rede.

Embora o algoritmo SL-SOM tenha obtido bons resultados (Costa, 1999), como pode

ser observado através do exemplo da Figura 3.1, a sua aplicação não é recomendada para

Mapas com poucos neurônios ou problemas cujos possuam estrutura complexa, pois a U-
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FIGURA 3.1 – Exemplo de segmentação da U-matriz (SL-SOM ): (a) SOM bidimensio-
nal 10x10; (b) U-matrix gerada a partir desta SOM treinada; (c) Rotu-
lação dos neurônios da SOM com o aux́ılio da imagem (b).
FONTE:(Costa, 1999).

matriz para estes casos tende a ser de dif́ıcil interpretação, dificultando a separação dos

padrões. Apesar das limitações do algoritmo com relação à complexidade da U-matriz

pode-se afirmar que o SL-SOM oferece um bom mecanismo de investigação de dados

multivariados.

A proposta de Vesanto e Alhoniemi (2000) é a de usar o SOM como um redutor do

tamanho do conjunto de dados a ser analisado. O trabalho propõe a descoberta de agru-

pamentos em duas fases, primeiro os dados são usados para treinar uma rede SOM, os

vetores de código da rede serão, então, usados para a descoberta de agrupamentos atra-

vés de métodos tradicionais de descoberta de agrupamentos. O autor usou um método

hierárquico aglomerativo e o algoritmo de k-médias. A principal função da rede SOM,

neste método, é a de reduzir o volume de dados e, conseqüentemente, o custo computaci-

onal do processamento dos algoritmos tradicionais de agrupamento. Além de reduzir este

custo computacional, o SOM também diminui o número de dados at́ıpicos, reduzindo o

seu impacto na quantização vetorial.

Como critério para fusão ou separação de grupos de dados, o autor usou o ı́ndice Davies-

Bouldin (Davies e Bouldin, 1979). Este ı́ndice também foi usado na comparação entre

os métodos de descoberta de agrupamentos. A validação comparou os resultados obtidos

usando-se os vetores de código do SOM diretamente sobre o conjunto de dados. Os

resultados foram semelhantes para ambos os casos. Observou-se que, neste processo de

descoberta de agrupamentos exige-se bastante interação do usuário, não configurando,

portanto, um método totalmente automático. Além de que, trata-se do uso de técnicas

tradicionais para detecção de agrupamentos em um conjunto de dados menor do que o

original. Este método não faz uso direto de informações agregadas aos neurônios como o

48



seu ńıvel de atividade, formação topológica etc.

Em função da simplicidade e generalidade escolheu-se o método de segmentação do SOM

baseado no particionamento de grafos, ou algoritmo Costa-Netto, detalhado na próxima

seção e aplicado no estudo de caso do Caṕıtulo 6.

3.3 Segmentação Baseada em Particionamento de Grafos

Costa e Netto (2003) propõem um método para segmentação do mapa baseado no parti-

cionamento de grafos. Neste caso, o algoritmo é independente da U-matriz e da dimensão

da grade da rede SOM. O algoritmo proposto baseia-se em informações geométricas de

distância entre os neurônios, no erro de quantização e no ńıvel de atividade do neurônio.

A estratégia é considerar que todos os neurônios fazem parte de um grafo não orientado,

totalmente conectado e, a partir de regras heuŕısticas, eliminar conexões inconsisten-

tes entre neurônios vizinhos, restando grupos conectados, representando agrupamentos

distintos (Figura 3.2).

FIGURA 3.2 – A estratégia de segmentação do SOM baseia-se na eliminação de cone-
xões inconsistentes entre os neurônios. Neste exemplo, uma rede 3x3 foi
particionada de forma que 3 grupos foram constitúıdos.

Para um Mapa Auto-Organizável treinado tem-se o algoritmo Costa-Netto como segue:

a) Obter as distâncias entre os pesos dos neurônios adjacentes i e j, d(w i, wj); e

a atividade de cada neurônio i, H(i);

b) Para cada par de neurônios adjacentes i e j, a aresta será considerada incon-

sistente:

Se a distância entre os pesos excede em 2 a distância média dos outros

neurônios adjacentes a i ou a j;

Se os dois neurônios adjacentes i e j possuem atividade (H) abaixo de

50% da mı́nima permitida (Hmin), ou um dos neurônios for inativo (H(i) =

0); Hmin = ωHmed, sendo que 0.1 ≤ ω ≤ 0.6 e Hmed = n/m.
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Se a distância entre os centróides dos conjuntos de dados associados aos

neurônios i e j exceder em 2 vezes a distância entre os pesos d(wi, wj);

c) Remoção dos ramos (arestas) inconsistentes. Para cada aresta (i, j) conside-

rada inconsistente resultará em uma conexão nula no endereço (i, j) da matriz

de adjacência A. Ramos consistentes recebem entrada 1 no endereço (i, j) de

A;

d) Atribuir um código distinto para cada conjunto de neurônios conectados.

Remover componentes conectados pequenos (com menos de 3 neurônios).

O que acontece com a aplicação do algoritmo é uma poda dos neurônios conectados adja-

centes. Ou seja, ao final vários grupos de neurônios conectados estarão representando um

agrupamento espećıfico. O algoritmo é independente da U-matriz e da dimensionalidade

da grade do Mapa, o que o torna mais genérico que a proposta de segmentação baseada

na U-matriz (Costa, 1999). O algoritmo faz uso de alguns limiares emṕıricos definidos

por meio de experimentações, porém, consegue particionar os dados usando somente as

informações inerentes ao Mapa treinado, como a distância entre os neurônios, o erro de

quantização e o ńıvel de atividade.

3.4 Índices de Validação dos Agrupamentos

Para validar o particionamento dos dados gerados pelo algoritmo de segmentação ba-

seado no particionamento de grafos usou-se dois ı́ndices, já aplicados aos Mapas Auto-

Organizáveis. O ı́ndice Davies-Bouldin (Davies e Bouldin, 1979), usado para auxiliar o

processo de definição do número de agrupamentos corretos (Vesanto e Alhoniemi, 2000;

Park et al., 2003) e o ı́ndice CDbw (Halkidi e Vazirgiannis, 2002) usado numa aplicação

semelhante à anterior (Wu e Chow, 2004).

3.4.1 Índice Davies-Bouldin

O ı́ndice Davies-Bouldin (Davies e Bouldin, 1979) é uma medida que indica a similaridade

entre agrupamentos. Esta medida pode ser usada para a avaliação da partição dos dados

e, conseqüentemente, para a comparação relativa entre diferentes divisões do conjunto de

dados. O ı́ndice Davies-Bouldin é independente do número de agrupamentos e do método

de partição dos dados, o que o torna indicado para a avaliação de algoritmos de partição

de dados.

50



O ı́ndice Davies-Bouldin é dado por:

1

c

c∑
k=1

maxc 6=k

{
Sc (Qk) + Sc (Ql)

dce (Qk, Ql)

}
(3.1)

onde: c é o número de agrupamentos, Sc (Qk) representa a distância intra-agrupamento

(dispersão interna do agrupamento Qk), baseado na distância para o centróide,

dce (Qk, Ql) representa a distância entre os agrupamentos Qk e Ql, também baseado

na distância entre os centróides. Sc (Qk) é dado por:

Sc (Qk) =

{
1

Nk

Nk∑
j=1

|xj − ck|q
}1/q

(3.2)

onde: xj ∈ Qk, Nk é o número de amostras no agrupamento Qk e ck = 1/Nk

∑
xi∈Qk

xi.

dce é dado por:

dce (Qk, Ql) =

{
d∑

k=1

|cki − ckj|p
}1/p

(3.3)

onde: d corresponde à dimensão do vetor xk.

Para p = 2 tem-se dce como a distância Euclideana entre os centróides dos dois agrupa-

mentos. Sc representa a raiz q-ésima do q-ésimo momento dos pontos no agrupamento

k em torno da média. Se q = 1, Sc torna-se a média Euclideana dos vetores no agrupa-

mento k em relação ao centróide deste grupo. Se q = 2, Sc torna-se o desvio padrão da

distância das amostras com relação ao centróide do grupo. Neste trabalho, fixou-se p = 2

e variou-se q = 1, 2.

Vesanto e Alhoniemi (2000) usaram o ı́ndice Davies-Bouldin com p = 2 e q = 2 para

avaliação da partição dos dados feita através do Mapa Auto-Organizável. Neste caso,

o SOM foi usado como um redutor do volume de dados a ser particionado. Após esta

redução, dois métodos de partição tradicionais, o k-médias e o método hierárquico aglo-

merativo, foram aplicados, separadamente, para encontrar os agrupamentos. O ı́ndice

Davies-Bouldin foi usado como critério de junção ou separação de agrupamentos nos

algoritmos de partição.
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3.4.2 Índice CDbw

O ı́ndice CDbw - Compose Density between and within clusters (Halkidi e Vazirgiannis,

2002; Wu e Chow, 2004) também baseia-se na medição das distâncias intra e inter-

agrupamentos, porém, enfatiza as caracteŕısticas geométricas de cada agrupamento, tra-

tando eficientemente agrupamentos com formatos arbitrários. A caracteŕıstica geométrica

do agrupamento é representada através do uso de vetores representativos de cada agru-

pamento. Ao invés de usar o centróide como referência, usa-se um conjunto de vetores.

Isto permite que o ı́ndice avalie corretamente estruturas não hiperesféricas, o que não

ocorre com o ı́ndice Davies-Bouldin.

Para um conjunto de dados particionados em c agrupamentos, define-se um conjunto de

pontos representativos V
′
i = {vi1, vi2, ..., viri

} para o agrupamento i, onde: ri representa

o número de pontos de representação para o agrupamento i. Para cada componente ρ do

agrupamento i tem-se que o desvio padrão stdev (i) é dado por:

stdevρ (i) =

√√√√ ni∑
k=1

(xρ
k − x̄ρ

i )
2 / (ni − 1) (3.4)

onde: ni representa o número de amostras no agrupamento i, xk ∈ Qi, e x̄i é a média da

amostra do i-ésimo agrupamento. A média do desvio padrão é dada por:

stdev =
1

c

√√√√ c∑
i=1

‖stdev (i)‖2 (3.5)

A densidade intra-agrupamento é definida como:

Intra dens (c) =
1

c

c∑
i=1

1

ri

ri∑
j=1,j 6=i

density (vij) , c > 1 (3.6)

O termo density (vij) é definido como density (vij) =
∑ni

l=1 f (xl, vij), onde xl ∈ Qi, vij é

a j-ésima representação do i-ésimo agrupamento, e f (xl, vij) é dado por 1, se ‖xl − vij‖ ≤
stdev, ou 0 caso contrário.
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A densidade inter-agrupamento é dada por:

Inter dens (c) =
c∑

i=1

c∑
j=1,j 6=i

‖close rep (i)− close rep (j)‖
‖stdev (i)‖+ ‖stdev (j)‖

density (vij) , c > 1, c 6= n

(3.7)

onde: close rep (i) e close rep(j) representam o par de pontos de representação mais

próximos entre o agrupamento i e o j, vij é o ponto médio entre este par de pontos.

density (vij) é dado por density (vij) =
∑ni+nj

k=1 f (xk, vij), onde xk ∈ Qi ou xk ∈ Qj, e

f (xk, vij) é dado por 1 se ‖xk − vij‖ ≤ (‖stdev(i)‖+ ‖stdev(j)‖), ou 0 caso contrário.

A separação entre os agrupamentos é dado por:

Sep(c) =
c∑

i=1

c∑
j=1,j 6=i

‖close rep(i)− close rep(j)‖
1 + Inter dens(c)

, c > 1 (3.8)

O ı́ndice CDbw é definido por:

CDbw(c) = Intra dens(c) ∗ Sep(c) (3.9)

Uma boa partição dos dados é indicada para valores altos do ı́ndice. A complexidade

O(n) é favorável para dados geoespaciais (Halkidi e Vazirgiannis, 2002).

Uma questão importante a ser considerada neste algoritmo é a definição dos vetores de

referência para cada agrupamento. Segundo Halkidi e Vazirgiannis (2002) este processo

é iterativo. Primeiro escolhe-se o ponto mais distante da média do agrupamento, poste-

riormente o ponto mais distante do ponto anterior é escolhido e assim sucessivamente.

3.4.3 Usando os vetores de código como vetores de referência no CDbw

Os vetores de referência para o cálculo do CDbw podem ser encontrados de forma itera-

tiva a partir do conjunto de dados particionado (Halkidi e Vazirgiannis, 2002). Todavia,

estes autores não definem o critério de parada para o algoritmo de criação dos vetores

de referência. Ou seja, o número de vetores de referência, para cada agrupamento, tem

de ser definido empiricamente para servir como critério de parada, caso contrário todos

os vetores poderiam ser escolhidos como vetores de referência.
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Para o caso de partição dos dados através do SOM tem-se os vetores de código como uma

aproximação da distribuição dos dados de entrada sendo, portanto, vetores representati-

vos dos dados amostrais. Logo, pode-se usar os vetores de código do SOM particionado

como vetores de referência dos seus respectivos agrupamentos. Isto simplifica o processo

de cálculo do CDbw para o caso de partição dos dados com o SOM.

A adequação desta abordagem dependerá da relação entre o número n de padrões e

o número m de neurônios. Para m/n muito pequeno pode-se ter uma deficiência em

número de neurônios para representação de cada agrupamento. Para m/n muito grande

tem-se o inverso.

3.5 Validando o Particionamento do SOM

O algoritmo de detecção automática de agrupamentos baseado na partição do SOM

(Costa e Andrade Netto, 2003) separa os padrões, mas não garante que todos os vetores

de entrada serão rotulados. Por exemplo, dados at́ıpicos podem não ser rotulados devido

a alguma restrição do Item “b” do algoritmo da Seção 3.3.

Este problema pode ser solucionado usando-se o critério do vizinho mais próximo para a

rotulação de todos os neurônios especializados do Mapa. Este procedimento evitará que

o cálculo dos ı́ndices de validação sejam comprometidos.

O processo de avaliação dos agrupamentos usado neste trabalho (Caṕıtulo 6) será reali-

zado da seguinte forma:

a) Define-se um conjunto de redes que serão testadas e, para cada rede, deve-se:

efetuar o treinamento da rede;

aplicar o algoritmo Costa-Netto;

rotular todos os neurônios através do método do vizinho mais próximo;

calcular os ı́ndices Davies-Bouldin e CDbw;

b) Escolhe-se as redes com os melhores valores dos ı́ndices.

3.6 Sumário

O processo de detecção automática de agrupamentos com Mapas Auto-Organizáveis

pode ser realizado em três fases. Na primeira fase o Mapa neural é treinado, na segunda

este mesmo mapa é segmentado, na terceira e última fase os dados são particionados de

acordo com o neurônio ao qual está associado.
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Foram expostas três formas de detecção automática de agrupamentos. Através da seg-

mentação da imagem gerada pela U-matriz, através do uso de técnicas estat́ısticas para

particionar os pesos do SOM ou através do particionamento de grafos. Este último mé-

todo foi escolhido para trabalho considerando que é o único que se baseia unicamente

nas informações contidas nos próprios neurônios, após o processo de aprendizagem, além

de ser independente das dimensões da rede neural.

Para validar os partiucionamentos dos dados foram analisados duas métricas: o ı́ndice

Davies-Bouldin e o CDbw. Ambos avaliam as densidades intra e inter agrupamentos,

todavia o primeiro é baseado no centróide dos agrupamentos, enquanto que o segundo

baseia-se em vetores de referência. O objetivo desses vetores é inserir a estrutura geo-

métrica do agrupamento no computo do ı́ndice. Neste trabalho os vetores de referência

serão determinados a partir dos vetores de código do Mapa treinado.

Portanto, o processo de avaliação dos agrupamentos passará primeiramente pela definição

das configurações de redes a serem avaliadas; treinamento destas redes; aplicação do

algoritmo Costa-Netto; rotulação de todos os neurônios pelo método do vizinho mais

próximo; e cálculo dos ı́ndices de validação. As redes serão selecionadas de acordo com

os valores dos ı́ndices.
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CAPÍTULO 4

ANÁLISE EXPLORATÓRIA DE DADOS GEOESPACIAIS

MULTIVARIADOS ATRAVÉS DE MAPAS AUTO-ORGANIZÁVEIS

4.1 Análise Espacial de Dados em Área

O estudo de caso deste trabalho, assim como boa parte das aplicações do SOM na Análise

Espacial, trabalha com Análise Espacial de Dados em Área, que considera a análise de

dados associados com zonas espaciais ou áreas. Estas áreas podem estar dispostas de

forma regular, como em imagens de sensores remotos, ou ser um conjunto de áreas

irregulares, como áreas de distritos admistrativos ou de setores censitários. Os atributos

associados com estas áreas não variam continuamente em função do espaço. As áreas

consideradas são a única posição espacial na qual os atributos podem ser medidos (Bailey

e Gatrell, 1995).

Na fase exploratória da Análise Espacial de Dados em Área, a detecção e posśıvel ex-

ploração de padrões espaciais, ou tendências nos valores dos atributos, são as tarefas

principais. Dada uma região de estudo R, particionada em subáreas (A1, ..., An) com

A1∪ ...∪An = R, tem-se o vetor de caracteŕısticas x (Ak) = (ξ1, ..., ξd), Ak ∈ {A1, ..., An}.
Neste trabalho, este vetor de caracteŕısticas será denotado por xk (Figura 4.1).

FIGURA 4.1 – Elementos da Análise Espacial de Dados em Área.

Existem várias formas para a visualização deste tipo de dado geoespacial (Bailey e Ga-

trell, 1995). Neste trabalho, usou-se mapas coropléticos para identificação e realce de

posśıveis padrões.
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Para a análise exploratória de área uma questão deve ser respondida: como medir a

proximidade das observações relativas às áreas Ak? Pode-se usar o centróide das áreas

e usar alguma medida de distância para avaliar a proximidade ou usar algum outro

mecanismo, como uma matriz de proximidade W , definida sobre algum critério espećıfico.

A primeira opção é válida, porém limitada, uma vez que não contempla a estrutura dos

objetos geográficos (Bailey e Gatrell, 1995). A segunda opção, wij, é mais genérica e será

usada neste trabalho.

Seja W uma matriz de proximidade espacial, onde cada elemento, wij, representa uma

medida de proximidade entre as áreas Ai e Aj. Existem vários critérios para o cálculo

dos valores wij, desde baseado no centróide até aqueles baseados no compartilhamento

de fronteiras entre Ai e Aj, ou uma combinação destes (Bailey e Gatrell, 1995). Para

este trabalho W foi definido como 1, caso Aj compartilhe fronteira com Ai, ou 0 caso

contrário.

Uma vez definido o critério de proximidade espacial pode-se determinar a dependência

espacial do conjunto de dados. A dependência espacial avalia a variação dos atributos

quanto à disposição espacial das áreas. Há várias técnicas para medir a dependência

espacial (Bailey e Gatrell, 1995); aqui será destacado o ı́ndice de correlação espacial

global de Moran. Para uma determinada matriz de proximidade W , o ı́ndice de Moran

(I) calcula a correlação espacial para o atributo ξi da seguinte forma:

I =
n

∑n
i=1

∑n
j=1 wij

(
ξi − ξ

) (
ξi − ξ

)(∑n
i=1

(
ξi − ξ

)2
) (∑∑n

i6=j wij

) (4.1)

onde ξ̄ representa a média do atributo ξi.

4.2 Análise Espacial com o SOM

Os Mapas Auto-Organizáveis têm-se mostrado bastante úteis na Análise Espacial, haja

vista o crescente número de publicações presentes na literatura (Openshaw e Turton,

1996; Ji, 2000; Cereghino et al., 2001; Villmann et al., 2003). Sua principal função é

atuar como um mecanismo não-supervisionado de mapeamento de dados multivariados

numa grade de dimensão menor, resguardando as propriedades dos dados originais. Sua

simplicidade conceitual, aliada a suas variantes estruturais e de aprendizagem, tem gera-

do uma variedade de aplicações. Porém, é a partir da propriedade de geração de mapas

topologicamente ordenados que os trabalhos de uso da rede SOM na Análise Espacial

têm sido desenvolvidos. Este tipo de rede é extremamente útil para a análise de dados ge-
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ográficos cujas propriedades impedem que sejam usados métodos estat́ısticos (Openshaw

et al., 1994; Openshaw e Turton, 1996). Segundo Openshaw e Turton (1996), problemas

como análise de dados multivariados, dependência de incerteza sobre os dados, distribui-

ções não normais das variáveis etc., podem ser convenientemente tratados com as RNAs,

em especial a rede SOM. Outros trabalhos exploram a propriedade de mapeamento e

visualização da rede SOM para as tarefas de Análise Espacial (Winter e Hewitson, 1994;

Foody, 1999; Cereghino et al., 2001; Gahegan et al., 2002).

Nenhum dos trabalhos dispońıveis na literatura faz referência às metodologias de aná-

lise exploratória de dados geoespaciais que contemplem os diversos pontos de vista da

análise, tais como: descoberta de dados at́ıpicos, análise da distribuição espacial do fenô-

meno, análise de correlação e significância de componentes, análise de agrupamentos e

dependência espacial. Também há poucas referências sobre o uso do SOM para particio-

namento dos dados geoespaciais (Franzini et al., 2001), ou para análise de dependência

espacial (Kaski e Kohonen, 1996). Pôde-se observar que os trabalhos de aplicação dos

Mapas Auto-Organizáveis na Análise Espacial apresentam algumas caracteŕısticas co-

muns, como o uso do algoritmo padrão de treinamento (Winter e Hewitson, 1994; Kaski

e Kohonen, 1996; Foody, 1999; Takatsuka, 2001; Cereghino et al., 2001; Franzini et al.,

2001). Em geral são usados os modelos com topologias bidimensionais, pois permitem

a visualização natural dos agrupamentos através da U-matriz (Kaski e Kohonen, 1996;

Cereghino et al., 2001), e dos Planos de Componentes (Winter e Hewitson, 1994; Kaski

e Kohonen, 1996; Franzini et al., 2001). O que difere um trabalho do outro é a forma de

interpretação da formação topológica no Mapa neural, o que aumenta a importância da

necessidade do especialista na área de aplicação para entendimento semântico do Mapa

gerado. Em geral, as aplicações estão concentradas na análise da dinâmica de cidades

(Winter e Hewitson, 1994; Kropp, 1998; Takatsuka, 2001), ou na análise de dinâmicas am-

bientais (Foody, 1999; Cereghino et al., 2001). Franzini et al. (2001) foi o único trabalho

encontrado sobre o estudo de problemas urbanos através dos Mapas Auto-Organizáveis.

Embora os trabalhos estejam relacionados a dados geográficos armazenados em Siste-

mas de Informação Geográfica, nenhum modelo aplicado insere em seus cálculos algo

que identifique a posição espacial, por exemplo, as coordenadas planas entre os objetos

geográficos estudados, sejam śıtios de coleta de dados ou distritos censitários. Em (Babu,

1997) é proposta uma rede SOM modificada que considera a posição espacial entre os

objetos espaciais, porém seu objetivo não é descobrir relações fenomenológicas entre os

objetos, mas sim, facilitar a tarefa de indexação e visualização dos objetos geográficos.

Também foi observado que nenhum método de detecção automática de agrupamentos foi

aplicado no processo de análise do Mapa gerado pelas redes. Observou-se que o processo
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de determinação do tamanho dos Mapas é totalmente emṕırico, baseado na experiência

do usuário e no método de tentativa e erro.

Foi posśıvel concluir, a partir desta revisão bibliográfica, que o Mapa Auto-Organizável

tem despertado um crescente interesse por parte dos profissionais da geociência, ha-

ja vista o crescente número de ferramentas recentemente dispońıveis (Takatsuka, 2001;

Gahegan et al., 2002). Pôde-se, finalmente, observar que existe uma ampla variedade

de formas de se explorar dados multivariados a partir de redes neurais do tipo SOM.

Para o caso não-supervisionado pode-se: a) usar a U-matriz para descobrir manualmente

agrupamentos de dados; b) usar os Planos de Componentes para descobrir relações e ten-

dências entre as variáveis; c) usar uma rede com poucos neurônios e considerar que cada

neurônio corresponde a um agrupamento; d) para séries temporais, pode-se usar o SOM

para análise de trajetória; e) usar redes com dimensões maiores que 2 para agrupamento

de dados; f) usar o SOM para a análise de deslocamento entre grupos após alterações do

vetor de caracteŕıstica de determinado objeto.

4.3 Inclusão da Variável Espacial no Algoritmo SOM

Na seção anterior apresentou-se uma breve revisão da aplicação do SOM na Análise

Espacial, pela qual pôde-se observar que, em nenhum momento, as variáveis posicionais

(x, y) são inclúıdas explicitamente no algoritmo. Babu (1997) propõe que a questão espa-

cial de objetos geográficos seja inclúıda nos Mapas Auto-Organizáveis através da criação

de uma medida de dissimilaridade D que contemple o objeto geográfico de qualquer

dimensão, de maneira simples e representativa. Ou seja, o autor substitui a função de

distância do SOM padrão, em geral a distância Euclideana, por uma outra. Esta varian-

te é chamada de SOM for Spatial Data (SOMSD) e objetiva a visualização espacial e a

indexação de objetos geográficos. Este trabalho mostrou que o SOM pode ser usado de

forma combinada com as coordenadas espaciais, para fins de visualização e indexação.

A fim de avaliar o efeito da inclusão das variáveis posicionais, (x, y), neste trabalho

propõe-se inclúı-las no vetor de caracteŕısticas xk. Através deste procedimento, espera-se

verificar se isto afetará significativamente a formação final do Mapa Auto-Organizável,

através da análise da U-matriz e dos Planos de Componentes.

4.4 Análise da Distribuição Espacial do Fenômeno

A partir dos Planos de Componentes é posśıvel a identificação, no Mapa neural, do

sentido da variação dos componentes. Em geral, esta análise é feita visualmente (Kaski

e Kohonen, 1996; Winter e Hewitson, 1994; Franzini et al., 2001). Porém, é posśıvel
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FIGURA 4.2 – Coordenadas do centróide de uma área qualquer relativo ao MBR do
conjunto de áreas.

automatizar este processo através de um mecanismo bastante simples. Seja um Mapa

neural bidimensional (NxM), pode-se rotulá-lo de maneira que o sentido da distribuição

predominante nos Planos de Componentes seja representado. Pode-se ter vários formatos

para a distribuição da variação dos componentes no Mapa, porém definiu-se um conjunto

fixo de distribuições, vertical, horizontal e diagonais (Figura 4.3).

4.5 A Proposta de um Índice de Valoração da Dependência Espacial

A propriedade de ordenação topológica dos dados amostrais de entrada, numa grade

finita de neurônios, garante que padrões vizinhos no espaço de entrada I estejam próxi-

mos no espaço de sáıda U , porém o inverso nem sempre é verdadeiro. Todavia, pode-se

afirmar que o Mapa Auto-Organizável representa uma relação de vizinhança no espaço

de atributos. As variações nos valores de xk são captadas pelo SOM através dos valores

dos vetores de código e de sua posição na grade. Assim, a propriedade de ordenação to-

pológica pode auxiliar no cômputo da dependência espacial. Tem-se, então, que o SOM

determina a relação de vizinhança no espaço de atributos, exprimindo a ordenação da

variação nos valores de xk. Tem-se, também, a relação de vizinhança espacial expres-

sa pela matriz de proximidade W . Portanto, a dependência espacial pode ser valorada

definindo-se uma métrica que leve em consideração as relações de vizinhança nos espaço

de atributos e no espaço f́ısico (Figura 4.4).

Uma forma simples de calcular esta dependência espacial, baseada no SOM e na matriz

W , é medir a relação entre o número de padrões que estão simultaneamente próximos no
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FIGURA 4.3 – Diferentes posśıveis sentidos da distribuição dos componentes no Mapa
neural.

FIGURA 4.4 – Correspondência entre a relação de vizinhança no espaço de atributos e
no espaço f́ısico.
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espaço de atributos e no espaço f́ısico. Todavia, como nem toda vizinhança no espaço de

sáıda do SOM representa similaridade entre os padrões, a segmentação do SOM em zonas

de similaridade é necessária. Para isto, usou-se o algoritmo Costa-Netto para partição do

SOM, o qual dividiu o conjunto de dados em c agrupamentos e associou cada área Ai a

seu respectivo agrupamento. Ou seja, as regiões Ai serão rotuladas de acordo com o grau

de proximidade no espaço de atributos. Pode-se, então, avaliar a existência de regimes

espaciais distintos medindo o grau de dispersão espacial intra-agrupamento.

Seja pi o número de áreas A pertencentes ao agrupamento i. Seja qi o número de grupos

de áreas A distintas do agrupamento i. Tem-se que o ı́ndice de relação de vizinhança

espacial (IRV Ei) para o agrupamento i será dado por:

IRV Ei =

{
0, se pi = qi

− 1
pi

(qi − 1) + 1, caso contrário.
(4.2)

O ı́ndice global (IRV E) corresponderá à média ponderada dos ı́ndices IRV Ei, i = 1, ..., c

IRV E =
1

n

c∑
i=1

IRV Eipi (4.3)

Por exemplo, dado um conjunto de áreas rotuladas, representadas pela Figura 4.5, tem-

se que, aplicando a Equação (4.2) IRV E1 = −(1/11) ∗ (2 − 1) + 1 = 0, 90 e IRV E2 =

−(1/10) ∗ (3 − 1) + 1 = 0, 80, aplicando a Equação (4.3) tem-se que IRV E = (1/21) ∗
(0, 90 ∗ 11 + 0, 80 ∗ 10) = 0, 852.

FIGURA 4.5 – Conjunto de áreas rotuladas, 2 agrupamentos, para exemplificar o cálculo
do ı́ndice IRVE.

O ı́ndice IRV E varia entre 0 e 1, sendo que valores próximos de zero significam alta
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dispersão espacial dos agrupamentos e valores próximos de 1 significam alto ńıvel de

agregação dos agrupamentos espaciais. A rigor, este cálculo poderia ser feito para qual-

quer partição das áreas A, porém, o ı́ndice IRVE identifica que o ńıvel de agregação dos

agrupamentos foi alcançado a partir do SOM.

4.6 Sumário

A Análise Espacial de Dados em Área consiste na busca por informações em mapas de

áreas cujos atributos associados não variam em função do espaço. Ou seja, cada área

terá um único conjunto de atributos associado. Na análise exploratória desses dados o

objetivo principal é verificar a existência de padrões espaciais. Antes de iniciar o processo

de análise exploratória é necessário definir um critério de proximidades entre as áreas.

Neste trabalho foi usado a matriz de proximidade baseada no compartilhamento de

fronteiras entre as áreas.

Um conceito importante na Análise Espacial de Dados em Área é o de dependência

espacial. Dependência espacial é o grau com que a variação nos atributos acompanham

a variação na localização espacial. A Análise Espacial de Dados em Área compreende a

análise da distribuição espacial do fenômeno, a análise de agregados espaciais e medida

de dependência espacial.

Existem vários trabalhos que tratam do uso dos Mapas Auto-Organizáveis na Análise

Espacial, todavia, nenhuma aplicação trata explicitamente da inserção da posição espa-

cial, assim como também não há trabalhos que defina uma metodologia que cubra todo

o escopo da Análise Espacial de Dados em Área.

Neste caṕıtulo foram apresentadas três propostas de uso do SOM na Análise Espaci-

al. A primeira sugere a inclusão das coordenadas planas no vetor de caracteŕısticas xk

para verificar se isto afetaria a qualidade final do Mapa neural. A segunda propõe a

automatização do processo de análise da distribuição espacial do fenômeno através dos

Planos de Componentes. A terceira proposta trata da formulação de uma métrica para a

dependência espacial a partir do mapa de áreas segmentado pelo algoritmo Costa-Netto.
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CAPÍTULO 5

PROJETO E PROGRAMAÇÃO DO MAPA AUTO-ORGANIZÁVEL

5.1 Introdução

Para o caso de análise de dados geoespaciais multivariados é necessário que os resultados

gerados a partir do Mapa Auto-Organizável possam ser visualizados graficamente por

meio de mapas. Para que isto seja posśıvel, sem a necessidade de importação/exportação

de arquivos, uma solução posśıvel, e aqui utilizada, é a conexão do algoritmo SOM

à biblioteca de acesso ao banco de dados geográficos TerraLib, desenvolvida no IN-

PE/DPI (Câmara et al., 2002). A Terralib é uma biblioteca de classes voltada para o

desenvolvimento de sistemas de informação geográfica customizados. A TerraLib foi

desenvolvida na linguagem de programação C++, através da aplicação de modernas

técnicas de programação, como padrões de projeto (Gamma et al., 1995), programação

genérica (Stroustrup, 2000), STL (Musser e Saini, 1996) e programação multi-paradigma

(Coplien, 1998).

Embora o algoritmo padrão de treinamento da rede SOM seja conceitualmente simples,

sua implementação requer uma série de cuidados. Kohonen (2001), afirma que a maioria

das implementações não se preocupa com os detalhes do processo de construção do

algoritmo. Ciente deste problema, a equipe de pesquisas em Mapas Auto-Organizáveis

da universidade da Finlândia desenvolveu dois pacotes de software que implementam a

rede SOM. O SOM PAK, desenvolvido em C (Kohonen et al., 1995) e o SOM ToolBox,

desenvolvido em MatLab (Vesanto et al., 1999). Ambos possuem código fonte aberto, são

gratuitos e possuem caracteŕısticas importantes para este projeto como confiabilidade,

disponibilidade do código fonte e funcionalidade.

Porém, após a análise dos pacotes SOM PAK e SOM ToolBox, verificou-se que ambos

demandariam um esforço muito grande de conexão com a biblioteca TerraLib, uma vez

que estes pacotes foram desenvolvidos em linguagens distintas da C++ e não usam, ex-

tensivamente, conceitos de programação moderna, o que acarretaria sérias dificuldades

de manutenção. Portanto, apesar das vantagens em termos de confiabilidade e funcio-

nalidade, decidiu-se desenvolver um novo código para o algoritmo SOM. Outros pacotes

foram analisados, mas não atendiam simultaneamente os requisitos de disponibilidade do

código fonte, confiabilidade e manutenabilidade como o SNNS (Zell et al., 1992) e Nenet

(Kohonen, 2001). O pacote SOM ToolBox foi usado neste projeto como mecanismo de

comparação e teste do algoritmo SOM desenvolvido.
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O desenvolvimento de qualquer simulador neural exige preocupações nas áreas de de-

puração do código, processamento de alto desempenho, com ou sem paralelização da

implementação, e projeto (Lawrence et al., 1996). Este trabalho concentrou-se na ela-

boração do projeto de implementação baseado no paradigma de Orientação a Objetos

(Gamma et al., 1995). Os pacotes SOM PAK e ToolBox auxiliaram na depuração do có-

digo projetado e implementado. O projeto consistiu no desenho e implementação de uma

biblioteca de classes, SOMLib, que implementa algoritmos e encapsulam dados relativos

ao uso da rede SOM para a análise exploratória de dados multivariados, geoespaciais ou

não.

5.2 Projeto e Programação

Segundo Kohonen (2001), qualquer pacote SOM deve apresentar um conjunto mı́nimo

de caracteŕısticas, tais como: permitir que a grade da rede possa ter qualquer dimensão,

definição automática das dimensões em função dos auto-valores da matriz de correla-

ção dos padrões de entrada, disposição hexagonal e retangular, aprendizagem em lote e

seqüencial, função de vizinhança gaussiana e bolha, iniciação linear, tratamento de dados

ausentes, algoritmos de visualização e cálculo dos erros de quantização e topológico.

Como observado no Caṕıtulo 2, a rede neural SOM pode variar de diferentes formas.

Pode-se ter redes de dimensões variadas, com formatos diferentes da grade de neurôni-

os, funções de vizinhança distintas etc. Representando este conjunto de variações num

diagrama de classes (Figura 5.1), pode-se observar a proliferação de classes. Observe-se

que todas as caracteŕısticas relativas à grade foram encapsuladas nas classes de topologia

(2D, 3D ... ).

FIGURA 5.1 – Diagrama de Classes para representação das famı́lias de Mapas Auto-
Organizáveis.
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As classes foram agrupadas em três categorias: classe base (SOM), classes de topologia

(2D, 3D ...) e classes de aprendizagem (Standard, Batch ...). Implementar a biblioteca

com base nesta estrutura de classes não configura uma boa idéia, pois, além da duplicação

de classes, observa-se um forte acoplamento entre as classes de topologia e de aprendiza-

gem. Para resolver esta questão, dividiu-se o problema em dois: projeto e implementação

das classes de aprendizagem e de topologia. Para o problema relativo às classes de apren-

dizagem tem-se que, a depender do contexto ou necessidade do usuário, deve ser posśıvel

variar entre os vários algoritmos de aprendizagem implementados. Pode-se, então, usar

o padrão Strategy para resolver este problema. O padrão Strategy define uma famı́lia de

algoritmos, encapsula cada um e os faz interoperáveis (Gamma et al., 1995). O diagra-

ma da Figura 5.2 mostra que uma classe abstrata foi criada (LearningAlgorithm), pela

qual as classes de aprendizagem serão derivadas. O trecho de código em seguida ilustra

a implementação da classe base SOM, considerando a estrutura do diagrama de classes

(Figura 5.2).

FIGURA 5.2 – Diagrama de Classe: a) Representação da classe base e das classes de
aprendizagem; b) Nova estrutura do diagrama -a- baseada no padrão
Strategy.

Como demonstrado através da Figura 5.3, as questões de topologia e aprendizagem estão

“misturadas”de forma que a adição de mais uma classe de topologia implica na reconstru-

ção das classes de apredizagem relacionadas com a mesma. Este problema foi solucionado

com o uso do padrão de projeto Bridge. Este padrão desacopla uma abstração de sua

implementação, de forma que ambas possam variar independentemente (Gamma et al.,

1995). Assim, criou-se mais uma classe abstrata, TopologyImp. Foi a partir dessa classe

que se originaram as classes concretas de topologia. A Figura 5.4 mostra a nova estrutura

de relacionamento entre as classes de topologia e as classes de aprendizagem. Com esta

nova estrutura uma mesma implementação de uma classe de topologia pode servir a mais
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de uma classe de aprendizagem, sem a necessidade de duplicação de código. Em seguida,

tem-se mais um trecho de código da classe abstrata LearningAlgorithm.

FIGURA 5.3 – Diagrama de Classes. Aqui observa-se o alto acoplamento entre as classes
de topologia e de aprendizagem.

Optou-se pela mesma implementação para os dois padrões de projeto usados, mas

observe-se que ambas foram motivadas por razões distintas. A Figura 5.5 mostra a con-

figuração final do diagrama de classes após o uso dos padrões. Esta estrutura permitirá

uma maior manutenabilidade e possibilidade de reuso de código para a biblioteca SOM-

Lib.

Na implementação das classes base SOM e da classe abstrata LearningAlgorithm percebe-

se que cada uma deve decidir qual objeto criar de acordo com os parâmetros passados no
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FIGURA 5.4 – Através do padrão Bridge separou-se os detalhes de topologia e aprendi-
zagem.
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construtor de cada classe. Após a passagem de parâmetro, a cláusula switch definirá qual

objeto construir. Embora seja um método válido, cria a necessidade de se alterar todas

as classes que contenham este tipo de cláusula, toda vez que uma nova classe de apren-

dizagem ou de topologia for implementada. Para este caso, usou-se o padrão de projeto

Abstract Factory. Este padrão estrutural provê uma interface para a criação de famı́lias

de objetos sem especificar as respectivas classes concretas. Usou-se uma implementação

espećıfica deste padrão (Câmara et al., 2001). Nesta implementação, os autores empre-

garam a programação genérica para definir um Factory genérico, cuja função é construir

qualquer classe concreta, de um conjunto pré-definido, dispensando o uso de cláuslas do

tipo if..then e switch.

FIGURA 5.5 – Diagrama de Classe final

A Figura 5.6 mostra como ficou a estrutura de classes do diagrama da Figura 5.5, após

o uso do padrão Abstract Factory. Note-se que, para cada classe de aprendizagem do

diagrama da Figura 5.5, foi criada uma classe construtora, LearningFactory, Standard-

Factory e BatchFactory. A função das classe concretas StandardFactory e BatchFactory

é a de implementar a função build da classe Factory. O mesmo método foi aplicado no

diagrama de classes da Figura 5.4.

A Figura 5.7 mostra a estrutura de classes para a implementação das rotinas de leitura

e gravação dos dados, SOMData, que alimentaram a rede neural. Optou-se por criar

uma classe concreta, SOMDataCadastre, para isolar completamente os dados dos deta-

lhes de armazenamento. Assim, a classe SOMData transfere todas as responsabilidades

de gerenciamento dos dados para a classe SOMDataCadastre. Como há várias formas

de armazenamento dos dados, usou-se o padrão Strategy de forma a facilitar o proces-

so de implementação de novos algoritmos de acesso. Assim, surge a classe abstrata de

interface, ISOMDataRepository, e as classes concretas derivadas desta e que implemen-

tam os métodos de acesso aos dados, RepositorySOMDataFile, sistemas de arquivos, e
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FIGURA 5.6 – Representação do uso do padrão Abstract Factory sobre o diagrama de
classes da Figura 5.5.
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RepositorySOMDataTerralib, banco de dados formato TerraLib.

FIGURA 5.7 – Representação da estrutura de classes relativas aos dados e algoritmo de
leitura e gravação dos dados de entrada da rede neural.

5.3 Caracteŕısticas

No projeto SOMLib implementou-se os algoritmos de aprendizagem em lote e seqüencial;

as funções de vizinhança gaussiana, bolha e gaussiana cortada; a grade com arranjo

hexagonal e retangular; o cálculo do erro de quantização e topológico; a iniciação por

interpolação simples e linear; a grade bidimensional.

5.4 Avaliação da Biblioteca

Para a avaliação da SOMLib usou-se dois conjuntos de dados da base UCI Repository of

machine learning databases (Blake e Merz, 1998): Íris e Wine. As análises de separabili-

dade das classes e comparação com os resultados gerados pelo SOM ToolBox validaram

a biblioteca para estes casos.

5.5 Uso da Biblioteca SOMLib

A seguir, tem-se um exemplo, em C++, do uso da SOMLib. Neste exemplo, os pa-

drões são lidos a partir de um arquivo de dados, ’dados.pat’. Após a leitura, um SOM

com valores default é criado, bidimensional, com aprendizagem em lote. Em seguida, os

parâmetros da rede são ajustados: dimensão 20x20, disposição hexagonal da grade de

neurônios, função de vizinhança gaussiana, raio inicial igual a 15, iniciação linear, 2000

épocas de treinamento. As funções de iniciação, InitMapcode(), e de aprendizagem, Le-

arning(), são então chamadas. Finalmente, os vetores de código da rede treinada serão

gravados no arquivo “mapa treinado.cod”.
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5.6 Descrição do Sistema CΛSΛ

A fim de tornar posśıvel a observação visual dos resultados obtidos pelo SOM quanto

ao processamento de dados geográficos, foi desenvolvido o sistema CΛSΛ (Connectionist

Approach for Spatial Analysis of Areal Data). O sistema CΛSΛ foi constrúıdo sobre

as bibliotecas SOMLib e TerraLib. O sistema é um simulador neural que possibilita

a avaliação de Mapas Auto-Organizáveis bidimensionais e implementa um conjunto de

ferramentas de apoio à análise exploratória de dados geoespaciais armazenados em bancos

de dados geográficos acesśıveis via biblioteca TerraLib.

Na Figura 5.8, tem-se a tela principal do sistema. Por meio desta é posśıvel fazer toda

a parametrização do simulador. São elementos configuráveis a partir desta tela: os parâ-

metros de estrutura da rede e de aprendizagem, a análise de agrupamentos, a matriz de

distância unificada e a conexão com banco de dados geográfico.

FIGURA 5.8 – Tela inicial do sistema CΛSΛ.
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Para a definição da estrutura da rede o sistema permite a configuração das dimensões

(Grid dimension) e formato da grade (lattice). São parâmetros de aprendizagem configu-

ráveis a taxa de aprendizagem (learning rate), o algoritmo de aprendizagem, a função de

vizinhança, o número de épocas de aprendizagem (Num iteractions) e o número de fases

de aprendizagem (uma ou duas). Ainda é posśıvel optar por valores de parâmetros default

(Default values) para as dimensões, a organização da grade, a função de vizinhança e o

algoritmo de aprendizagem.

A análise de agrupamentos (Codevector clustering) está baseada no algoritmo Costa-

Netto. Para esta análise, pode-se: optar pelo número de neurônios mı́nimos por agru-

pamento (Min no of neurons per cluster), forçar que todos os neurônios especializados

sejam rotulados segundo o critério do vizinho mais próximo e, através do botão IRVE,

calcular este ı́ndice de avaliação da dependência espacial.

As modificações na matriz de distância unificada podem ser feitas através das opções

do grupo ’U-matrix ’. Pode-se calcular a U-matriz pela média, mediana, valor máximo e

valor mı́nimo; pode-se, ainda, normalizar os valores e aplicar o algoritmo de Eliminação

do Efeito da Cadeia dos Neurônios Inativos - Apply EECNI (Costa, 1999).

A conexão com o banco de dados geográfico é feita na leitura e gravação dos dados.

Para a leitura dos dados tem-se a tela representada pela Figura 5.9. Através desta tela

é feita a conexão com o banco e a leitura das variáveis contidas numa tabela espećıfica

e sobre uma determinada restrição da cláusula WHERE. Também é neste momento que

é lida a matriz de proximidade entre os objetos. Após a leitura dos dados e processa-

mento (aprendizagem) da rede neural, os resultados podem ser gravados na base, através

das opções do grupo Connection with Geographical Database. Esses dados de gravação

estão relacionados com a análise de agrupamentos baseada nos Planos de Componentes

(CP Map Clustering) ou no algoritmo Costa-Netto (Costa-Netto Map Clustering). A

visualização destes resultados pode ser efetuada pelo sistema TerraView.

Após a fase de treinamento, o sistema gera uma tela (Figura 5.10) contendo informa-

ções sobre as opções do treinamento e resultados. São informações contidas na tela de

informações (Log Info): arquivo de dados (Data File), tipo de aprendizagem (Learning

type), número de épocas de treinamento (Training epochs), raio inicial (Initial radius),

estrutura da grade de neurônios (Lattice), função de vizinhança (Neigbourhood), dimen-

sões (Dimensions), erros de quantização (Quantization error) e topológico (Topological

error), arquivo de dados do mapa neural (Mapcode File), número de agrupamentos en-

contrados pelo algoritmo Costa-Netto (Number Cluster) e dos ı́ndices de validação do

particionamento dos dados Davies-Bouldin e CDbw.
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FIGURA 5.9 – Formulário de acesso ao banco de dados geográfico.

FIGURA 5.10 – Formulário com informações sobre o processo de aprendizagem da re-
de, número de agrupamentos encontrados pelo algoritmo Costa-Netto e
ı́ndices de validação deste particionamento.
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O resultado do processo de segmentação do Mapa neural, através do algoritmo Costa-

Netto, é ilustrado através da coloração do Mapa neural (Figura 5.11). Cada cor representa

um agrupamento. Ao clicar num neurônio (ćırculo) uma nova tela aparece, contendo

informações sobre quais dados de entrada estão relacionados com este neurônio (Label),

qual sua posição (Neuron number) e qual o seu agrupamento (Cluster ID). O sistema

ainda gera os Planos de Componentes (Figura 5.12) e a U-matriz (Figura 5.13).

FIGURA 5.11 – Resultado do processo de segmentação do Mapa neural através do algo-
ritmo Costa-Netto. O formulário Data Label informa, para cada neurô-
nio, quais padrões de entrada estão relacionados com o mesmo, sua
posição (Neuron number) e a qual agrupamento pertence (cluster ID).
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FIGURA 5.12 – Planos de Componentes gerados pelo sistema.

FIGURA 5.13 – U-matriz pelo sistema.
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5.7 Sumário

Em função da necessidade de se integrar os algoritmos do SOM com a biblioteca Terralib

foi necessário o projeto e programação do Mapa Auto-Organizável. Pacotes dispońıveis

e de código aberto como o SOM PAK e o SOM ToolBox atendem as necessidades de

adaptações no SOM mas apresentam dificuldades de integração com a biblioteca TerraLib

e de escalabilidade.

O projeto SOMLib baseou-se no paradigma Orientado a Objetos e em técnicas de progra-

mação como padrões de projeto, STL e programação genérica. O objetivo desse projeto

foi construir uma biblioteca com alto ńıvel de escalabilidade, facilidade de manutenção

e de fácil integração com a TerraLib.

A partir das bibliotecas QT e SOMLib foi desenvolvido o sistema CΛSΛ - (Connectionist

Approach for Spatial Analysis of Areal Data), ambiente gráfico que facilita o processo

de configuração e uso dos algoritmo do SOM. Este sistema foi usado para a tarefa de

treinamento da rede, análise de agrupamentos e comunicação com o banco de dados

geográficos. Para visualização da U-matriz e dos Planos de Componentes foi usado o

pacote SOM ToolBox.

79



80



CAPÍTULO 6

ESTUDO DE CASO: ANÁLISE ESPACIAL INTRA-URBANA EM SÃO

JOSÉ DOS CAMPOS-SP

6.1 Estudo de Caso

As técnicas de análise exploratória de dados usando Mapas Auto-Organizáveis, apre-

sentadas nos caṕıtulos anteriores, foram aplicadas num problema de Análise Espacial

de Dados em Área na escala Intra-Urbana. O problema consiste na análise exploratória

de dados socioeconômicos multivariados, relativos ao estudo da exclusão/inclusão social

intra-urbana, no munićıpio de São José dos Campos-SP.

A análise conduzida por Genovez (2002) tomou como base a metodologia de análise

de exclusão/inclusão social do munićıpio de São Paulo-SP (Sposati, 2001). A metodolo-

gia consiste da coleta de dados socioeconômicos brutos de diversas fontes, definição de

indicadores de exclusão/inclusão social, determinação de ı́ndices de avaliação de exclu-

são/inclusão a partir dos indicadores, determinação dos ı́ndices de Utopia, até que se

chegue num ı́ndice composto de exclusão/inclusão social urbana (Iex) final para cada

setor censitário. As Utopias, definidas em Sposati (1996), são convertidas em ı́ndices,

que agregam informações relativas a determinadas variáveis do censo demográfico neces-

sárias a metodologia de criação de medidas de exclusão/inclusão social. Foram usados

quatro ı́ndices relativos às Utopias, são eles: Autonomia de Renda dos Chefes de Famı́lia,

Desenvolvimento Humano, Qualidade de Vida e Equidade.

Para a aplicação da metodologia de Sposati (1996) nos setores censitários de São José dos

Campos foram necessárias algumas alterações no método. Estas revisões tiveram como

metas adequar o método às restrições quanto ao número de indicadores, uma vez que

estavam dispońıveis somente informações de censo do IBGE, e ajustar o método quan-

titativo usado para escalonamento dos valores brutos para a escala de inclusão/exclusão

social urbana [−1, 1], onde o valor −1 significa alto ńıvel de exclusão social e 1 alto

ńıvel de inclusão social. Este método, desenvolvido por Genovez (2002), foi chamado de

método revisto. O método revisto consiste de três fases. A primeira é responsável pela

análise quantitativa dos dados brutos e composição dos ı́ndices. Na segunda fase aplica-

se métodos de análise estat́ıstica mono e multivariada sobre os ı́ndices calculados na

fase anterior, para a geração de mapas śıntese1. Na terceira fase aplica-se iterativamente

análise espacial de áreas para estudo da correlação espacial entre as áreas e os ı́ndices.

1Mapa śıntese é a espacialização dos ı́ndices śıntese, computados a partir das variáveis mais signifi-
cativas para o modelo de regressão usado.
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Neste trabalho, aplicou-se a rede neural SOM na segunda e terceira fases do processo

do método revisto, usando como fonte de informação os ı́ndices criados na fase 1 deste

método. O objetivo foi o de verificar se a rede neural SOM chegaria a resultados e levaria

a conclusões semelhantes às encontradas por Genovez (2002).

6.2 Seleção dos Dados e Pré-processamento

A seleção dos dados baseou-se no método revisto quantitativo (Genovez, 2002). A partir

dos indicadores, valores percentuais, a autora definiu um método para transformação

e composição de ı́ndices que possuem valores no intervalo [−1, +1]. Os ı́ndices indicam

maior (+1) ou menor (-1) inclusão social no espaço urbano de São José dos Campos.

Dado um PRI (Parâmetro de Referência de Inclusão) para um determinado ı́ndice, mede-

se a incidência dos percentuais acima e abaixo deste PRI. Para os ı́ndices compostos o

procedimento é o mesmo, somando os percentuais acima e abaixo dos PRIs dos ı́ndices

componentes. Quanto maior for a soma dos percentuais acima do PRI maior será o ńıvel

de inclusão. Estes cálculos já foram feitos em Genovez (2002).

Para este estudo selecionou-se os ı́ndices de Distribuição de Renda dos Chefes de Fa-

mı́lia (ARENDR), Desenvolvimento Educacional (DESEDUCR), Est́ımulo Educacional

(ESTDUCR), Longevidade (LONGR), Qualidade Ambiental (QAMBR), Conforto Domi-

ciliar (QDOMR), Mulheres não Alfabetizadas (MANAFR) e Concentração de Mulheres

Chefes de Famı́lia (CMCHFR). Também usou-se as coordenadas planas (x, y) para ava-

liar o impacto da posição espacial do setor na análise exploratória dos dados, segundo a

proposta da Seção 4.3.

Todo o conjunto de dados compreende um total de n = 342 padrões de dimensionalidade

igual a d = 8, sem as coordenadas planas, e d = 10 com as coordenadas.

6.3 Configuração da Rede SOM

Ao longo deste trabalho demonstrou-se que o Mapa bidimensional, hexagonal, com função

de vizinhança gaussiana, iniciação linear e aprendizagem em lote atendem aos requisitos

necessários para tratar convenientemente o estudo de caso em questão. Restam, portanto,

poucos parâmetros livres para definição por parte do usuário do algoritmo, são eles: as

dimensões da rede, número total de épocas e raio inicial da função de vizinhança.

Definiu-se um conjunto de configurações de rede que serão avaliadas ao longo do processo

de análise exploratória dos dados (Tabela 6.1). Para este mesmo conjunto de configura-

ções de rede foram aplicados quatro mecanismos de aprendizagem, com número de épocas
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TABELA 6.1 – Configurações de rede avaliadas.

Id M N m (número de neurônios) raio inicial
1 3 3 9 2
2 4 4 16 3
3 5 5 25 4
4 6 5 30 5
5 6 7 42 5
6 7 5 35 4
7 7 6 42 5
8 8 8 64 6
9 9 8 72 7
10 9 9 81 8
11 10 8 80 8
12 10 9 90 8
13 10 10 100 8
14 12 10 120 9
15 12 12 144 9
16 14 10 140 10
17 14 12 168 12
18 15 10 150 10
19 15 12 180 10
20 15 15 225 13
21 16 15 240 13
22 16 16 256 14
23 17 15 255 13
24 17 16 272 14
25 18 15 270 14
26 18 16 288 16
27 18 17 306 15
28 18 18 324 16
29 20 15 300 15
30 20 16 320 16
31 20 17 340 16
32 20 18 360 16
33 20 20 400 17
34 25 20 500 20
35 25 25 625 20
36 30 15 450 20
37 30 20 600 20
38 30 25 750 22
39 30 30 900 25

83



fixo em 1000, número de épocas igual a 3000 ∗ m/n e treinamento em duas fases com

número de épocas fixo para cada fase, 1000 para as duas fases do primeiro experimento

em duas fases e 3000 ∗m/n ou 1000 para o segundo, a depender das dimensões da rede

(Tabela 6.2). Os valores 1000 e 3000 são valores emṕıricos definidos segundo observações

experimentais.

TABELA 6.2 – Experimentos conduzidos para uma rede neural SOM bidimensional, he-
xagonal, com função de vizinhança gaussiana e aprendizagem em lote.

Experimento no de fases no de épocas (fase 1) no de épocas (fase 2)
001 1 1000 (fixo) -
002 2 1000 (fixo) 1000 (fixo)
003 1 3000m/n -
004 2 3000m/n se 3000m/n < 1000

3000m/n senão 1000

Os resultados comparativos entre os quatro experimentos estão ilustrados nos gráficos

nas Figuras 6.1 a 6.6. Foram gerados os gráficos do erro de quantização, topológico, no

de agrupamentos encontrados pelo algoritmo Costa-Netto e dos ı́ndices de validação da

partição de dados CDbw e Davies-Bouldin.

Todos os experimentos apresentaram curvas próximas para o erro de quantização (Figura

6.1), mostrando que o comportamento desta configuração neural não varia significativa-

mente para alterações no número de épocas e fases de aprendizagem. Do gráfico relativo

ao erro topológico (Figura 6.2) observou-se que a irregularidade de seu comportamento é

mantida nos quatro experimentos, todavia, mantendo sempre as mesmas tendências. De-

vido à irregularidade do erro topológico é recomendável bastante critério na consideração

desta métrica na avaliação final do desempenho das redes neurais avaliadas.

A aplicação do algoritmo Costa-Netto sobre os dados gerou, para cada experimento,

quase o mesmo número de agrupamentos (Figura 6.3). Aqui também constata-se que há

pouca interferência do número de épocas de treinamento neste processo. É evidente que

isto ocorre a partir de um valor mı́nimo para o número de épocas, todavia este valor

não foi pesquisado. O principal objetivo aqui foi, apenas, comparar quatro formas de

aplicação do algoritmo de aprendizagem.

Embora o comportamento das curvas dos quatro experimentos para os ı́ndices CDbw e

Davies-Bouldin (Gráficos 6.4 a 6.6) não sejam tão uniformes quantos os gráficos anteri-

ores, constata-se que as variações encontram-se dentro de um determinado limite. Esta
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interpretação visual permite afirmar que estes ı́ndices são mais senśıveis a variações no

número de épocas e fases de aprendizagem do que os erros de quantização e topológico,

mas os quatro experimentos seguem uma mesma tendência.

FIGURA 6.1 – Gráfico do erro de quantização.

Como o objetivo da análise exploratória é identificar tendências no conjunto de dados

amostral, conclui-se que, uma vez fixado o algoritmo de aprendizagem em lote, a função

de vizinhança gaussiana, a grade bidimensional hexagonal, os resultados das diversas

configurações de dimensões e o raio inicial de aprendizagem são variam pouco em relação

ao número de épocas e fases de aprendizagem, isto para o conjunto de dados amostral

usado. Desta forma, a configuração mais simples das 4 pode ser usada como parâmetro

de trabalho, o Experimento 001. Também observou-se, visualmente, que a U-matriz e os

Planos de Componentes gerados pelos quatro experimentos são equivalentes, não sendo

significativas as mudanças de um para outro experimento.

6.4 Identificando Dados At́ıpicos e Organização Geral da Estrutura dos Da-

dos

A U-matriz, como visto na Seção 2.3.4, permite que a estrutura geral do conjunto de

dados amostrais seja avaliada de maneira visual, inclusive permitindo que conjuntos de
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FIGURA 6.2 – Gráfico do erro topológico.

FIGURA 6.3 – Número de agrupamentos encontrados pelo algoritmo de segmentação
Costa-Netto.
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FIGURA 6.4 – Índice de validação CDbw.

FIGURA 6.5 – Índice de validação Davies-Bouldin (p=2, q=1).
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FIGURA 6.6 – Índice de validação Davies-Bouldin (p=2, q=2).
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dados at́ıpicos sejam facilmente identificados.

Avaliar cada configuração de rede da Tabela 6.1 não apresenta sentido prático, uma vez

que a estrutura da U-matriz para os vários Mapas são semelhantes. A Figura 6.7 mostra

que, para redes pequenas (5x5), a estrutura da U-matriz apresenta-se complexa e não

fornece subśıdios para a análise dos dados; já para redes muito grandes (50x30) percebe-

se uma superespecialização do Mapa, representada pelos vários agrupamentos de dados

observados. Esta superespecialização foi ilustrada através da plotagem do histograma do

ńıvel de atividade dos neurônios (em branco).

FIGURA 6.7 – U-matrizes geradas paras as redes 5x5 e 50x30.

Analisando-se a curva dos erros de quantização e topológico (Figura 6.8) observa-se que a

curva do erro topológico é irregular, porém levemente crescente para redes com m/n > 1;

a curva do erro de quantização decai suavemente até, aproximadamente, m/n = 1.

Logo, da análise visual da formação da U-matriz e dos gráficos do erro de quantização e

topológico, optou-se pela configuração de rede com dimensão 20x15. Ou seja, uma rede

com valor baixo para o erro de quantização, mas não com grandes dimensões, evitando

a superespecialização do Mapa.

A U-matriz gerada pela rede 20x15 está ilustrada na Figura 6.9. Através desta U-matriz

podem ser observados dois agrupamentos de dados bem definidos nos cantos superiores

da imagem. Na parte inferior central da imagem há uma região candidata a agrupa-
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FIGURA 6.8 – Gráfico dos erros de quantização e topológico.

mento, mas não muito bem definida. A região central forma, aparentemente, uma região

homogênea, ou seja, sem formação expĺıcita de agrupamentos. Para o conjunto de setores

censitários que se encontram relacionados com os neurônios do agrupamento do canto

superior esquerdo denominou-se Grupo1, e Grupo 2 para os setores relacionados com os

neurônios do agrupamento do canto superior direito.

Usando o mapa dos setores censitários de São José dos Campos para mostrar quais são os

setores dos Grupos 1 e 2, identifica-se os que correspondem a áreas sabidamente de exclu-

são social. Estas mesmas áreas foram encontradas por Genovez (2002), usando-se outros

métodos de detecção de dados at́ıpicos, o que evidencia e confirma a capacidade do SOM

em descobrir facilmente padrões at́ıpicos dentro do conjunto amostral. Os mapas com os

Grupos 1 e 2 estão ilustrados na Figura 6.10. Os setores dos Grupos 1 e 2 apresentam

comportamento distinto dos demais setores de exclusão social. Alguns setores do Grupo

1, apesar de estarem na zona de exclusão social, possuem alto ńıvel de propriedade. Os

setores do Grupo 2 possuem alto ńıvel de est́ımulo educacional (Genovez, 2002). Uma

observação detalhada dos Planos de Componentes pode oferecer mais informações sobre

como cada componente contribuiu para a diferenciação destes setores at́ıpicos.

6.5 Análise de Componentes

Para a análise dos Planos de Componentes percebe-se que, para o conjunto de dados es-

tudado, os Planos de Componentes gerados para a rede 5x5 seguem o mesmo padrão que

aqueles gerados pela rede 20x15 (Figura 6.11), com uma certa perda de resolução para a
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FIGURA 6.9 – U-matriz gerada para a rede 20x15.

FIGURA 6.10 – Mapas dos setores censitários identificados como setores at́ıpicos.
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rede menor. Através da observação visual dos SOMs avaliados, constatou-se que o tama-

nho do Mapa não influencia significativamente na formação dos Planos de Componentes,

embora Mapas muito pequenos acabem escondendo determinados comportamentos dos

componentes. Assim, manteve-se a rede 20x15 para a análise dos Planos de Componentes.

FIGURA 6.11 – Planos de Componentes. Tanto para redes pequenas (5x5), quanto para
redes maiores (20x15), os planos de componentes são semelhantes.

A Figura 6.12 mostra a estrutura dos Planos de Componentes para a rede 20x15. Como

a cor vermelha indica valores altos e o azul escuro indica valores baixos dos componentes,

pode-se fazer uma relação direta entre o padrão de cores dos Planos de Componentes com

regiões de inclusão e exclusão social. Assim, regiões em vermelho correspondem a áreas

do Mapa especializadas em setores censitários com alta inclusão social, inversamente, as

regiões em azul estão especializadas em setores com alta exclusão social.

Da observação dos Planos de Componentes observa-se que:

a) Quando as variáveis ARENDR e DESEDUCR são comparadas percebe-se que

ambas possuem um elevado grau de similaridade visual, um forte ind́ıcio que

ambas podem estar estat́ısticamente correlacionadas. Também observa-se que

existem mais setores com maior ńıvel de inclusão na variável DESEDUCR do

que na variável ARENDR. Todavia, existem mais setores no setor de exclusão
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na variável ARENDR do que na variável DESEDUCR;

b) Para a variável ESTEDUCR tem-se que há poucos setores identificados como

de exclusão social. Estes setores estão posicionados na parte superior do plano

de componente correspondente;

c) As variáveis LONGR e QAMBR contribuem muito pouco para a diferenciação

entre os setores censitários, uma vez que possuem grandes áreas homogêneas

no Mapa, com destaque para a variável LONGR;

d) As variáveis QDOMR e MCHFR possuem distribuição espacial nos Planos

de Componentes horizontal, ou seja, distinta das demais variáveis, e não cor-

respondentes entre si, o que sugere uma investigação mais detalhada para

verificar por que zonas de alto ńıvel de inclusão da variável QDOMR (canto

inferior direito) correspondem a zonas de exclusão na variável MCHFR;

e) Não existe correlação visual entre as variáveis MANALFR e MCHFR;

f) No canto superior direito dos Planos de Componentes das variáveis

ESTEDUCR, QDOMR, MANALFR e MCHFR há uma diferenciação tal que

poderia explicar a formação do Grupo 2 na U-matriz da Figura 6.9.

A correlação estat́ıstica calculada por Genovez (2002), para as variáveis ARENDR e

DESEDUCR foi r = 0.946. A baixa correlação das variáveis LONGR e QAMBR com as

demais e o seu pouco impacto no processo de análise também foi observado pela autora.

6.6 Análise da Distribuição Espacial do Fenômeno

Da análise dos Planos de Componentes, rede 20x15, chega-se à conclusão de que existe

um sentido exclusão-inclusão na distribuição do Mapa e que este é vertical. Usando a

técnica de rotulação dos neurônios da Seção 4.4 tem-se o mapa da Figura 6.13. Observa-

se que as áreas de inclusão estão concentradas no centro do mapa, enquanto que os

setores com maior exclusão social concentram-se na periferia do mapa. Esta também

foi uma das conclusões do trabalho conduzido por Genovez (2002) e que foi confirmada

através da análise dos Planos de Componentes, distribuição centro-periferia do fenômeno

de exclusão/inclusão social urbana em São José dos Campos. Observa-se, a partir da

Figura 6.13, que o mapa gerado pelo SOM (imagem “a”) e o gerado pelo método revisto

possuem distribuição semelhante, embora estejam com padrões de cores diferentes.
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FIGURA 6.12 – Planos de Componentes para a rede 20x15.

FIGURA 6.13 – Mapa gerado a partir da rotulação, no sentido vertical, da grade de
neurônios, baseada na distribuição dos Planos de Componentes “a”. Ma-
pa baseado no Iex revisto “b”. FONTE: (Genovez, 2002).
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6.7 Avaliando a Inclusão das Coordenadas Planas (x, y) em xk

Aqui avaliou-se o efeito da inclusão das coordenadas planas (x, y), relativas ao centróide

de cada setor censitário, na geração da U-matriz e dos Planos de Componentes. Observou-

se que a inclusão simples destas coordenadas no vetor de caracteŕıstica xk não contribuiu

para a melhoria da definição da U-matriz (Figura 6.14), assim como para a análise dos

Planos de Componentes (Figura 6.15).

Na U-matriz a inclusão das coordenadas planas teve efeito negativo, apagando as for-

mações ou indicações de agrupamentos. A Figura 6.14 mostra que os agrupamentos nos

cantos superiores e região central inferior da U-matriz foram apagados.

FIGURA 6.14 – Efeito, na U-matriz, da inclusão das coordenadas planas.

Nos Planos de Componentes a inclusão das coordenadas planas não alterou a formação

dos demais componentes e não trouxe nenhum elemento novo para a análise de corre-

lação e significância das variáveis. Pode-se atribuir isto ao fato de que as coordenadas

planas fazer parte do fenômeno estudado, mas não participar diretamente da avaliação

de exclusão/inclusão social.
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FIGURA 6.15 – Efeito, nos Planos de Componentes, da inclusão das coordenadas planas.
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6.8 Descoberta de Agrupamentos e Análise da Dependência Espacial

O particionamento do conjunto de dados num número c de agrupamentos foi realizado

através do algoritmo Costa-Netto, em duas fases (Figura 6.16). Primeiramente os dados

são apresentados ao SOM, este é treinado e, então, seus vetores de código particionados.

Como cada padrão está associado a um vetor de código, seu BMU, pode-se particionar

os dados a partir dos vetores de código particionados.

Para validação dos agrupamentos gerados usou-se os ı́ndices Davies-Bouldin, (p = 2, q =

1); (p = 2, q = 2), e o Cdbw. Para cada configuração de rede (Tabela 6.1), calculou-se

os valores para o ı́ndice Davies-Bouldin e para o CDbw, todavia, aqui não estão inclusas

algumas redes pequenas (c = 1).

FIGURA 6.16 – Fases do processo de particionamento dos dados em c agrupamentos.

Do gráfico correspondente ao ı́ndice Davies-Bouldin (Figura 6.17), tem-se que a melhor

particição é a da rede 14x10, com ı́ndices Davies-Bouldin 3, 0 e 1, 5, respectivamente,

e c = 3. Porém, ao analisar o Mapa colorido (Figura 6.18), percebe-se que o particio-

namento não corresponde à realidade, uma vez que coloca, no mesmo grupo, neurônios

especializados em setores de exclusão e inclusão.

Do gráfico correspondente ao ı́ndice CDbw (Figura 6.19), tem-se que a melhor partição

é a da rede 18x16, com ı́ndice CDbw igual a 110, 14 e c = 20. Da análise do Mapa

particionado colorido (Figura 6.20), conclui-se que a partição obedece ao sentido da

distribuição vertical do Mapa e que identifica claramente as zonas de dados at́ıpicos. O

mapa dos setores censitários da cidade de São José dos Campos foi colorido segundo

esta partição do SOM (Figura 6.21), e demonstra coerência, tanto com os resultados

obtidos anteriormente neste trabalho, quanto com os resultados obtidos por Genovez

(2002), no sentido de identificação de áreas de inclusão e exclusão social urbana. Outra
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FIGURA 6.17 – Gráficos para o ı́ndice Davies-Bouldin.

FIGURA 6.18 – Mapa neural particionado segundo o ı́ndice Davies-Bouldin.
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observação é que o SOM evidencia forte presença de regimes espaciais significativos,

bem definidos, para a área urbana como um todo, que podem ser caracterizados como

fragmentos urbanos onde a há uma forte relação entre os atributos e a posição espacial

do setor. Para a avaliação quantitativa desta dependência espacial calculou-se o IRVE.

Este ı́ndice, calculado para o mapa da Figura 6.13, foi de 0,66, ou seja, um alto grau

de agregação dos agrupamentos. Isto significa que regiões próximas possuem indicadores

de exclusão/inclusão social próximos. A Tabela 6.3 mostra os valores de pi, qi e IRV Ei

para cada agrupamento i.

FIGURA 6.19 – Gráficos para o ı́ndice CDbw.

O ı́ndice IRVE não serve como mecanismo de subśıdio à escolha da melhor configuração

de rede porque não avalia a qualidade da partição dos dados. A aplicação do IRVE aqui

restringiu-se à avaliação da dependência espacial para as redes com os melhores ı́ndices

de validação do particionamento, em particular o ı́ndice CDbw. Observou-se que, para a

maioria deles, o valor do ı́ndice está acima de 0,50 (Gráfico 6.22). Estes valores indicam

um certo grau de dependência espacial a ser verificado pelo Índice Global de Moran

(IGM). Segundo Genovez (2002) o IGM para o mesmo estudo de caso é igual a 0,7216,

o que confirma o alto grau de dependência espacial.
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FIGURA 6.20 – Mapa particionado segundo o ı́ndice Cdbw.

TABELA 6.3 – Resultados para o ı́ndice IRVE do experimento 001, configuração de rede
26.

Grupo qi pi IRV Ei

1 3 11 0,82
2 3 4 0,50
3 10 19 0,53
4 4 7 0,57
5 5 5 0,00
6 6 6 0,00
7 4 18 0,83
8 18 68 0,75
9 6 8 0,38
10 5 8 0,50
11 6 15 0,67
12 14 34 0,62
13 10 12 0,25
14 6 18 0,72
15 11 22 0,55
16 13 61 0,80
17 2 10 0,90
18 3 3 0,00
19 5 8 0,50
20 1 5 1,00
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FIGURA 6.21 – Mapa dos setores censitários gerados a partir do SOM particionado se-
gundo o algoritmo Costa-Netto e validação do ı́ndice CDbw. Em desta-
que o setor sul da área urbana onde pode-se verificar que o algoritmo
identificou dentro de uma área de exclusão sub-agrupamentos que po-
dem ser caracterizados como fragmentos urbanos.
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FIGURA 6.22 – Relação entre os ı́ndices IRVE e CDbw.
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6.9 Sumário

Neste caṕıtulo foram usadas as técnicas, os sistemas e os métodos apresentados nos ca-

ṕıtulos anteriores no problema de mapeamento da exclusão/inclusão social urbana em

São José dos Campos. O estudo baseou-se nos dados gerados por Genovez (2002). Foram

analisados 342 setores censitários, cada setor associado a um conjunto de 8 variáveis:

distribuição de renda dos chefes de famı́lia, desenvolvimento educacional, est́ımulo edu-

cacional, longevidade, qualidade ambiental, mulheres não-alfabetizadas e concentração

de mulheres não-alfabetizadas chefes de famı́lia.

Foram analisadas 39 configurações de rede em 4 tipos de processos de aprendizagem. Des-

tes experimentos observou-se que, para o conjunto de dados estudado, as redes pequenas

(poucos neurônios) não conseguem extrair informações dos dados e as redes grandes

(muitos neurônios) superespecializam-se. Observa-se, também, que o gráfico do erro de

quantização apresenta decaimento cont́ınuo a medida que o tamanho da rede aumenta,

enquanto que o gráfico do erro topológico apresenta copmportamento irregular mas com

tendência a crescer a medida que o número de neurônios aumenta. Estes comportamentos

sugerem que configurações intermediárias tendem a ser melhores opções.

A metodologia consiste no uso da U-matriz para visualização da estrutura geral dos

dados e posśıvel detecção de dados at́ıpicos, no uso dos Planos de Componentes para

análise de componentes e da distribuição espacial geral do fenômeno, uso do algoritmo

de detecção automática de agrupamentos para análise de agregados espaciais e medida

do grau de dependência espacial. Os resultados alcançados mostraram-se satisfatórios,

além de serem compat́ıveis com os resultados obtidos por Genovez (2002).
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CAPÍTULO 7

CONCLUSÕES

7.1 Considerações Finais

A estruturação de uma metodologia, congregando diversas abordagens de análise espacial

com SOM mostrou-se eficaz para o caso estudado. Foram reunidas as técnicas de detec-

ção visual de agrupamentos por meio da U-matriz, a análise de correlação e significância

de componentes com os Planos de Componentes e a segmentação automática dos dados

através do SOM. Foram adaptadas as técnicas relativas aos Planos de Componentes para

a análise da distribuição espacial do fenômeno e a técnica de segmentação automática pa-

ra a análise da dependência espacial através da visualização dos dados e do ı́ndice IRVE.

Os experimentos mostraram que os resultados obtidos pelo SOM são particularmente

senśıveis a variações nas dimensões da grade MxN . O erro topológico contribui pouco

para a avaliação da qualidade da rede neural, tendo comportamento bastante irregular

em todos os casos estudados. O erro de quantização apresentou comportamento uniforme

para os quatro experimentos e mostrou-se ser uma métrica confiável para a avaliação da

qualidade do Mapa. Todavia, a escolha do Mapa ideal dependerá das várias observações

combinadas, desde a U-matriz, passandos pelos erros de quantização e topológico, Planos

de Componentes, segmentação automática e cálculo do IRVE.

A aplicação da U-matriz e dos Planos de Componentes para, respectivamente, avaliar

a presença de dados at́ıpicos e analisar os componentes, mostrou-se eficaz uma vez que

foram observados padrões distintos em relação a análise de agrupamentos e em relação

a correlação e significância de variváveis.

No processo de segmentação automática, através do algoritmo Costa-Netto e validação

pelo ı́ndice CDbw, o uso dos vetores de código como vetores de referência no cálculo do

CDbw mostrou-se aplicável e com resultados coerentes. Embora nenhum comparativo

com outras técnicas de cálculo dos vetores de referência tenha sido feita, a boa partição

dos dados demonstrou a aplicabilidade do método. A partição dos dados para o melhor

ı́ndice CDbw mostrou-se coerente com os resultados anteriores, separando áreas de ex-

clusão e inclusão social, mostrando o sentido centro-periferia da distribuição espacial do

problema e identificando regimes espaciais locais distintos. O ı́ndice de validação CDbw

mostrou-se mais adequado para o estudo de caso avaliado quando comparado ao ı́ndice

Davies-Bouldin.

O desenvolvimento da biblioteca SOMLib permitiu que o algoritmo SOM fosse integrado
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à biblioteca TerraLib e que as simulações pudessem ser feitas diretamente sobre a base

de dados geográficos. Os requisitos de manutenabilidade e portabilidade somente serão

testados, efetivamente, a partir de novas versões da biblioteca SOMLib, quando as inter-

faces estiverem estabilizadas. Todavia, o desenho e a estrutura garantem independência

entre as classes base, de aprendizagem e de topologia. Também foi garantida a separação

total entre dados e algorimos, permitindo que novos padrões de organização dos dados

de entrada possam ser tratados pelos algoritmos da SOMLib. Um produto direto desta

biblioteca é o sistema CΛSΛ, ferramenta visual para análise espacial de área com SOM.

Para a tarefa de análise exploratória espacial avaliou-se três técnicas: a inclusão das co-

ordenadas planas do centróide de cada região de análise no vetor de caracteŕısticas xk;

a análise da distribuição espacial do fenômeno a partir do estudo dos Planos de Compo-

nentes; e a análise da presença de regimes espaciais através da detecção automática de

agrupamentos e cálculo do IRVE.

O método de inclusão das coordenadas planas no vetor de caracteŕısticas não contribuiu

para a tarefa de análise exploratória dos dados. Como (x, y) não se constituem partes

diretamente ligadas ao problema de exclusão/inclusão social, a sua adição não ajuda a

separar os padrões. Logo, que outros métodos de inclusão das coordenadas devem ser

considerados.

A análise da distribuição espacial do fenômeno a partir dos Planos de Componentes

mostrou-se bastante útil e de fácil aplicação. Em função da pouca variabilidade da confi-

guração dos Planos de Componentes aos parâmetros iniciais da rede pode-se obter bons

resultados com pouco esforço de parametrização. Tanto o SOM, quanto as análises es-

tat́ısticas, mostraram que existe um sentido para a distribuição espacial do problema e

que este é centro-periferia.

A análise da dependência espacial através da segmentação automática do SOM mostrou

que existe uma relação entre a variação nos atributos e a localização espacial dos setores

censitários. Esta relação pode ser analisada visualmente através do mapa coroplético,

particionado segundo a segmentação ou através do ı́ndice IRVE. Embora este ı́ndice não

seja uma métrica de dependência espacial equivalente ao Índice Global de Moran (IGM),

pode-se afirmar que o valor do IRVE para o experimento 001, IRVE = 0,66, confirma

o alto grau de dependência espacial quando comparado ao IGM calculado por Genovez

(2002), IGM = 0,7216, considerando o mesmo estudo de caso.

Conclui-se que os resultados obtidos pelo SOM foram bastante próximos dos resulta-

dos obtidos por Genovez (2002), considerando somente as questões relativas à análise
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exploratória dos dados: detecção de dados at́ıpicos, distribuição espacial do fenômeno,

análise de correlação e significância de variáveis, análise de agrupamentos e dependência

espacial.

7.2 Trabalhos Futuros

Quanto à metodologia de análise exploratória de dados geoespaciais com SOM, pode-se

progredir a partir da adição de técnicas auxiliares para analisar os Planos de Com-

ponentes, verificar os resultados para o caso de uso de variantes do SOM com melhor

formação do Mapa topológico e procurar um meio de inclusão das coordenadas planas no

modelo neural. Faz-se necessário, também, a análise dos agrupamentos através de diferen-

tes pontos de vista partindo-se de diferentes configurações do Mapa Auto-Organizável,

incluindo-se neste contexto as redes com aprendizagem sequencial e com topologias di-

nâmicas, e a partir de diferentes algoritmos de detecção automática de agrupamentos

através do SOM.

Quanto à biblioteca SOMLib, pode-se garantir que a estabilidade da mesma somente virá

ao longo do tempo e a partir de seu uso por diferentes grupos de trabalho. Um avanço

bastante importante seria a adição de técnicas de processamento de alto desempenho,

para permitir que a biblioteca trabalhe com grandes massas de dados, como no caso das

imagens de sensores remotos. O sistema CΛSΛ evoluirá de acordo com a evolução da

biblioteca SOMLib, porém a conexão com maior ńıvel de acoplamento entre o sistema

CΛSΛ e TerraView pode contribuir para a adição de técnicas mais interativas de análise

dos dados e geração de mapas coropléticos como, por exemplo, a conexão entre a na-

vegação dinâmica pela U-matriz ou Planos de Componentes e coloração automática do

mapa dos setores censitários.

Esperamos estar ampliando ainda mais o conjunto de possibilidades de trabalhar dados

geográficos de natureza sôcioeconomica de maneira territorializada, disponibilizando as-

sim mais um instrumento de aux́ılio a recolocação do terriório na análise de poĺıticas

públicas para as cidades. Como disse Koga (2003, p. 266) “Entre o ’fio da navalha’ da

exclusão/inclusão social coloco em debate o papel do território enquanto um posśıvel ’fio

da meada’ que possa dar ińıcio a uma nova trama de tecer as poĺıticas públicas brasileiras

em direção à justiça social”.

107



108
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Haykin, S. Redes neurais: prinćıpios e práticas. Porto Alegre: Bookman, 2001. 900

p. 31, 32, 38

Hewitson, B.; Crane, R. Neural nets: applications in geography. Dordrecht:

Kluwer, 1994. 194 p. 25, 26

Ji, C. Y. Land-use classification of remotely sensed data using self-organizing feature

mapa neural networks. Photogrammetric Engineering & Remote Sensing,

v. 66, n. 12, p. 1451–1460, December 2000. 26, 58

111



Kaski, S.; Kangas, J.; Kohonen, T. Bibliography of Self-Organizing Map (SOM)

papers: 1981–1997. Neural Computing Surveys, v. 1, p. 102–350, 1998. 27

Kaski, S.; Kohonen, T. Exploratory data analysis by the Self-Organizing Map:

structures of welfare and poverty in the world. In: Neural Networks in the Capital

Markets, 3., 1996, London. Proceedings... London: World Scientific, 1996. p.

498–507. 41, 44, 59, 60

Kaski, S.; Venna, J.; Kohonen, T. Coloring that reveals high-dimensional structures.

In: Neural Information Processing, 6., 1999, Perth. Proceedings ... Piscataway,

NJ: IEEE Service Center, 1999. v. 2, p. 729–734. 39, 41

Koga, D. Medidas de cidades: entre territórios de vida e territórios vividos. São
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APÊNDICE A

INICIAÇÃO LINEAR DOS VETORES DE CÓDIGO DO SOM

Segundo Kohonen (2001) a iniciação linear dos vetores de código é mais recomendada

que a iniciação randômica, devido ao fato de que a iniciação linear dispensa a fase de

treinamento para ajuste inicial dos vetores de código.

Seja Ξ o conjunto dos vetores de entrada xk, k = 1, ..., n.

Calcula-se a matriz de correlação de Ξ, A′. Seja y os auto-vetores de A′ e e os seus

auto-valores, tem-se

A′y = ey (A.1)

Pegar os auto-vetores ortogonais a yi correspondentes aos dois maiores auto-valores ei,

i = 1, ..., d′, sendo d′ a dimensão do Mapa Auto-Organizável.

A partir destes auto-vetores gera-se um sub-espaço linear com centróide igual à média

x̄ do conjunto Ξ. Portanto, sendo wij(0) o vetor de código inicial do neurônio localizado

nas posições i, j, para Mapas com d′ = 2 tem-se

wij(0) = s

[(
i− N

2

)
y1 +

(
j − M

2

)
y2

]
(A.2)

onde N, M são as dimensões da rede bidimensional e s uma constante selecionada de

forma adequada.
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